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Luku 1

Johdanto

1.1 Yleista

Aikasarja syntyy, kun jotain suuretta mitataan perikkéisind ajankohtina,
esim. seurattaessa talouden kehitysté, teollisuuden prosessia tai vaikkapa
sdan kehitystd. Aikasarjojen matemaattinen malli on stokastinen prosessi
{X}, t € T'}, missé indeksijoukko 7" voi olla diskreetti (esim. Z = {0, 1,2, ...})
tai jatkuva (esim. [0, 00)). Télla kurssilla rajoitutaan diskreetteihin aikasar-
joihin.

Yleensd aikasarjoista on saatavilla yksi realisaatio tietylld aikavélilla,
esim. xq,xs,...,x,. Aikasarjaa analysoimalla pyritddn loytdmé&an stokasti-
nen prosessi, joka voisi tuottaa kyseisen sarjan. Tdmé& voisi auttaa 1) ym-
mértdmadan jotain tutkittavan ilmion luonteesta ja 2) ennustamaan sar-
jan tulevia arvoja. Aikasarja-analyysia sovelletaan myos 3) prosessien kon-
trolloinnissa esim. teollisuudessa, kun sdddettivissid oleva prosessi tuottaa
jonon havaintoarvoja. 4) Yhden sarjan vaihtelua voidaan pyrkia selittiméaan
muiden sarjojen vaihtelulla, jolloin sivutaan samoja ongelmia kuin regressio-
analyysissa.

1.2 Stationaarinen prosessi

Yleensd aikasarja pyritddn erilaisilla muunnoksilla saattamaan sellaiseen
muotoon, ettd sen voi katsoa olevan realisaatio stationaarisesta prosessista.
Stationaarista prosessia voidaan yleensid mallintaa tilastollisesti ns. ARMA-
prosessin avulla. Alkuperiinen aikasarja voidaan sitten kuvata kiyttden sta-



tionaarista aikasarjaa ja niitd muunnoksia, joilla siitd saadaan alkuperédinen
sarja.

Prosessin {X;} sanotaan olevan vahvasti stationaarinen (strictly sta-
tionary), jos perikkiisten havaintojen yhteisjakauma ei muutu, kun siirry-
tddn ajassa eteenpédin. Toisin sanoen prosessi on vahvasti stationaarinen, jos
satunnaisvektorilla (X4, Xoin, ..., Xnin) on sama jakauma kuin vektorilla
(X1, X, ..., X;,), missé h ja n ovat mitd tahansa positiivisia kokonaislukuja.

Kun puhutaan stationaarisuudesta, tarkoitetaan kuitenkin yleensid ns.
heikkoa stationaarisuutta. Prosessin {X;} sanotaan olevan heikosti station-
aarinen t. stationaarinen laajassa mielessi (weakly stationary, stationary in
the wide sense), jos prosessin odotusarvo eikd perdkkéisten havaintojen ko-
varianssimatriisi muutu siirryttiessi ajassa eteenpdin. Talloin oletetaan, etti
on adrellinen kaikissa aikapisteissé t, jotta odotusarvo ja kovarianssit olisi-
vat madriteltyji. Huomaa, ettd vahvasta stationaarisuudesta seuraa heikko
stationaarisuus, mikili on ddrellinen, mutta heikosta stationaarisuudesta ei
valttamatta seuraa vahva stationaarisuus.

Maaritellaan odotusarvofunktio uy(t) = E(X;) ja autokovarianssifunktio
vx(r,s) = Cov(X,, X;) kaikille kokonaisluvuille r ja s. Niiden funktioiden
avulla méaariteltyné prosessi on (heikosti) stationaarinen, jos odotusarvofunk-
tio px(t) on ajasta t riippumaton vakio ja kovarianssifunktio vx(t + h,t)
ei riipu ajasta ¢ millddn kokonaisluvulla h. Jos kyseessid on stationaari-
nen prosessi, kovarianssifunktio voidaan ilmaista yhden argumentin avulla:
vx(t+ h,t) = yx(h,0) = vx(h). Lisdksi stationaariselle prosessille voidaan
maééritelld autokorrelaatiofunktio px(h) = vx(h)/vx(0) = Cor(Xiin, Xi).

Esim. 1. Olkoon {X;, ¢t = 1,2,..} jono riippumattomia ja samoin jakau-
tuneita satunnaismuuttujia, joille E(X;) = u ja Var(X;) = o?. Tarkastellaan
satunnaisprosessia {Y;, t =1,2,..}, missa Yo =0ja Y, = X1+ Xo+ ... + X},
kun ¢ > 1. Prosessia kutsutaan satunnaiskévelyksi. Kyseessd on symmetrinen
satunnaiskavely, jos 4 = 0 ja yksinkertainen satunnaiskévely, jos X; voi saada
arvokseen joko 1 tai -1. Prosessin odotusarvofunktio on uy (t) = E(X; + Xo+
...+ X;) = tu ja varianssi Var(Y;) = Var(X;) + Var(X3) + ... + Var(X;) = to?.
Koska varianssi kasvaa, kun ¢ kasvaa, prosessi ei ole stationaarinen vaik-
ka p olisi 0. Alkuperdinen sarja {X;} saadaan sarjasta {Y;} differoimalla:
Xi=Y =Y.

Esim. 2. [ID-kohina. Olkoon {X;} jono riippumattomia ja samoin jakau-
tuneita satunnaismuuttujia, joiden odotusarvo on 0. Tilldin jonoa sanotaan
[TD-kohinaksi (IID=independent identically distributed). Prosessi on ehka



yksinkertaisin esimerkki vahvasta stationaarisuudesta. Koska satunnaismuut-
tujat ovat riippumattomia ja samoin jakautuneita,

Pr(X; <z, Xy < x9,.., X, <)
=Pr(X; <) Pr(Xy < z)... Pr(X,, <=x,)
=Pr(Xyon < xq) Pr(Xogp < x9)... Pr(Xppn < )
=Pr(Xyon < 21, Xogwn < 2oy, X < 1),

josta ndhdéan, ettd perdkkiisten havaintojen yhteisjakauma pysyy samana
ajassa siirryttiessi. Merkitiiin ITD-kohinaa {X;} ~ IID(0, 0?).

Esim. 3. Valkoinen kohina. Olkoon {X;} jono korreloimattomia satun-
naismuuttujia, joilla on odotusarvo 0 ja varianssi o2. Silloin jonoa sano-
taan valkoiseksi kohinaksi ja merkitiéin {X;} ~ WN (0,0%). Jono on esi-
merkki (heikosti) stationaarisesta prosessista silldi médritelmén perusteella
ux(t) =EX; =0 ja

o2, kun h =0,
7X(t+h’t):{0 kun A # 0.

Odotusarvo- ja autokovarianssifunktiot eivit siis riipu t:std. IID-kohina
on myos valkoista kohinaa, jos prosessin varianssi on #darellinen. Valkoinen
kohina ei sen sijaan ole vilttamétta ITD-kohinaa.

Esim. 4. MA(1)-prosessi. Oletetaan, ettia jono {Z;, t = 0,1,2,...} on
valkoista kohinaa. Madaritelladn X, = Z; + 0Z;_1, missd 6 on reaaliluku.
T&lloin ux(t) = 0 ja EX? = 0%(1 + 6?) < co. Lisiiksi

o?(1+ 6?), kun h =0,
Yx(t+h,t) =< o0, kun h + 1,
0, kun |h| > 1.

Koska px(t) ja yx(t+ h,t) eiviit riipu t:sté, kyseessd on stationaarinen pros-
essi. Autokorrelaatiofunktio prosessille {X;} on

1, kun h =0,
px(t+ht)=2 0/(1+6%, kun h=+1,
0, kun |h| > 1.

Esim 5. AR(1)-prosessi. Oletetaan ettd {X;} on stationaarinen aikasarja,
joka toteuttaa yhtalot

Xt :(bXt,l—i-Zt,t:O,:l:l’..., (11)
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missi, {Z;} ~ WN (0,02), |¢| < 1 ja Z; on korreloimaton satunnaismuut-
tujien X kanssa, kun s < t. T4lloin sanotaan, ettd {X,;} noudattaa autore-
gressiivista prosessia viiveelld 1 (eli AR(1)-prosessia). Ottamalla odotusarvo
yvhtélon (1) eri puolista saadaan prosessin odotusarvoksi EX; = 0. Autoko-
varianssifunktion méarittadmiseksi kerrotaan yhtaloé puolittain X;_j:lla, missé
h > 0, ja otetaan odotusarvo puolittain:

E(X:Xin) = oE(Xs—1 Xo—n) + E(Z: X4—p)
~ COV(Xt, Xt—h) = ¢COV(Xt_1, Xt—h) +0
& yx(h) = oyx(h—1).

Rekursiivisesti voidaan piitelld, ettid yx(h) = ¢"yx(0). Koska vyx(h) =
Cov(Xyqn, Xi) = Cov(Xy, Xivn) = vx(—h), positiivisille ja negatiivisille vii-
veille h soveltuva autokovarianssin kaava on vy (h) = ¢"lyx(0). Autokorre-
laatio puolestaan on px(h) = vx(h)/vx(0) = ¢/*| h = 0, £1, ... Voidaksemme
médrittad, mikd on yx(0), todetaan ensin ettd

COV(Xt, Zt) = COV(¢Xt_1 + Zt7 Zt) = ¢COV(Xt_1, Zt) + COV(Zt, Zt)
= Cov(Zy, Z;) = o2,

silld oletuksen mukaan Cov(X;_1,Z;) = 0. Téten
7x(0) = Cov(Xy, X;) = Cov(Xy, pXyo1 + Z) = ¢yx(1) + 0% = ¢*7x(0) + 07,

josta saadaan ratkaistua, etti yx(0) = 02/(1 — ¢?).

1.3 Otosautokorrelaatiofunktio

Yleensé aikasarjan autokovarianssi ja -korrelaatiofunktioita ei tunneta, vaan
ne joudutaan estimoimaan otoksen perusteella. Oletetaan, ettd meilld on
otos x1, xs, ..., T, jostain aikasarjan realisaatiosta. Télloin méaaritelladn otos-

keskiarvo
n
1
r = — E Ty,
n
=1

otosautokovarianssifunktio

n—|h|
. 1 ~ ~
Y(h) = - Z (T — T) (2 — ), —n<h<n,

t=1



ja otosautokorrelaatiofunktio

—n<h<n.

Huomaa, ettd kyseessd ei ole tavallinen havaintopareista (¢, 21 n|) lasket-
tu otoskovarianssi. Annettu méaritelméa kuitenkin takaa sen otoskovarianssi-
ja otoskorrelaatiomatriisi ovat ei-negatiivisesti definiitteji. Teoreettiset
kovarianssi- ja korrelaatiomatriisit ovat aina ei-negatiivisesti definiitteja.
Liséksi ei-negatiivisesti definiittisyys takaa erdiden matriisihajotelmien ole-
massaolon.

Otosautokorrelaatiofunktiosta voidaan tehdd péitelmia aikasarjan gen-
eroineen satunnaisprosessin autokorrelaatiofunktiosta, miké voi auttaa sopi-
van mallin [6ytdmisessi. Valkoisen kohinan tapauksessa p(h) = 0, kun h # 0.
Talléin voisi olettaa, ettd valkoisen kohinan prosessin tuottaman aikasarjan
otosautokorrelaatiofunktio olisi 1ahella nollaa, kun h # 0. Itse asiassa voidaan
osoittaa (TSTM, s. 222), ettd IID-kohinan tapauksessa, kun prosessin vari-
anssi on dérellinen, otosautokorrelaatiot p(h), h > 0, ovat riippumattomia ja
noudattavat normaalijakaumaa N(0,1/n), kun n on suuri. Taten noin 95%
otosautokorrelaatioista pitiisi osua rajojen +1.96/+/n sisélle, jos kysessi on
[TD-kohinan prosessi.

Kuviossa 1.1 on simuloitu 200 arvoa IID N(0,1) -kohinaa. Kuvion b-
osassa on piirretty otosautokorrelaatiofunktio simuloidun aineiston perusteel-
la. Nahdédédn ettd kaikki arvot sijoittuvat rajojen +£1.96/+/n sisille. Kuviot
on tuotettu R-kiskyilla

whitenoise<-rnorm(200)
plot (ts(whitenoise) ,main="",6ylab="")
acf(whitenoise,main="",lag.max=40)

Tutkitaan seuraavaksi hypoteesia, ettd logaritmoitu osakekurssi olisi sat-
unnaiskivelyprosessi. Kuviossa 1.2 nikyy Nokian osakekurssi ajalta 4.9.2012
—3.9.2013 sekdi muunnettu sarja, joka on saatu logaritmoimalla ja differoimal-
la alkuperdinen sarja. Viimeisen paivan kurssinousu on seuraus ilmoituksesta
Nokian matkapuhelinliiketoiminnan myymisestd Microsoftille. Autokorrelaa-
tiofunktion perusteella muunnettu sarja niyttiaa korreloimattomalta proses-
silta, niin kuin pitéisikin. Koska liséksi sarjan varianssi niayttaa pysyvén liki-
main vakiona ja sen odotusarvo ei eroa tilastollisesti merkittivésti nollasta,
sitd voidaan pitdd valkoisen kohinan prosessina. Hajonnan o estimaatti on
0.03821.
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Kuvio 1.1: Valkoisen kohinan simulointia.

library(tseries)

nok <- get.hist.quote(instrument="nok",start="2012-9-1", end="2013-9-3",
quote="Close")

dlnok <- diff(log(nok))

x <- coredata(dlnok)
acf (x,main="")

summary (Im(dlnok™ 1))
Coefficients:
Estimate Std. Error t value Pr(>|tl)

(Intercept) 0.002381 0.002422 0.983 0.326

Residual standard error: 0.03821 on 248 degrees of freedom

Kuviossa 1.4 on piirrettynd Lake Huron -jirven pinnan tasoa osoitta-
va kuvaaja. Selvistikin aikasarja ei ole stationaarinen, silld siind esiintyy
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laskeva trendi. Kun estimoidaan lineaarinen trendi tavallisella pienimmaén
neliGsumman menetelmélld (OLS), havaitaan jidnnossarjassa positiivista au-
tokorrelaatiota pienilld viiveilld. Positiivinen autokorrelaatio nikyy myos
tarkasteltaessa otosautokorrelaatiofunktiota. Koska otosautokorrelaatiofunk-
tio vdhenee suurin piirtein geometrisesti, voidaan ehdottaa jadnndssarjan
generoivaksi prosessiksi AR(1)-prosessia parametrina ¢ ~ 0.8. Teoreettinen
autokorrelaatiofunktiohan AR(1)-prosessille on p(h) = ¢/l

plot (LakeHuron)
a <- 1m(LakeHuron~ time(LakeHuron))
abline(a)

resid <- ts(residuals(a),start=start(LakeHuron),
frequency=frequency(LakeHuron))

plot(resid,ylab="residuals")

abline(0,0)

acf (residuals(a) ,main="")
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Kuvio 1.4: Lake Huron -jérven pinta
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Kuvio 1.5: Lake Huron -jarven pinnan jidnnossarjan otosautokorrelaatio-
funktio

Otosautokorrelaatio voidaan laskea vaikka sarja ei olisikaan statio-
naarinen, jolloin siitd voidaan mahdollisesti havaita ei-stationaarisuus. Esi-
merkiksi, jos sarjassa on lineaarinen trendi, otosautokorrelaatiofunktio pysyy
pitkddn positiivisena, kun A kasvaa. Tama johtuu siitd, ettd sarjan alkupii on
keskiarvon toisella puolella ja loppupéé toisella puolella, jolloin otosautoko-
varianssin lausekkeessa tekijit x; —7 ja x4y —Z ovat samanmerkkisié eivatka
niiden tulot kumoa toisiaan. Symmetrinen satunnaiskéively ei ole stationaari-
nen prosessi, mutta se muistuttaa AR(1)-prosessia, kun ¢ on lahelld ykkosta.
Tésséd tapauksessa p(h) vihenee hitaasti ykkosestéd, kun |h| kasvaa. Liséksi
jos sarjassa on sdannollistd jaksollista vaihtelua, myos otosautokorrelaatio-
funktiossa on havaittavissa samanlaista vaihtelua samalla jaksolla.

1.4 Klassinen hajotelma

Klassisessa kausihajotelmamallissa (the classical decomposition model) olete-
taan, ettd prosessi voidaan jakaa kolmeen komponenttiin, nimittiin hitaasti
vaihtelevaan trendiin, kausikomponenttiin ja stationaarisen kohinan sarjaan.
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Hajotelma voidaan esittad muodossa
Xy =my + ¢+ Yy,

missd m; edustaa trendid, s; kausikomponenttia ja Y; stationaarista kohinaa.
Mallissa oletetaan, ettd E(Y;) = 0, s; = s44q ja Z;l:l s; = 0, missd d on
kausien lukuméari. Trendi m; voidaan erottaa sarjasta kiyttadmalla liuku-
vaa keskiarvoa, joka on erikoistapaus ns. lineaarisesta suotimesta. Trendin
estimaatiksi saadaan

My = (Tp—q + Tp—gq1 + ... + Tpg)/d, g<t<n—gq,
kun kausien lukumaéira on pariton d = 2q + 1 ja
my = (0524 g + Tp—gi1 + oo + Tepgo1 + 0.52044) /d, g <t <n-—gq,

kun kausien lukuméaird on parillinen d = 2¢. Talla suotimella saadaan
kausikomponenttien vaikutus haviaméaén ja kohinan vaikutus hyvin pieneksi.

Kausikomponentin estimoimiseksi lasketaan kullekin kaudelle k, k& =
1,...,d keskiarvo wy, poikkeamista xy;q — Mg+ 4, ¢ < k+ jd < n —q. Koska
ndiden kausikeskiarvojen summa ei vilttdmatta ole 0, muodostetaan kausiter-
mille s; estimaatti

d
1
ék = Wg — Ezw“ k= 1,...,d.
1=1

Kausipuhdistettu (deseasonalised) sarja saadaan vihentdmalla alkuperéi-
sestd sarjasta kausikomponentti:

dt = Tt — S, t= 1,...,77/.

Lopuksi kausipuhdistetusta sarjasta voidaan erottaa trendi esimerkiksi sovit-
tamalla polynomifunktio pienimmén neliGsumman menetelmélla. Trendille
siis muodostetaan uusi estimaatti m;. Kohinasarjan Y; estimaatti on talloin
jaannossarja,

Y, =z — 1y — 4.
Lukuun ottamatta viimeistd vaihetta, deterministisen trendifunktion sovitus-
ta, klassinen hajotelma voidaan tehda R-funktiolla "decompose".
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1.5 Kausivaihtelun mallintaminen kiyttaen
lineaarista regressiota

Yksi tapa mallintaa kausivaihtelua voidaan mallintaa on ns. harmoninen reg-
ressio. Siiné aikasarjaa selitetdén eri vaiheessa olevilla ja eri taajuuksia edus-
tavilla sinifunktioilla. Jos yhden jakson pituus (kausien lkm) on d, kausikom-
ponentti s; voidaan esittdd muodossa

k
S = ag + Z (a; cos(At) + b;sin(Ajt)),

j=1

missd taajuudet \; ovat lausekkeen 27/d kokonaisia monikertoja. Tuntemat-
tomat kertoimet ag ja a;, b;, 7 = 1,..., k, voidaan estimoida aineistosta taval-
lisella pienimmén neliGsumman menetelmélla. Systemaattisempi menetelméa
esitetdan spektrianalyysin yhteydessa.

Kuviossa 1.6 on USAccDeaths-aineistoon sovellettu harmonista regressio-
ta. Siind on kiytetty ainoastaan kahta matalataajuisinta sinifunktiota, jolloin
k=2 A\ =2n/d,\y = 47/d. Kuvio voidaan tuottaa R-késkyilla

t <- time(USAccDeaths)

plot (USAccDeaths,1ty=0,type="b")

a <- 1m(USAccDeaths™ sin(2*pi*t)+cos(2*pi*t)+sin(4*pi*t)+cos(4*pixt))
lines(ts(fitted(a),start=1973,frequency=12))

Jos trendid mallinnetaan parametrien suhteen lineaarisella funktiolla,
kuten polynomilla, kausikomponentti ja trendi voidaan estimoida yleistetylla
pienimmén nelidsumman menetelmélld (GLS). Tavallista PNS-menetelméa
(OLS) kédytetédn, jos voidaan olettaa, ettd jadnnossarja on valkoisen kohi-
nan prosessi. Malli, jossa trendi on toisen asteen polynomi ja johon sisiltyy
kausikomponentti, voidaan esittdd muodossa

Xy = Bo + But + Bot® + ity + o + Ya—1usa—1 + Ya,

misséd u;, 7 = 1,...,d—1, on osoitinmuuttuja, joka saa arvon 1, jos ajanhetkel-
14 t on menossa kausi j, ja arvon 0 muuten. Jos mallissa olisi mukana kauden
d indikaattorimuuttuja, parametrit eivit olisi estimoituvia. Kausikomponent-
ti voidaan laskea kaavalla s; = v; — (v1 + ... +74-1)/d, kun j =1,....d — 1,
jasg=—(71+ ... +74-1)/d.

14



9000 10000 11000
| | |

USAccDeaths

8000
|

7000

Kuvio 1.6: Harmonisen regression sovittaminen USAccDeaths-aineistoon

Alla on malli estimoitu OLS-menetelmélld kiyttden funktiota lm ja
USAccDeaths-aineistoa. Osoitinmuuttujien matriisi U on muodostettu kiyt-
tamalla Kroneckerin tuloa 14 ® I, missd 14 on 6-ulotteinen ykkosvektori ja
I5 on 12 x 12-identiteettimatriisi. Tulomatriisissa on 6 identiteettimatriisia
alakkain. Sovituksen tulos on nahtévissa kuviossa 1.7.

t <- time(USAccDeaths)

U <- kronecker(rep(1,6),diag(12))

a <- 1m(USAccDeaths™ t+I(t~2)+U[,-12])
plot (USAccDeaths,1lty=0,type="b")
lines(ts(fitted(a),start=1973,frequency=12))

1.6 Muita signaalinhajoituksen menetelmia

Edelld kuvatuissa menetelmissd oletetaan, ettd kausikomponentti pysyy
vakiona vuodesta toiseen. Kehittyneemmissd menetelmissid sen sallitaan
vaihdella. Niissd menetelmissd on usein myos esipuhdistusosio, joka etsii
aikasarjasta poikkeavat havainnot, luokittelee ne sekd poistaa niiden vaiku-
tuksen. Esipuhdistusvaiheessa voidaan ottaa huomioon myos kauppa- tai

15




9000 10000 11000
| | |

USAccDeaths

8000
|

7000

Kuvio 1.7: Nelidllisen trendin ja kausikomponentin sovittaminen
USAccDeaths-aineistoon

tyopdivien ja lomapéivien vaikutus. Varsinaisen komponentteihin jaon jil-
keen jaannossarjan puhtaus voidaan tarkistaa diagnostisin testein.

Muista menetelmisti, jotka hajoittavat aikasarjan komponentteihin, tun-
netuimpia on Yhdysvaltain tilastokeskuksen Census Bureaun kehittdmé Cen-
sus II. Menetelmén uusin variaatio on X-12-REGARIMA. Menetelmén esi-
puhdistusosio on REGARIMA. Ohjelmiston toinen osa X-12 jakaa aikasar-
jan komponentteihin ja se perustuu eri pituisten liukuvan keskiarvon suodin-
ten perdakkiiseen soveltamiseen. Jotta liukuvan keskiarvon suotimia voitaisiin
soveltaa sarjan molemmissa péissi, sarjaa ennustetaan eteen- ja taaksepiin
sopivalla ARIMA-mallilla.

Toinen tunnettu menetelmd on Espanjan pankin kehittama
TRAMO/SEATS. Siind TRAMO huolehtii esipuhdistuksesta ja SEATS
komponentteihin jaosta. Menetelmdd sanotaan mallipohjaiseksi, silld se
perustuu aikasarjan mallintamiseen ARIMA-prosessilla. (SEATS = Signal
Extraction in ARIMA Time Series).

Kolmas tunnettu menetelmé on STL (A Seasonal-Trend decomposition
based on Loess). Menetelméssi seké trendi- ettd kausikomponentti tasoite-
taan ns. l6ssimenetelmalld (loess). Lossimenetelma perustuu paikalliseen reg-
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ressioon (local regression), joka sovittaa aikasarjaan tasaisen kidyran. Los-
simenetelma poikkeaa paikallisesta regressiosta siind, ettd siind poikkeavien
havaintojen vaikutusta pyritddn vihentdmé&an.

STL-menetelmé sisdltyy R-ohjelmaan. Tasoitusta voidaan sdéitdd para-
metreilla s.window ja t.window. Parametri s.window sditdd kausi-ikkunan
leveyttd. Mitd suuremmaksi parametrin arvo valitaan, sitd hitaammin
kausikomponentti muuttuu. Jos parametrin arvoksi valitaan "per", tai "pe-
riodic", kausikomponentti ei vaihtele vuodesta toiseen. Parametri t.window
méadrad trendi-ikkunan leveyden. Mitd suurempi parametri on, siti tasaisem-
pi estimoitu trendikdyrd on ja sitd hitaammin se reagoi sarjassa tapahtuviin
muutoksiin.

TRAMO/SEATS -ohjelmaa on esitellain esim. kirjoissa Maravall, A.
(1995): Unobserved Components in Economic Time Series. The Handbook of
Applied Econometrics, s.12-72, ja Maravall, Gomez (2001): Seasonal Adjust-
ment and Signal Extraction in Economic Time Series. A Course in Time Se-
ries Analysis. X-12-REGARIMA ja STL -menetelmis kuvataan esim. kirjassa
Makridakis, Wheelwright, Hyndman: Forecasting: Methods and applications.

1.7 Lineaariset suotimet

Aiemmin esiteltiin liukuva keskiarvo esimerkkiné ns. lineaarisesta suotimesta.
Yleisemmin voidaan maéaaritella lineaarinen suodin

o0

my = E ant—j'

j=—o00

Liukuvan keskiarvon tapauksessa a; = 1/(2¢ + 1), kun —¢ < j < g,
ja a; = 0 muulloin. Liukuva keskiarvo on tyypillinen alipddstosuodin, joka
suodattaa aikasarjasta pois nopeasti vaihtelevat komponentit (korkeat taa-
juudet). Liukuva keskiarvo ei vaikuta lineaariseen trendiin mitenkaén, silla
sovellettaessa liukuvaa keskiarvoa sarjaan X; = a + bt + Y; saadaan

q

D

Jj=—q

q
. 1
(a—l—b(t—j)—l-thj):a—i—bth E Qqﬁn,j.

Jj=—q

2g+1

Yleensd mitd suurempi ¢ valitaan, sen suurempi tasoitus saadaan aikaan.
Jos ¢ valitaan liian suureksi, trendin estimaatista saattaa tulla huono, ellei
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trendi ole lineaarinen. Voidaan myo6s suunnitella suotimia, jotka sailyttavat
useampiasteiset polynomifunktiot koskemattomina.

Liukuvan keskiarvon suotimia voi olla useampia periakkiin. Esimerkik-
si 3 x 5 MA -suodin toimii niin, ettd ensin lasketaan 3 havainnon liukuva
keskiarvo ja tdmén jilkeen 5 havainnon keskiarvo.

R-ohjelman stats-pakettiin funktio filter, jolla voidaan tehdi lineaarisia
suodatuksia. Suotimet voivat olla tyypiltdan konvoluutiosuotimia tai rekur-
siivisia suotimia. Seuraavassa on annettu esimerkkejd erityyppisistd suo-
timista ja siitd, miten suodatukset voidaan toteuttaa.

Yksipuolinen konvoluutiosuodin:

Y = ATy + A1T4—1 + ... + QpTi_y

R-toteutus:
a <- c(ap,a1,...,a,) y <- filter(x,a,sides=1)

Kaksipuoleinen konvoluutiosuodin:
Yt = QpTiyp + A pp1Tppp1 + oo + Ap1Ti—py1 + ApTi—p
a <- c(a_p,a_pt+1,.-3p-1,3p) y <- filter(x,a,sides=2)
Rekursiivinen suodin:
Ye =T+ 01Yp—1 + ... + QpYi—p
a <- ¢(ay,...,ap) y <- filter(x, a, method="recursive")

Alapuolella on esitetty R-kielinen funktio maverage, joka laskee liukuvan
keskiarvon. Funktiolle annetaan argumenttina suodatettava sarja ja ¢, missa
¢ ilmaisee, montako edeltévii ja seuraavaa havaintoa sisillytetddn keskiar-
voon. Jotta liukuva keskiarvo voitaisiin laskea myds sarjan alussa ja lopussa,
sarjan alkuun lisdtddn g kertaa ensimméinen havainto x; ja loppuun ¢ kertaa
viimeinen havainto z,,.
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maverage<-function(tseries,q)
{
n <- length(tseries)
y <- c(rep(tseries[1],q),tseries,rep(tseries[n],q))
filt <- rep(1,2*q+1)/(2xq+1)
y <- filter(y,filt,sides=2)
y[(g+1): (g+n)]
}

Trendi voidaan estimoida kiyttden my0Os ns. eksponentiaalista tasoitusta.
Se madritelladn rekursiivisesti seuraavasti:

Tht:aXt+(1—a)Tht_1, t:2,...,n,
ja
ml = X17
missi a on reaaliluku valiltd (0,1). Kun a on ldhelld ykkostd saadaan pieni

tasoitus ja kun se on ldhelld 0:aa, tasoitus on suuri. Suodin voidaan ilmaista,
my6s muodossa

=Y a(l—a) X, ;+(1—a) "Xy,
5=0
kun t > 2, jolloin ndhdéain, ettd kyseessd on painotettu liukuva keskiarvo.
Koska painokertoimet vihenevit eksponentiaalisesti, puhutaan eksponenti-
aalisesta tasoituksesta.
Funktiolla expsmooth voidaan tehdi eksponentiaalista tasoitusta.

expsmooth <- function(tseries, a=0.5)

{
tseries[1] <- tseries[1]/a
axfilter (tseries,l-a,method="recursive'")

¥

1.8 Aikasarjojen saattaminen stationaariseksi
differoimalla

Edelld on esitetty menetelmié aikasarjan trendin ja mahdollisen kausikom-
ponentin estimoimiseksi. Kun alkuperiisestd sarjasta vahennetddn trendi
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ja kausikomponentti, tuloksena voidaan saada stationaarinen jadnnossarja.
Toinen menetelmé sarjan saattamiseksi stationaariseksi on differointi. Kun
suoritetaan differointi viiveelld 1, kustakin aikasarjan havainnosta vihen-
netdin edellinen havainto. Yhdella askelella viivistettyd havaintoa merkitaéan
operaattorilla B ja differointia viiveelld yksi merkitdin operaattorilla V. Jos
alkuperiinen sarja on {X,}, viiveelld 1 differoitu sarja on {Y;}, missi

}/t == Xt - Xt—l == Xt - BXt == (1 - B)Xt = VXt (12)

Differointi viiveelld 1 hévittia sarjasta lineaarisen trendikomponentin. Jos
sarja voidaan esittdd muodossa X; = a + bt + Z;, missd E(Z;) = 0, differoitu
sarja on

Xt_Xt—l = (a+bt+Zt)—[a+b(t—1)+Zt_1] :b+Zt—Zt_1,

jonka odotusarvofunktio on vakio b. Jos trendi on p-asteinen polynomifunk-
tio, differoituun sarjaan jaa astetta p — 1 oleva trendi, (ks. harjoitustehtavi).

Differointia voidaan kayttda myos muun kuin trendistd johtuvan epésta-
tionaarisuuden poistamiseen. Esimerkissi 1, esiteltiin satunnaiskidvelyn pros-
essi, joka on epistationaarinen, koska sen varianssi kasvaa lineaarisesti ajan
suhteen. Differoimalla prosessi saatiin IID-prosessi, joka on stationaarinen.

Differointi voidaan myos toistaa. Soveltamalla differointia toisen kerran
kaavassa (1.2) méadriteltyyn prosessiin Y; saamme

Yi—Yia=(Xy — Xp1) — (Xoo1 — Xio) = Xp — 22X + X0 (1.3)

Viiveoperaattorin B lausekkeet kiyttiytyvit kuin polynomit. Maaritellddn,
etté potenssi B tarkoittaa sarjan viivistimisti d aikayksikkod: BYX, = X,_q,
ja V¥ tarkoittaa sarjan differointia k kertaa. Kaavassa (1.3) esitetty toisen
kertaluvun differenssi olisi voitu laskea suoraan operaattorien avulla seu-
raavasti:

VX, =(1-B)2X, =(1-2B+B)X; = X, —2X; 1 + X;_o.

Jos sarjan trendi on polynomifunktio astetta p, differoimalla sarja p ker-
taa saadaan trendi poistettua. Voidaan osoittaa, ettd jos polynomifunktio
on m(t) = co + c1t + ... + ¢,t?, niin VPm(t) = ple,. Yleensd trendin pois-
tamiseen riittaa yksi tai kaksi differointia viiveelld 1. Tam& johtuu siité, et-
td ainakin paikallisesti trendid voidaan usein mallintaa suoralla tai matala-
asteisella polynomilla.

20



Kuvioon 1.8 on piirretty USA:n populaatiota kuvaava aikasarja ja kaksi
kertaa differoitu aikasarja. Havaitaan, ettei kaksi kertaa differoidussa sarjas-
sa ole havaittavissa trendié. Sarja ei kuitenkaan ole stationaarinen, silld vari-
anssi kasvaa selviisti. Ongelma voidaan poistaa logaritmoimalla alkuperéinen
sarja. Jos alkuperiisessi sarjassa varianssi kasvaa samalla kun trendi kasvaa,
ongelmasta voidaan paista logaritmoimalla tai tekemalld Box-Cox -muunnos.
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(a) Aikasarja (b) Kahdesti differoitu sarja

Kuvio 1.8: USA:n viesto 10 vuoden valein

Kuviot on tulostettu kiskyilla

plot (uspop,ylab="(millions)")
plot (diff (uspop,1,2),ylab="")

Funktion diff argumentti 1 tarkoittaa differointia viiveelld yksi ja 2 sité, ettd
differointi toistetaan kaksi kertaa.

Differoimalla voidaan péddstd myds eroon kausikomponentista. Jos sarja
voidaan esittdd muodossa X; = s; + Y}, missi s; on kausivaihtelutermi, jonka
jakson pituus on d, niin differoimalla viiveelld d saadaan

VaX; = (1- Bd)Xt =X —Xiqg=(50+Y) = (5ma +Yiea) = Vi — Vg,
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silld s; = s4_q. (Alé sekoita operaattoria V , joka kuvaa differoimista viiveell&
d edelld médriteltyyn operaattoriin V¢, joka kuvaa differoimista d kertaa vii-
veelld 1). Jos jadnnossarja Y; — Y, 4 sisiltaa vield trendii, se voidaan poistaa
toistamalla differointia viiveella 1.

1.9 Jaannossarjan ’valkoisuuden’ testaaminen

Edelld on pyritty poistamaan sarjasta trendi ja kausivaihtelu joko suo-
raan vahentdmalld sarjasta kyseiset komponentit tai differoimalla. Tavoit-
teena on ollut saada stationaarinen ja&nndssarja. Jos jidnndssarja muistut-
taa valkoista kohinaa, voidaan sarjan mallintaminen lopettaa. T&ll6in ennus-
teet voidaan laatia trendin ja kausivaihtelun perusteella. Jos sen sijaan jaén-
nostermeilld on korrelaatiota, korrelaatiorakennetta voidaan mallintaa ja sita
voidaan kiyttad hyviksi ennustamisessa. Siksi on tirkeéta testata, vastaako
jaannossarja valkoisen kohinan prosessia.

Kappaleessa 1.3 todettiin, ettd jos aikasarja noudattaa IID(0,02)-
prosessia,  otosautokorrelaatio-kertoimet  ovat  likimain ~ N(0,1/n)-
jakautuneita ja riippumattomia. Tami merkitsee sitd, ettd noin 95%
otosautokorrelaatiokertoimista sijoittuu rajojen 4+1.96/y/n sisélle. Jos au-
tokorrelaatiokertoimet on laskettu viiveeseen 40 asti ja enemmén kuin 4 on
rajojen ulkopuolella, riskitasolla 5 % voidaan hylitd hypoteesi, ettia kyseessi
on valkoisen kohinan prosessi. My0s jos jokin otosautokorrelaatio-kertoimista
on huomattavasti rajojen ulkopuolella, hypoteesi voidaan hyl&ta.

Kaikki lasketut otosautokorrelaatiokertoimet voidaan sisdllyttda ns.
Portmanteau-testiin. Jos hypoteesi siiti, ettd aikasarja noudattaa IID(0,0?)-
prosessia, pitda paikkansa, testisuure

h
Q:nZﬁ2(J)

on likimain x?(h)-jakautunut. Suuret Qm arvot kertovat siitd, etti au-
tokorrelaatiokertoimet ovat itseisarvoltaan liian suuria, jotta kyseessé olisi
[1D(0,0?)-prosessi. Testifi sanotaan Box-Pierce-testiksi.

Ljung ja Box ovat ehdottaneet testisuuretta

Qe =n(n+2) Z p*(3)/(n = j)

J=1
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joka noudattaa vielikin tarkemmin y?(h)-jakaumaa. McLeod ja Li ovat ke-
hittdneet Portmanteau-testin, jonka avulla voidaan testata, onko jadnnos-
sarjassa epéilineaarista riippuvuutta. Testisuure on ()1 p sovellettuna aikasar-
jaan, joka on saatu korottamalla alkuperéinen sarja toiseen potenssiin, ja sen
jakauma on x?(h). Testi sopinee parhaiten tilanteeseen, jossa vaihtoehtoisena
hypoteesina ITD-prosessille on ns. ARCH-prosessi.

Perakkaisten havaintojen riippuvuuden tutkimiseen voidaan kdyttaa myos
ns. kaannepistetestid (turning point test). Jos y1, ¥, ..., ¥, on jono havaintoja,
sanotaan, ettd ajanhetkelld ¢ on kddnnepiste, jos y;—1 < wy; ja y; > y;+1 tai
Yic1 > Y ja y; < Yir1. Olkoon T kddnnepisteiden lukuméird IID- sarjassa,
jonka pituus on n. Koska kdantymaépisteen todennékoisyys hetkelld i on 2/3,

i = E(T) = 2(n — 2)/3.
Voidaan myés osoittaa, etta
o7 = Var(T) = (16n — 29)/90.

Jos T — pr on paljon nollaa suurempi, voidaan péaitelld, ettd sarja vaihtaa
suuntaansa nopeammin kuin voisi odottaa IID-prosessilta, ja jos T'— pr on
paljon nollaa pienempi, se on merkki positiivisesta autokorrelaatiosta. Kun
n on suuri ja aikasarja noudattaa ITD-prosessia, likimain

T~ N(MT’ 072“)’

mitad voidaan kiayttaa hyviksi testaamisessa.

Lineaarisen trendin toteamisessa on hyodyllinen ns. jarjestystesti (rank
test). Merkitddn P:114 sellaisten parien (y;, y,;) madrad, ettd y; > y;, kun j > i
jai=1,2,...,n — 1. Kaikestaan pareja (y;,y,), joilla j > ¢, on n(n — 1)/2.
Jos aikasarja on IID-prosessista, todennékéisyys, ettd y; > v;, on 1/2, joten

up = E(P) = (1/4)n(n — 1).
Voidaan myos osoittaa, etta

op = Var(P) =n(n—1)(2n +5)/72.
Suurilla arvoilla n likimain

P~ N(MPUO-IQ:’)'
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Jos jaannossarjan valkoisuuden lisiksi halutaan tutkia sen havaintojen
normaalijakautuneisuutta, voidaan kiyttad kvantiili-kvantiili-kuviota (qqg-
plot). Olkoon Xy, X5, ..., X, satunnaisotos jakaumasta N (0,1) ja Y7, Y5, ..., Y,
jakaumasta N (p,0?). Merkitdén otosten jérjestystunnuslukuja X ja Y,
1 =1,2,..,n, jolloin X(l) < X(g) < ... < X(n) ja Yv(l) < }/(2) < ... < Yv(n).
Talloin

E(YG)) = n+omy,
missa m; = E()(Q)), 7 = 1,2,...,n. Tastd seuraa, ettd piirrettiessid parien
(m1,Yq)), -y (My, Y(n)) muodostama pisteparvi (qq-kuvio) pisteiden tulisi si-
jaita suurin piirtein suoralla. Jos aikasarjasta piirretyssi kuviossa havainnot
eivit ole suurin piirtein suoralla, se on merkki siitd, etteivit havainnot nou-
data normaalijakaumaa. Odotusarvoja m; voidaan approksimoida kaavalla
1[(j - 0.5)/n)].

Alla olevilla funktioilla voi tehda kiddntymépiste- ja jarjestystestit. Ljung-
Box-testin ja sen muunnelmat voi tehda kirjastoon ’stats’ sisdltyvélla funk-
tiolla Box.test. Normaalijakaumaa vastaavan qq-kuvion voi piirtdd kaskylla
ggnorm(x) ja siihen liittyvin viivan késkylla qgline(x), missid x on tutkit-
tava jadnnossarja. Lisdksi normaalisuutta voidaan testata Jarque-Bera-
testilld, joka sisdltyy kirjastoon ’tseries’. Testi voidaan toteuttaa kaskylld
jarque.bera.test(x) ja se perustuu vinouden ja huipukkuuden laskemiseen.

turning.point.test <- function(x)
{
DNAME <- deparse(substitute(x))
n<-length(x)
METHOD <- "Turning point test"
X<-embed(x,3)
STATISTIC<-sum((X[,2] > X[,1] & X[,2] > X[,3]) |
(X[,2] < X[,11 & X[,2] < X[,30))
mu <- 2x(n-2)/3
sigma2 <- (16*n-29)/90
PVAL<-2*(1-pnorm(abs (STATISTIC - mu) / sqrt(sigma2)))
PARAMETER <- c(mu,sigma?2)
names (STATISTIC) <- "normal"
names (PARAMETER) <- c("mu", "sigma2")
structure(list(statistic = STATISTIC, parameter = PARAMETER,
p.value = PVAL, method = METHOD, data.name = DNAME),
class = "htest")
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rank.test <- function(x)

{

DNAME <- deparse(substitute(x))

n<-length(x)

METHOD <- "Rank test"

STATISTIC<-sum(outer(x,x,"<") [outer(l:n,1:n,"<")])

mu <- nx(n-1)/4

sigma2 <- n*(n-1)*(2*n+5)/72

PVAL<-2*(1-pnorm(abs (STATISTIC-mu) / sqrt(sigma2)))

PARAMETER <- c(mu,sigma2)

names (STATISTIC) <- "normal"

names (PARAMETER) <- c("mu", "sigma2")

structure(list(statistic = STATISTIC, parameter = PARAMETER,
p.value = PVAL, method = METHOD, data.name = DNAME),
class = "htest")}

Alla on tehty esitellyt testit sarjalle 'dlnok’ (ks. 1.3). Testien perusteel-
la nollahypoteesi siitd, ettd kyseessd on valkoisen kohinan prosessi, siilyy.
Kuitenkin Jarque-Pera-testi hylkda hypoteesin jadnnosten normaalisuudes-
ta. Tamé voidaan todeta myos qq-kuviosta 1.9 a. Sen perusteella aineis-
ton suuret havainnot ovat liian suuria verrattuna normaalijakaumaan, joten
jaannosten jakauma on oikealle vino. My6s pienimmét havainnot ovat ’liian
pienid’, joten jakauma on paksuhintidinen molempiin suuntiin. Samat asiat

voidaan todeta histogrammista 1.9 b.
Box.test(dlnok,lag=40,"Ljung")

X-squared = 29.1238, df = 40, p-value = 0.8982

Box.test(dlnok~2,lag=40,"Ljung")

X-squared = 4.3286, df = 40, p-value =1

turning.point.test (dlnok)

normal = 158, mu = 164.667, sigma2 = 43.944, p-value = 0.3146
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rank.test (dlnok)

normal = 15486, mu = 15438.0, sigma2 = 431406.3, p-value = 0.9417

jarque.bera.test (d1lnok)

X-squared = 1677.061, df = 2, p-value < 2.2e-16
#QQ-kuvio ja histogrammi

qqnorm(dlnok)

qqline (coredata(dlnok))
hist(coredata(dlnok) ,main="",xlab="dlnok")

Normal Q-Q Plot
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Kuvio 1.9: Nokian osakekurssin tuottojakauma
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Luku 2

Stationaariset prosessit

2.1  Yleista ennustamisesta

Oletetaan, ettd tunnetaan aikasarjan {X;,t = 0, £1, ...} realisaatiosta havain-
not x1, s, ..., x, ja halutaan ennustaa h askelta eteenpiin havaintoa x, .
Ajatellaan, ettd ennustevirheestd e aiheutuvaa tappiota voidaan mitata
tappiofunktiolla C'(e). Télloin on luonnollista hakea sellaista havainnoista
x1,To, ..., T, riippuvaa ennustefunktiota f(xy,z,...,z,), ettd E C(e) =
E C[X,4n — f(X1, ..., X;y)] minimoituu. Tappiofunktio C'(e) saa arvon 0, kun
ennustevirhe e = 0, ja C(e) kasvaa, kun |e| kasvaa. Kuitenkaan C'(e) ei ole
valttdmatta nollan suhteen symmetrinen funktio.

Yleisimmin kiiytetty tappiofunktio on muotoa C(e) = ae?, missi a on
jokin positiivinen reaaliluku. T&ll6in optimaalinen ennustaminen merkitsee
keskineligvirheen E[X,,, — f(Xi, ..., X;;)]> minimoimista. Voidaan osoittaa,
ettd minimoiva ratkaisu on f(Xi,...,X,) = E(X,n| X1, ..., X3), (vrt. harj.
teht.). Ehdollisen odotusarvon laskemiseksi on tunnettava satunnaismuuttu-
jien Xy, ..., X,,, X;,1pn yhteisjakauma.

Esim. 1. Oletetaan, ettd satunnaismuuttujat X; ja X5 noudattavat bi-
normaalijakaumaa (kaksiulotteista normaalijakaumaa). Merkitdén odotusar-
voja E(X;) = w;, ¢ = 1,2, variansseja Var(X;) = o? ja korrelaatiota
p = Cor(Xj, Xs). Talloin satunnaismuuttujan X, jakauma ehdolla X; on
my6s normaalijakauma odotusarvolla

E(X2|X1) = p2 + posor (X1 — )
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ja varianssilla
Var(X,| X,) = o5 (1 — p?).

Edellisessé esimerkissé ehdollinen odotusarvo £(X»|X;) on lineaarinen eli
se on muotoa aX; + b. Yleisemmin voidaan osoittaa, ettd E( X, 14| X1, ..., X5)
on lineaarinen moniulotteisen normaalijakauman tapauksessa ja voidaan siis
esittdd muodossa

E(Xn+h‘X17 7Xn) = Qo -+ CL1X1 + ...+ aan,

missé ag, ..., a, ovat vakiota. Jos havaintojen yhteisjakauma ei ole normaali-
nen (ts. kyseessi ei ole gaussinen prosessi), optimaalinen ennustin ei vélt-
taméttad ole lineaarinen. Talla kurssilla kuitenkin rajoitutaan tarkastele-
maan lineaarisia ennustimia ja optimaalisuuden kriteerind kiytetddn kes-
kineliovirhettd. Taméa merkitsee sitd, ettd prosessien méirittelyssa rajoitu-
taan ensimmadisen ja toisen asteen ominaisuuksiin, ts. odotusarvoon ja ko-
varianssifunktioon.

2.2 Autokovarianssifunktion ominaisuuksia

Ennen kuin siirrymme stationaaristen prosessien ennustamiseen, on hyva
tutkia hiukan ldhemmin ndiden prosessien ominaisuuksia. Stationaarisen
prosessin autokovarianssifunktiolla on seuraavat ominaisuudet:

1. 4(0) =0
2. |v(h)] <~(0) kaikilla h
3. v(h) on parillinen funktio, ts. y(h) = vy(—h).

Ominaisuus (1) seuraa siitd, ettd varianssi on aina ei-negatiivinen ja omi-
naisuus (2) Cauchy-Schwarz-epayhtélostd. Ominaisuus (3) johtuu siité, ettd
v(h) = Cov(Xyyn, Xi) = Cov(Xy, Xiyn) = v(=h).

Liséksi autokovarianssifunktio on ei-negatiivisesti definiitti. Maéritellaéan,
ettd kokonaisluvuille maéaritelty, reaaliarvoinen funktio x on ei-negatiivisesti
definiitti, jos

> aik(i—j)a; > 0 (2.1)

i,j=1
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kaikille positiivisille kokonaisluvuille n ja vektoreille a = (ay, as, ..., a,)" mis-
s komponentit a; ovat reaalilukuja. Huomaa, ettd ehto 2.1 voidaan esittia
matriisimuodossa a’Ka > 0, missé K on matriisi [r(i — )]},

Lause 1. Reaaliarvoinen, kokonaisluvuille mééritelty funktio on statio-
naarisen aikasarjan autokovarianssifunktio jos ja vain jos se on ei-
negatiivisesti definiitti.

Todistus. Oletetaan, ettd ~y(h) on stationaarisen aikasarjan {X;} au-
tokovarianssifunktio. Olkoon n mikid tahansa positiivinen kokonaisluku ja
a = (ay,as, ...,a,)" mikd tahansa reaaliluvuista koostuva vektori, jonka pi-
tuus on n. Talléin

Var(a1X1+a2X2+...+aan) = Z COV(CLZ‘XZ‘,CL]'XJ‘) = Z CLZ’}/<Z—])CL] Z 0,

i,j=1 6,j=1

silld varianssi on aina ei-negatiivinen. N#hd&dn siis, ettd ~y(h) on ei-
negatiivisesti definiitti.

Todistus toiseen suuntaan on vaativampi. Ks. esim. TSTM, Theorem
1.5.1.

Esim. 2. Osoitetaan, ettd funktio

1, kun A =0,
k(h) =< p, kun h = £1,
0, muulloin.

on ei-negatiivisesti definiitti, kun |p| < 0.5. Huomataan, etti x(h) on MA(1)-
prosessin autokovarianssifunktio, kun asetetaan o2(1 + 62?) = 1 ja %0 = p.

Ratkaisuksi saadaan
{ g V14

2p
2 1
0 =9

kun |p| < 0.5. Ratkaisua ei ole olemassa, jos |p| > 0.5.

2.3 Lineaariset prosessit

Tarkein ryhmén stationaarisista prosesesseista muodostavat ns. lineaariset
prosessit, joiden mallintaminen ja ennustaminen ARMA-malleilla muodostaa
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kurssin ydinosan. Aikasarjaa {X,} sanotaan lineaariseksi prosessiksi, jos se
voidaan esittdid muodossa

X, = i Vi Ze s, (2.2)

j=—o00

kaikilla arvoilla ¢, missi {Z;} ~ WN (0,0?) ja {¢;} on jono vakioita, jot-
ka toteuttavat ehdon > 72 [4;| < oo. Kéyttimélld siirto-operaattoria B,
kaava (2.2) voidaan esittad tiiviimméssid muodossa

Xt = w(B)Zta
missd ¢(B) = >2°° __4;B/. Lineaarista prosessia sanotaan liukuvan keskiar-
von prosessiksi, jos 1; = 0, kun j < 0. T&lloin prosessi voidaan esittaa
muodossa

Xt - Z ¢]Zt—]

=0
Huomautus. Ehto > 72 |1;| < oo takaa sarjan (2.2) suppenemisen (to-
denniikoisyydelld 1). Cauhcy-Schwarzin epayhtélon perusteella E|Z;| < o,
silld [E(]Z; - 1]]* < E|Z|?E(1) = o?. Ttseisarvosarjan odotusarvo on &érellinen:

EY 1l Zisl= ) Wil ElZigl <o ) [l < oo

j=—o00 j=—00 j=—00

Koska itseisarvosarjan odotusarvo on dérellinen, itseisarvosarja on dérellinen
todennékoisyydelld 1, josta seuraa, ettd myos alkuperdinen sarja suppenee
todennékoisyydella 1.

Operaattorin ¥ (B) voidaan ajatella olevan lineaarinen suodin, jonka sy6t-
teend on sarja {Z;} ja ulostulona sarja {X;}. Seuraavaksi osoitetaan, etti
mikid tahansa stationaarinen sarja antaa ulostulona stationaarisen sarjan,
kun siihen sovelletaan suodinta ¢ (B).

Lause 2. Olkoon {Y;} stationaarinen aikasarja, jonka odotusarvo on 0 ja
kovarianssifunktio vy. Jos D272 || < oo, niin aikasarja

o0

Xo= Y Ui = v(BY; (2.3)
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on stationaarinen odotusarvona 0 ja autokovarianssifunktiona
Yx(h) = i i Viveyy (b + k= j). (2.4)
j=—00 k=—00
Siiné erikoistapauksessa, ettd {Y;} on valkoisen kohinan prosessi WN (0, 0?%),
vx(h) = i U0’ (2.5)
j=—o0

Todistus. Samoin kuin edellisessd huomautuksessa voidaan perustella, et-
ta sarja {X;} suppenee (hajonnan o tilalla on 1/7(0)). Koska E(Y;) = 0,

E(Xy) =E ( > %’E—j) = > VEYiy) =0

ja
E(X.nX;) =E [( > wjmhj) (Z mm)
j=—o00 k=—o00
=3 N YEVi Vi) = Y D ey (h+ k- ),
j=—00 k=—00 Jj=—00 k=—0c0

josta voidaan péitelld aikasarjan { X;} olevan stationaarinen kovarianssifunk-
tiolla (2.4). (Se, ettd odotusarvon ja summauksen jirjestystd voidaan vaih-
taa, perustuu oletukseen 3 °° _ |1);] < 0o.) Jos {Y:} on valkoisen kohinan
prosessi, vy (h+k —j) = 02, kun k = j — h, ja 0 muuten, misti seuraa (2.5).

Huomautus. Suotimia, joilla on itseisesti summautuvat kertoimet, voidaan
soveltaa perikkiin stationaariseen aikasarjaan ja tuloksena saadaan aina sta-
tionaarinen aikasarja. Lopputuloksen kannalta ei ole merkitysta silld, mis-
sé jérjestyksessd suotimia sovelletaan. Jos suotimia a(B) = >2°7 B/ ja
BB) =272 ;B7 sovelletaan periikkiin sarjaan {Y;}, tuloksena saadaan
sarja

a(B)5(B)Y; = 3(B)a(B)Y: = ¥(B)Yi,

misséd ¢ (B) = a(B)F(B). Lopputulokseen padstién siis myos soveltamalla sar-
jaan {Y;} yhtéd suodinta ¢(B), joka saadaan kertomalla keskendén suotimet
a(B) ja B(B), jotka ovat siirto-operaattorin B potenssisarjoja.
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Esim 1. MA(q)-prosessi. Esimerkki liukuvan keskiarvon prosessista on
MA (q)-prosessi, joka voidaan méaritelld yhtalolla

Xt — Zt + 01Zt—1 + + qut—qa

missi, Z; ~ WN (0,0%). Kaavan (2.5) erikoistapauksena saadaan MA (q)-
prosessin kovarianssifunktio

vx(h) = { o’ Z?;gl‘ 0;0;1n, kun 0 < |h] <gq,

0, muuten,
missé fy = 1. Havaitaan, ettd autokovarianssifunktio hivida, kun |h| > q.
Tallaista prosessia, jonka autokovarianssifunktio = 0, kun |h| > ¢, sanotaan
g-korreloituneeksi. Voidaan yleisesti osoittaa, ettd g¢-korreloitunut station-
aarinen prosessi voidaan esittdd MA (q)-prosessina (TSTM, Section 3.2).

Esim 2. AR(1)-prosessi. Ensisilméiykselld AR(1)-prosessi ei nédytd li-
neaariselta prosessilta, silla se mééritellddn stationaariseksi prosessiksi, joka
toteuttaa differenssiyhtilon

Xt - (bthl - Zt7 (26)

missi Z; ~ WN (0, 02). Prosessi voidaan kuitenkin esittiid liukuvan keskiar-
von prosessina, kun |¢| < 1. Differenssiyhtilo (2.6) voidaan esittdd muodossa

¢(B)Xi = Z, (2.7)

missd ¢(B) = 1 — ¢B. Tarkastellaan seuraavaksi suodinta ¢(B) = 1/¢(B),
joka voidaan geometrisen sarjan summakaavaa kiyttden esittdd muodossa

v(B) = 1—Jg

Suotimella on itseisesti summautuvat kertoimet, silli 1 + |@| + |¢]* + ... =
1/(1—]¢|) < oo. Soveltamalla suodinta (B) yht#lon (2.7) molempiin puoliin
saadaan X; = ¢(B)Z;, eli

Xo=Zi+0Zi1+ 9 Zio + ...,

josta ndhdaan, ettd {X;} on liukuvan keskiarvon prosessi.

Huomautus. Jokainen stationaarinen aikasarja voidaan esittdi liukuvan
keskiarvon prosessin ja deterministisen prosessin summana. Prosessi on deter-
ministinen, jos prosessin havainnot maérdytyvit taysin edeltdvien havainto-
jen avulla. Summaesitysta kutsutaan Woldin hajotelmaksi. On erittéin harvi-
naista, ettd esim. taloudellisissa aikasarjoissa esiintyisi deterministinen kom-
ponentti. Talla kurssilla ei késitelld enempad Woldin hajotelmaa.

=1+ ¢B+¢?B*+ ...
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2.4 Stationaarisen aikasarjan odotuarvon ja
kovarianssifunktion estimoiminen

Stationaarisen prosessin {X;} odotusarvon momenttiestimaattori on otos-
keskiarvo
Xp=(X1+Xo+ ...+ X,)/n.

Se on harhaton, silli E(X,,) = . Otoskeskiarvon keskineligvirhe on

n

ECR, — 1 —Ver(%,) =172 3" 3 Con(X,, X))

=n= Y (n=li—jhri—))
=n' ) (1 — %) ~(h).

Keskinelidvirhettd voidaan estimoida lausekkeella n=t >} (1 - M) (h),

jos 4(h) = 0, kun |h| > a.

Huomaa, ettd 4(h) ei ole luotettava y(h):m estimaattori, jos h > n/4,
missd n on aikasarjan havaintojen lukuméara. KeskineliGvirheen lauseket-
ta voidaan kiyttad hyvéksi, kun médritetaan luottamusvali u:lle. Jos {X;}
on lineaarinen tai ARMA-prosessi, otoskeskiarvo on likimain normaalisti
jakautunut. T#llsin 95% luottamusvili p:lle on (X, — 1.964/Var(X,,), X,, +

1.964/Var(X,,)).

Otosautokovarianssi- ja otosautokorrelaatiomatriisi ovat ei-negatiivisesti
definiittejd, samoin kuin niiden teoreettiset vastineet (ks. todistus Brock-
well&Davis s.58). Itse asiassa ne ovat positiivisesti definiitteja, elleivit kaik-
ki sarjan arvot ole yhtéd suuria. Lineaaristen ja erityisesti ARMA-prosessien
tapauksessa otosautokorrelaatiokerrointen vektori noudattaa likimain moni-

ulotteista normaalijakaumaa:

(p(1), -, p(K)) ~ N((p(1), ... p(k))', 0~ W),

missa matriisin W elementit saadaan Bartlettin kaavasta

wij = Y _{plk +1) + plk — i) — 2p(i)p(k)}

k=1

x {p(k + )+ plk —5) —2p(j)p(k)} .
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Esim 1. AR(1)-prosessin

tapauksessa, missé |¢| < 1, autokorrelaatiokerroin viiveelld h on p(h) = ¢

X, =oX,_1+ 72, {Z,} ~WN (0,0?),

Ih|

Otosautokorrelaatio-kertoimen varianssi on w;;/n, missi Bartlettin kaavan
perusteella voidaan johtaa, etta

Wy = (1 _ ¢2z)(1 + ¢2)(1 _ ¢2)—1 _ 22¢21

Kuviossa 2.1 on piirretty otosautokorrelaatiofunktio, joka on saatu simu-

loidusta 100 havainnon pituisesta AR(1)-prosessista, jossa ¢ = 0.7. Lisik-
si on piirretty teoreettinen autokorrelaatiofunktio ja otosautokorrelaatioille
95% todennikoisyysvali. Havaitaan, ettd vali suurilla viiveilld on suurempi,
kuin ITD-kohinaa vastaava todennikéisyysvili, joka my6s on piirretty ku-
vioon. Havaitaan myos, ettd otosautokorrelaatiofunktio ikdin kuin ’lainehtii’
eli perdkkiisilld arvoilla on positiivista autokorrelaatiota, vaikka teoreettinen
autokorrelaatiofunktio vihenee tasaisesti.

ACF

0.0 0.2 04 0.6 0.8 1.0

-0.2

Kuvio 2.1: AR(1)-prosessin otosautokorrelaatiofunktio todennékoisyysvilei-
neen
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n <- 100

phi <- 0.7

u <- arima.sim(list(ar=0.7),n)
x <- 0:40

y <- phi~x

z <- (1-phi~(2%x))*(1+phi~2)/(1-phi~2)-2*x*phi~ (2*x)
acf(u,40,main="")

lines(x,y,lty=3)

lines(x,y+1.96%(z/n)~0.5,1ty=2)
lines(x,y-1.96%(z/n)~0.5,1ty=2)

AR(p) -prosessien identifiointi eli viivepituuden p mééritys onnistuu
parhaiten osittaisautokorrelaatiofunktion avulla, joka esitelliin my6hemmin.

Esim. 2. MA(q)-prosessin autokorrelaatiofunktio. Kappaleessa 2.3 todet-
tiin, ettd MA(q)-prosessi on g-korreloitunut, eli autokorrelaatiofunktio p(h)
héviaa (eli on 0), kun |h| > ¢. TAmén vuoksi MA(q) prosessia voidaan yrit-
tad identifioida tarkastelemalla sen otosautokorrelaatiofunktiota. Bartlettin
kaavan avulla on helppo osoittaa, ettd g-korreloituneen prosessin tapaukses-
sa Var(p(i) ~ [1 + 2p*(1) + ... + 2p*(q)]/n, kun ¢ > ¢. Kuviossa 2.2 on
otosautokorrelaatiofunktio aikasarjalle, joka on saatu simuloimalla MA(2)-
prosessia X; = Z; — 0.6Z,_1 + 0.8Z,_5. Kuvioon on piirretty 95% toden-
nikdisyysrajat +£1.96n7Y2(1 + 2p?(1) + 2p%(2))"/? , seki tavanomaiset ra-
jat £1.96n"1/2. Yleensi kiytetiifin tiukempia tavanomaisia rajoja, silld kor-
relaatiokertoimet p(7) eiviit ole tavallisesti tunnettuja. Téssd tapauksessa
p(1) = (014 60105) /(1462 +62) = (—0.6 —0.6%0.8) /(1 +0.36 +0.64) = —0.54
ja p(2) = 0y/(1+ 607 4+ 602) =0.8/(1 +0.36 + 0.64) = 0.4.

u<-arima.sim(list(ma=c(-0.6,0.8)),100)
r1<-(-0.6-0.6%0.8)/(1+0.36+0.64)
r2<-0.8/(1+0.36+0.64)

upper<-1.96xsqrt (1+2xr1~2+2*r2-2) /10
lower <- -upper

acf(u,40,main="")
lines(c(3,40),c(upper,upper),lty=3)
lines(c(3,40),c(lower,lower),lty=3)
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1.0

0.5

ACF

0.0

Lag

Kuvio 2.2: MA(2)-prosessin otosautokorrelaatiofunktio todennakéisyysvélei-
neen

2.5 Stationaaristen aikasarjojen ennustaminen

Seuraavaksi johdetaan lineaarinen ennustin stationaarisen aikasarjan {X;}
havainnolle X,,.,, kun kiytettdvissd on havinnot Xi, X, ..., X,. Odotusar-
vo p ja autokovarianssifunktio y(h) oletetaan tunnetuiksi. Merkitddn kes-
kineliovirheen mielessd optimaalista ennustinta

PanJrh =ag+ aan + CLQXn,1 + ..+ anXl.
Kertoimien a; méaarittamiseksi minimoidaan lauseke
E(XnJrh — Qg — aan - aan,1 — . anX1)2.

Derivoimalla lauseke kertoimien a; suhteen ja asettamalla derivaatat nol-
liksi saadaan yhtalot

E<Xn+h — Qg — CLan - CLQXn,1 — .. anXl) =0 (28)
E(Xpan —ao— a1 Xy —ao X 1 — .. —a, X1) X015 =0, i=1,2,...,n
(2.9)
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Ensimmaisestd, yhtalostd voidaan paatelld, ettd ennustevirheen odotusarvo
on 0 eli optimaalinen ennustin on harhaton. Yhtalostd saadaan ratkaistua

ag = p(l—a; —ag — ... — ayp).
Yht&lot (2.9) voidaan kirjoittaa muotoon
COV(Xn+h — Qg — CL1Xn — CLQXn,1 — .. anXl, XnJrl,i) = O, 1= 1, 2, ., n

josta ndhdédin, ettd ennustevirhe on korreloimaton selittidvien muuttujien
X, X,—1,..., X7 kanssa. Yhtalot voidaan edelleen esittdd muodossa

ay(i—1)4+ay(i—2)+..+ay(i—n)=vyh+i1-1), i=1,2,..,n

tal matriisimuodossa

7(0) (1) . y(n—1) a v(h)
v(1) 0) .. (=2 as | _ Y(h+1)
Wn—1) An—2) ..  4(0) i A(h+n - 1)

Merkitddn matriisiyhtalo lyhyesti
Tha, =~,(h). (2.10)

Optimaalinen ennustin on siis

Pan+h =p+ Z a'i(Xn—i—l—i - N)

i=1

missi kertoimet a; madraytyvit yhtdlon (2.10) perusteella.
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Koska kaavan (2.8) perusteella ennustevirheen odotusarvo on 0, ennuste-
virheen keskinelivirhe on

2

E(Xn+h - Pan+h)2 =E Xn+h — K= Z a'i(Xn-l—l—i - N)
i=1
= E(Xnsn — 'u)z -2 Z ai( X1 — ) (Xogn — 1)
=1

+ Z Z ;i E( Xy — 1) (Xpg1—j5 — )

i=1 j=1

7(0) — QZaw(h Hi= 1)+ aan(i - )

i=1 j=1

7(0) — 2a’~,,(h) + aT,a
7(0) — a’y,,(h).

Viimeisessé vélivaiheessa on kéytetty hyviksi kaavaa (2.10).

2.6 Ennusteoperaattorin P, ominaisuuksia

Lineaarisella  ennustimella  P,Y  tarkoitetaan  satunnaismuuttujien
1,X,,X,_1,..., X7 lineaarikombi-naatiota ay + a1 X, + ... + a,X;, joka
minimoi keskineliovirheen

E(Y — Qg — aan — .. anX1)2.

Voidaan osoittaa, ettd riittaviat ja valttAmattomat ehdot kertoimille
o, Ay, ..., @, ovat (vrt. kaavat (2.8) ja (2.9))

E(Y — ag — (lan - aan_l — .. anXl) =0 (211)
EY —ap—a1 X, —ao Xy 1 — . —a, X1) X115 =0, i=1,2,..n
(2.12)

Ensimmaéinen ehto merkitsee sité, ettd ennustin on harhaton ja toinen, etti
ennustevirhe on korreloimaton ennustavien muuttujien kanssa.
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Ennusteoperaattorilla P,, on seuraavat ominaisuudet, jotka on hyvi tun-
tea:

L. Pa(Bo + Zle B;Y;) = Bo + Zle B;P.Y;  (lineaarisuus)
2. P.X,,=X,,, josm <n,
3.

P.Y, josm>n

PaPmY” = { P.Y, josm <n.

Todistus:
1. Osoitetaan, ettd lauseke By + 2?21 B;PnY; toteuttaa ehdon (2.12), missd ¥V =
Bo + 2?21 B;Y;. (Vastaavasti voidaan tarkistaa ehto (2.11)). Merkitdén Y;:n op-

timaalista ennustinta P,Y; = ajo + a;1 Xn + a;2X—1 + ... + a5 X1, jolloin
E(Y} — ajo — alen - angn_l — e — aanl)Xn+1_i = 0, 1= 1, 2, .y M.
Nyt

k
EX[Y = (Bo+ D BiPaYy)| Xns1-

=1
k k
=ESBo+ > BY5) — |Bo+ Y Bilajo+anXn+ ...+ ajnX1)| p Xns1s
=1 =1
k
=E Zﬁj(y} — ajo — alen e — aanl)Xn+1_j
=1
k
= ZBJE [(Y] — ajo — alen — e — aanl)Xn+1_j] = 0, 1= 1, 2, e, n.
j=1
2. Jos m < n, on ilmiselvid, ettd P,X,, = X,,, silld ennustettava muuttuja X,,

sisdltyy ennustaviin muuttujiin X,,, X,,_1, ..., X7.

3. Merkitddn PnY = amo + am1Xm + -« + @mmX1 ja PnY = apo + a1 X + ... +
annX1. Oletetaan aluksi, ettd m < n. Talldin P PnY = Py(amo + amiXm + ... +
amle) = Amo +am1 PnXm + ... +ammPnX1 = Amo +am1Xm + ... +ammX1 = PmY
lineaarisuuden ja kohdan 2) perusteella.

Kun m > n, on siis todistettava, ettd P,Y toteuttaa ehdot E(P,,Y — P,Y) =0 ja
E(PnY —P,Y)X,+1-; = 0. Ensimméinen ehto toteutuu, koska seké P,Y ettd P,Y
ovat harhattomia ennustimia Y:lle. Jalkimmaéinen ehto toteutuu, koska

E[(PmY — PoY) X414

= E[(amO + alem + ...+ amle — ano — aann T e T ann)XnJrlfi]
= E[(amO + a1 X + oo+ G X1 — Y)Xn—i-l—i]
+ E[(Y — Qpo — aann — e — a,m)Xn_H_i] = 0.
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Luku 3
ARMA-mallit

3.1 ARMA (p,q)-prosessit

Tahén mennessi on kisitelty autoregressiivisia AR(p)- ja liukuvan keskiarvon
MA(q)- malleja. On myos mahdollista yhdistdd ndmé mallit. Maaritellaén,
ettd {X;} on ARMA(p,q)-prosessi, jos {X;} on stationaarinen ja kaikkina
ajanhetkind ¢

Xt - (letfl e T (prtfp - Zt + 9122571 + ...+ qut,q, (31)

missi Z; ~ WN (0,0%). Yksinkertaisuuden vuoksi oletetaan lisiksi, ettei
polynomeilla 1 — 12 —... — 2P ja 1+ 0,2+ ... 4+ 0,27 ei ole yhteisid tekijoita.

Voidaan osoittaa ettd yhtalolla (3.1) on yksikésitteinen stationaarinen
ratkaisu, jos kompleksitasossa méaritellylla polynomilla 1 — ¢12 — ... —
¢p2P ei ole nollakohtia yksikkoympyrédlla {z € C : |z|] = 1}. Yleensi
kuitenkin rajoitutaan kausaalisiin ja invertoituviin ARMA-prosesseihin, silld
namé prosessit riittavit stationaaristen ARMA-prosessien kovarianssiraken-
teen mallintamiseen.

Sanotaan, ettd ARMA-prosessi {X;} on kausaalinen, jos se voidaan esit-
taa ddrettoméand liukuvan keskiarvon prosessina

Xi=2Zi+1Zia +Zia+ .
missd {Z;} ~ WN (0,0°) ja 377, [1hj| < co. Ehto on yhtépitéivé sen kanssa,

ettd polynomilla 1 — ¢12 — ... — ¢,2" ei ole nollakohtia kompleksitason yk-
sikkokiekossa {z € C : |z| < 1}.
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Vastaavasti ARMA-prosessin {X;} sanotaan oleva invertoituva, jos Z,
voidaan esittdd havaintojen X;, X;_1,... avulla:

Zy = Xi+mX +mXi o+ .,

missd {Z;} ~ WN (0,0%) ja X7 |m;| < oo . Ehto on yhtipitévi sen
kanssa, ettei polynomilla 1 + 6,2 — ... + 6,29 ole nollakohtia yksikkdkiekos-
sa {z € C: |z] < 1}. (Yhtépitavat ehdot ovat seurausta potenssisarjojen
perusominaisuuksista, vrt. TSTM, Section 3.1.)

Esim. 1. Tarkastellaan ARMA-mallia

(1-0.258B —0.028B%—0.281B%) X; = (1 —0.4821B —7.92B?+ 18.5B3 + 14.4B* 4-20.5B%) Z;.

Kuvioon 3.1 on piirretty polynomien ¢(z) = 1—0.258z —0.0282% —0.28123 ja
0(2) =1—0.4821z — 7.922% + 18.52% + 14.42* + 20.52° nollakohdat komplek-
sitasossa. Koska polynomin ¢(z) nollakohdat ovat yksikkdympyran ulkop-
uolella, prosessi on kausaalinen. Koska osa polynomin 6(z) nollakohdista on
yvksikk6ympyran sisdpuolella, prosessi ei ole invertoituva.

N — N —
_ o
a ° S|
g <
s s o o
o W
N ©
o —
=] N
! o
9] ~
9 o - o I o -
=3 &
! <
— [=}
5 T
S T T °
2 s
E ° g
=
o~ | - o~
1 1
T T T T T T T T T T
-2 -1 0] 1 2 -2 -1 0] 1 2
Re(polyroot(c(1, —0.258, —0.028, —0.281))) Re(polyroot(c(1, —0.482, —7.92, 18.5, 14.4, 20.5)))

Kuvio 3.1: AR- ja MA-polynomien nollakohdat kompleksitasossa

Oikeanpuoleinen kuvio on piirretty kiyttien R-késkyja
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plot(polyroot(c(1,-0.482,-7.92,18.5,14.4,20.5)),
xlim=c(-2,2),ylim=c(-2,2))

lines(exp(li*seq(-pi,pi,len=100)))

abline (v=0,1ty=3)

abline (h=0,1ty=3)

Funktiolla polyroot saadaan funktion juuret. Funktiolla abs saataisiin suo-
raan selville juurten itseisarvot, esim.

abs(polyroot(c(l,—0.482,—7.92,18.5,14.4,20.5)))
antaa tuloksen
[1] 0.3603599 0.2998975 0.3603599 1.1191807 1.1191807

josta ndhdadn ettd kolme juurta on yksikkéympyran sisdpuolella ja kaksi
niukasti ulkopuolella.

3.2 ARMA-prosessin muuntaminen liukuvan
keskiarvon prosessiksi

Oletetaan, ettd ARMA-prosessi
l-¢pB—...—9,B) X, =(1+6,B+...+6,BY)Z, (3.2)

missi Z; ~ WN (0, 0?), on kausaalinen. Télloin se voidaan esittiid liukuvan
keskiarvon prosessina

X, = (1+ B+ yuB*+..)Z,. (3.3)
Sijoittamalla X;:n lauseke (3.3) yhtéloon (3.2) saadaan yhtélo
(1—¢1B— ... —¢,B")(1+ 1B+ uB*+..)7Z, = (1+6,B+..+6,B97,

jonka avulla voidaan ratkaista tuntemattomat kertoimet. Merkitseméll& eri
B:n potensseja vastaavat kertoimet yhtd suuriksi saadaan yhtalot

0 =1 — d
Oy = gy — Y191 — 2
O3 = 3 — Pod1 — Y102 — P3
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Esim. 1. Tarkastellaan ARMA-prosessia
(1—0.8B+0.2B%)X, = (1—0.3B)Z,.

Polynomilla ¢(z) = 1 — 0.8z + 0.22? on nollakohdat 2 =+ i, jotka sijaitsevat
yksikkdympyréin ulkopuolella. ARMA-prosessi on siis kausaalinen ja voidaan
esittdd liukuvan keskiarvon prosessina (3.3).

Tuntemattomat kertoimet 1; voidaan ratkaista yhtilon

(1—0.8B+ 0.2B?)(1 + 9B +»B*+..) =1 - 0.3B
perusteella. Saamme B:n eri potenssien kertoimiksi

B: ¢, —0.8=-03
B®: 4, —0.8¢; +02=0
B?: 3 — 0.8y +0.2¢0; =0

mista saadaan ratkaistua

1= —0.3+0.8=05
Yy = —0.2+0.8), = —02+08-05=0.2
5= 0.8 — 0.2 = 0.8-0.5— 0.2- 0.8 = 0.06

Prosessi voidaan siis esittdé sarjana

Xt — Zt + 0'5Zt—1 + O.2Zt_2 + 0.0GZt_g +

3.3 ARMA-prosessin autokovarianssifunktion
maarittiminen

Yksi tapa méaarittdda ARMA-prosessin autokovarianssifunktio on kertoa
yhtalo

Xt - <;51Xt,1 e T (prtfp = Zt + 9121571 + ...+ Hthfq
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puolittain satunnaismuuttujalla X;_; ja ottaa odotusarvot puolittain. Koska
X;_ on riippumaton Z;_p:n kanssa, kun h < k, saadaan

E(Xi—xXt) — 01BE(Xy 1 Xy 1) — oo — GpE( X X p)
— ekE(Xt_th_k) + + qu(Xt—th—q)a (34)
kun 0 < k < g. (Merkitéén, ettd 6y = 1). Kayttadmalla hyviksi esitysmuotoa
Xev=2Zip+ V12 g1+ V2l po+ ...

vhtélo (3.4) saadaan muotoon

(k) — ¢1y(k —1) — .. — @py(k — p) = (O + Op101 + Opr2tho + .. + Oy thy—i) 0>
(3.5)

Kun k£ > ¢, on voimassa yhtilo
(k) = dry(k—1) — ... —py(k —p) =0. (3.6)

Kayttamalla p + 1 ensimmaéistd yhtilod yhtaloista (3.5) ja (3.6) voidaan
ratkaista autokovarianssit v(0),7v(1),7(2),...,7(p). Témén jilkeen rekur-
siivisesti voidaan ratkaista loput autokovarianssit yhtalosté (3.6).

Esim 1 (jatkoa). Jatketaan kappaleen 3.2 esimerkin késittelyd, jossa
tarkasteltiin prosessia

Xt - 0.8Xt,1 + O.2Xt,2 == Zt - 0-3Zt717
jolla oli esitysmuoto
Xt — Zt + 0'5Zt—1 + O.2Zt_2 + 0.0GZt_g +

Autokovarianssit v(0), v(1) ja v(2) voidaan ratkaista lineaarisesta yhtaloryh-
masta

7(0) — 0.87(1) + 0.29(2) = (1 — 0.3-0.5)0?,
(1) — 0.89(0) + 0.2y(1) = — 0.302,
¥(2) — 0.8v(1) + 0.29(0) = 0.

Loput autokovarianssit voidaan ratkaista rekursiivisesti yhtalon
v(k) —0.8y(k—1)+02y(k—-2)=0

avulla. Yleinen ratkaisu voitaisiin maarittaa kiayttaméalla hyviksi differenssi-
yhtéaloiden ratkaisukaavoja, mutta niihin ei puututa téssa.
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3.4 Osittaisautokorrelaatiofunktio

Stationaarisen aikasarjan {X.} osittaisautokorrelaatiofunktio a(h) méadritel-
ld4n yhtaloilla

a(0) =1,

O[(h) = ¢hha h > ]-7
missé ¢y, on vektorin ¢, = I'; sy, viimeinen komponentti, Iy = [y(i—j)];_,
ja v, = [v(1),7(2),...,v(h)]. Vastavasti havainnoille xy,zo, ..., x, voidaan
méaritelld otos-osittaisautokorrelaatiofunktio yhtaloilla

missi ¢, on vektorin ¢, = I'; !4, viimeinen komponentti.

Esim. 1. AR(p)-prosessin osittaisautokorrelaatiofunktio. Kausaalinen
AR(p)-prosessi madritelldén yhtalolla

Xe =1 Xp1— oo — ¢pXt—p = Z,

missi, {Z;} ~ WN (0,0?) ja Cov(X,, Z;) = 0, kun s < t. Paras lineaarinen
ennustin havainnolle Xj; havaintojen Xj, ..., X}, avulla on

Xnp1 = 01 Xn + 02 X1+ ... + OpXht1—p,

kun h > p (todistus harjoitustehtévi). Toisaalta havaintojen X, X 1, ..., X3
kertoimet ay, as, ..., a, saadaan yhtilosta v, = Tyay, vrt. kaava (2.10). Nyt
siis a; = ¢;, kun i < p,jaa; =0, kun ¢ > p. Ndhdéén siis, ettd a(p) = a, = ¢,
ja a(h) = ap =0, kun h > p.

Siis AR(p)-prosessin tapauksessa osittaiskorrelaatiokerroin viiveelld h
on nolla, kun h > p. Voisi odottaa ettd otososittaisautokorrelaatiokerroin
olisi likimain nolla, kun h > p. Voidaankin osoittaa, etti AR(p)-prosessin
tapauksessa osittaisautokorrelaatiot &(h) ovat likimain riippumattomia ja
N(0,1/n)-jakautuneita, kun A > p ja n on havaintojen lukuméairi (ks.
TSTM, Section 8.10). Jos siis viiveestd p + 1 l&htien otososittaisautokor-
relaatio asettuu rajojen £1.96/1/n sisipuolelle, voidaan alustavasti ehdottaa
AR(p)-mallia.
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Huomautus. Osittaisautokorrelaatio voidaan maééritelld myos korrelaa-
tiona

Oé(h) = COf(Xthl — P(Xh+1|X27X37 ..7Xh)7X1 — P<X1|X2, Xh));

missd P(X|Xs, X3, .., X,) tarkoittaa havainnon X, parasta lineaarista en-
nustinta havaintojen X,, X3, .., X}, avulla. Maaritelmé on yhtépitdva aiem-
min annetun médritelmén kanssa (vrt. TSTM, p.171). Intuitiivisesti voidaan
ajatella, ettd laskettaessa osittaisautokorrelaatio on havaintojen X; ja X4
korrelaatiosta poistettu vélissa olevien havaintojen Xo, ..., X} vaikutus.

3.5 Periodogrammi ja ARMA-prosessien jak-
sollisuus

/

Reaalilukuvektorille x = (zg,1,...,2,-1)" voidaan mééaritelld diskreetti

Fourier-muunnos a = (ag, a1, ..., G,_1)’, missi

1 n—1 ' 1 n—1
ay = — Z e = — Zwt [cos(wyt) — @ sin(wyt)]
Vi t=0 vn t=0
ja luvut wy, = 27wk/n ovat ns. Fourierin taajuuksia. Kertoimet aj ovat

kompleksilukuja. Kun tunnetaan Fourier-muunnos, alkuperidinen lukujono x
voidaan palauttaa kaavalla

n—1 n—1
1 ' 1
v — - Zk_o e = NG 2 ay [cos(wit) + i sin(wyt)] .

Jokainen n:n pituinen lukujono x voidaan siis esittdd wy-taajuuksisten sini-
aaltojen lineaarikombinaationa. Fourierin kertoimen ay itseisarvo |ay| ker-
too vastaavan siniaallon amplitudin eli heilahteluvilin. Fourierin taajuus

Wnr = 27 — 27k/n vastaa negatiivista taajuutta —wy ja on helppo os-
oittaa, ettd a,_, = aj, missi viiva ylapuolella tarkoittaa liittolukua. Siksi
|a—k| = |ag|. Fourierin kerroin ag on reaaliluku ja on lukujonon x keskiarvo

kerrottuna vakiolla y/n.
Kuviossa 3.2 on piirretty aikasarja sunspot.year seké erilaisia approksi-
maatioita kidyttden amplitudiltaan suurimpia siniaaltoja.
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Kuvio 3.2: Sunspot-sarjan Fourier-approksimaatioita

f <- fft(sunspot.year)

f0 <- rep(0,289)

fO[order (Mod(f)) [287:289]] <- florder(Mod(f))[287:289]]
appri<-Re (fft (£0,inv=T)/289)

fO[order (Mod (f)) [285:289]1] <- f[order (Mod(f)) [285:289]]
appr2<-Re (fft (£0,inv=T)/289)

fO[order (Mod(f)) [283:289]] <- florder(Mod(f))[283:289]]
appr3<-Re (fft (£0,inv=T) /289)

plot (cbind (sunspot.year,apprl,appr2,appr3) ,main="")

Koska R-funktio fft ei suorita vakiolla 1/4/n kertomista, taytyy kddnteis-
muunnosta muodostettaessa jakaa luvulla n = 289. Kertoimen a( jilkeen
suurin itseisarvo on kertoimella aqgg, joka vastaa taajuutta wog = 27(26/289).
Tatd taajuutta vastaa jakso 2m/wes = 11.11538, joka on ldhinnd au-
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ringonpilkkujen tunnettua jaksoa 11.
Aikasarjoja analysoitaessa kiytetddn yleisesti periodogrammia, joka on
jaksollinen reaaliluvuille méaritelty funktio

n—1
E xtefzt)\
t=0

Kun A = wy, missi wy on yksi Fourierin taajuuksista, niin I,(wy) = |ag|*.
Periodogrammi voidaan siis laskea Fourierin muunnoksella. Yleensd perio-
dogrammi piirretdan vilille [0, 7], silli periodogrammin jakso on 27 ja
I,(X\) = I,(—=\). Periodogrammi ilmaisee aikasarjan x varianssin jakautu-
misen eri taajuuskomponentteihin, silla 4(0) = %ZZ;} I(wy). Keskiarvon
nelié toteuttaa yhtilon z2 = 11(0).

Yleensd periodogrammia tasoitetaan perdkkaisilla liukuvan keskiarvon
suotimilla, jotta jakauma tulisi paremmin nakyviin. Tasoitusta tarvitaan,
silld raakaperiodogrammi ei ldhesty teoreettista spektritiheysfunktiota, vaik-
ka otoskoko n — oo (ks. Brockwell&Davis, s.122). Mitd useampia terme-
ja liukuviin keskiarvoihin otetaan, sitd pienempi on periodogrammin vari-
anssi ja sitd tasaisempi kuvio. Kuitenkin suotimen pituuden kasvattaminen
lisdd periodogrammin harhaa. Kuvioon 3.3 on piirretty auringonpilkkuaineis-
ton periodogrammi sekd periodogrammi, jota on tasoitettu 5 ja 7 ter-
min liukuvilla keskiarvoilla. Huomaa, ettd R skaalaa periodogrammin viélille
[0,0.5] vélin [0, 7] sijasta. Oikeanpuoleiset periodogrammit on piirretty kiyt-
tden asteikkona jaksoa taajuuden sijasta. Periodogrammeissa on huippu taa-
juudella 1/11, joka vastaa jaksoa 11.

2

L)) =

S|+

par (mfrow=c(2,2))

a <- spectrum(sunspot.year,main="")
a$freq <- 1/a$freq
plot(a,xlab="period",x1lim=c(0,20) ,main="")

a <- spectrum(sunspot.year,spans=c(5,7) ,main="")

a$freq <- 1/a$freq
plot(a,xlab="period",xlim=c (0,20) ,main="")
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Kuvio 3.3: Sunspot-sarjan periodogrammikuvioita

Koska aikasarjan jaksollisuus ndkyy myos autokorrelaatiofunktiosta, ei
liene yllattavaa, ettd periodogrammi voidaan laskea otosautokovarianssifunk-
tiosta: I, (wy) = Z‘hkn?y(h)e’ih“’“. Periodogrammin teoreettinen vastine on
spektritiheysfunktio, joka voidaan méaaritelld stationaarisille ja nollakeskiselle
prosesseille { X;} kaavalla

F) =0 3 ™),

h=—00

kun autokovarianssifunktio v(h) toteuttaa ehdon Y > |y(h)| < cc.
Voidaan osoittaa (Brockwell&Davis, s.130), ettd ARMA (p,q)-prosessin

{X:}, joka toteuttaa differenssiyhtélon ¢(B)X, = 0(B)Z;, spektritiheysfunk-

tio on 2 ()2

fA) = U—%-
2m |p(e=)]
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Kuviossa 3.4 on piirretty AR(1) ja MA(1) -prosessien spektritiheysfunktioita.
Havaitaan, ettd AR(1)-prosessin tapauksessa taajuusjakauma on keskittynyt
pienemmadlle alueelle. Kun ¢ tai # on negatiivinen, spetritiheysfunktiossa on
huippu taajuudella 7, joka vastaa jaksoa 2.

X¢=0.5X4 +Z; X;=-0.5X-1 +Z;
2 u 2 1
a o 7 a o 7
(7] (7]
© - o] -
T o T o
g o g °
(9] (9]
Q. — Q -
() ()
— —
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n n
[ o
o o
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j= N 4 j= N 4
3 © g s
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o < - o < -
g o g o
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Kuvio 3.4: AR(1) ja MA(1)-prosessien spektritiheysfunktioita

Kuviossa 3.5 on piirretty AR(2)-funktion spektreji eri tapauksissa. En-
simmaisessd, tapauksessa, kun polynomilla on kaksi kompleksijuurta, spek-
trilla on huippu taajuudella 7/4. AR-prosessissa siis esiintyy periodista vai-
htelua, jonka jakso on 8 (= 27 /(mw/4)). Huomaa kuitenkin, ettdi ARMA-
prosessien tapauksessa ei ole kyse aidosta jaksollisuudesta, silld 'aalloissa’
tapahtuu vaihesiirtyméaa.

Periodogrammi voidaan tasoittaa myos niin, etté estimoidaan sopiva AR-
malli ja piirretdén sitd vastaava spektritiheysfunktio. Lopputulos voi olla
kuitenkin harhaanjohtava, jos malli on identifioitu viirin. Kuviossa 3.6 on
piirretty sunspot.year-sarjalle periodogrammi talla menetelmalla.
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Kuvio 3.5: AR(2)-prosessien spektritiheysfunktioita

AR(9) spectrum AR(9) spectrum

20000
|
20000
|

2000 5000
2000 5000

spectrum
spectrum

50 100
50 100

frequency period

Kuvio 3.6: Periodogrammi AR-menetelmélla sunspot.year-aineistolle

a<-spectrum(sunspot.year,method="ar" ,main="AR(9) spectrum")
a$freq<-1/a$freq; plot(a,xlim=c(0,20),xlab="period",main="AR(9) spectrum")
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Luku 4

Mallintaminen ja ennustaminen
ARMA-prosesseilla

4.1 Alustava estimointi Yule-Walker-yhtaloilla

Yleensd parhaana estimointimenetelménd pidetddn suurimman uskottavuu-
den estimointia, silli suurimman uskottavuuden estimaateilla on hyvit suu-
ren otoksen ominaisuudet. Lisiksi monissa erikoistapauksissa voidaan osoit-
taa, ettd SU-estimaattorilla on muihin estimaattoreihin verrattuna pieni kes-
kineliovirhe, vaikka se ei yleensé olekaan harhaton. Aikasarjamallien tapauk-
sessa, SU-estimointi on numeerisesti raskas toimenpide, joten alustavissa
tarkasteluissa kiaytetdan usein muita estimointimenetelmii.

Johdetaan seuraavaksi ns. Yule-Walker-yhtdlot AR(p)-mallin parame-
trien estimoimiseksi. Kerrotaan nollakeskisen ja kausaalisen AR(p)-prosessin
{X;} méaaritteleva yhtdlo

X =1 Xy + G2 Xy o+ o+ 0 Xy + 24

puolittain viivistetylld havainnolla X;_, ja otetaan odotusarvo puolittain,
jolloin saadaan yhtalot

7(0) = d17(1) + ¢27(2) + ... + ¢y (p) + 07,
(k) = ¢g1y(k — 1) + doy(k = 1) + ... + ¢y (k —p), k=1,2,...,p.

Yhtilot voidaan esittdd matriisimuodossa

Fp¢ = ’Ypa (41)
02 = 7(0) - ¢I7p7
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missd I', on autokovarianssimatriisi I', = [y(i — j)li,=, ja v, =
(7(1), ..., 7(p))". Korvaamalla tuntemattomat kovarianssit otoksen perusteella
estimoiduilla saadaan Yule-Walker -estimaattorit

d=1,'%, (4.3)
&> = 4(0) — 4,, (4.4)

parametreille ¢; ja 0. (Matriisi fp on kddntyvé, kun 4(0) > 0; ks. Brock-
well&Davis, Section 2.4.2.). Voidaan osoittaa, ettd saatu ratkaisu on kausaa-
linen (ks. TSTM, Problem 8.3). Vertaamalla ratkaisua otososittaisautoko-
rrelaatiokertoimen médrittelevidn kaavaan kappaleessa 3.4 havaitaan, ettd
a(p) = ép, missi gzgp on parametrin ¢, estimaattori, kun estimoidaan AR(p)-
malli Yule-Walker-yhtal6illa.

Yule-Walker -estimointi perustuu momenttimenetelméén, jossa teo-
reettiset ja estimoidut momentit asetetaan yhtd suuriksi. Yleensd mo-
menttiestimaattoreilla on paljon suurempi varianssi kuin vastaavilla
SU-estimaattoreilla. Kuitenkin voidaan osoittaa, ettd suuren otoksen
tapauksessa Yule-Walker estimaattorilla (Ab on sama jakauma kuin SU-
estimaattorilla. Voidaan osoitaa, ettd suuren otoksen tapauksessa likimain
¢ ~ N(¢,0°T; ' /n). Yule-Walker-ratkaisu voidaan esittis myds kaavoilla

(Ab = 3 ;lﬁp (45)
(01— PR, b, (4.6)

6'2

I
2>

missé f{p = fp/&(O) on otosautokorrelaatiomatriisi ja p, = (p(1), ..., p(p)) =
v,/7(0). Liséksi keskistetyn aikasarjan {X;} otosautokovarianssimatriisi
voidaan esittda matriisilausekkeena

I, =XX/n (4.7)
ja estimaattori qz’) muodossa

¢ = (X'X)"'X'y, (4.8)
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missa

T2
7 0 0 0 s
To TI1 0 0
X — T3 To 0 0 j& y = T,
0
0 0o .. Ty Tp—1
o 0 .. 0 =z, :
0

Yule-Walker-ratkaisu siis vastaa tietynlaisen regressiomallin estimointia.
Ratkaisu riippuu ainoastaan korrelaatioista ja kovariansseista, joihin aikasar-
jan keskiarvolla ei ole sithen vaikutusta. Aikasarja voidaan aina keskistda
vahentamaélla siitd keskiarvo. Lausekkeesta (4.7) voidaan havaita, ettd otos-
autokovarianssimatriisi on aina ei-negatiivisesti definiitti.

4.2 Alustava estimointi Hannan-Rissanen-
algoritmilla

Hannan-Rissanen -algoritmia voidaan kiyttdd alustavaan ARMA(p,q)-
prosessin estimointiin. Algoritmin idea on siiné, ettd invertoituvan ARMA-
prosessin tapauksessa virheprosessilla {Z;} ~ WN (0, ¢?) on esitysmuoto

Zt == Xt + 7T1Xt,1 + 7T2Xt,2 + ...

Estimoidaan AR(m)-malli, missd m on suurehko luku (m > max(p,q)) ja
oletetaan, ettd kertoimet m; eivit ole merkittdvia, kun j > m. Luku m
voidaan valita niin, etti se minimoi Akaiken informaatiokriteerin. R-ohjelman
funktio ar tekee tdmén automaattisesti. Estimoinnista jaavia residuaalisarjaa
voidaan sitten kiyttad valkoisen kohinan {7} estimaattina.

Tamén jilkeen estimoidaan ARMA (p,q)-mallin parametrit regressiomal-
lin ) )

Xi=01 Xe1+ o+ 0p X p + 01 Zi 1+ .+ 0,2+ 24

avulla. Parametrivektorin 8 = (¢1,...¢,, 61, ..., 0,)" pienimmén nelidsumman
estimaattori (OLSE) voidaan antaa matriisimuodossa

B — (Xlx)—lxly’

54



missd y = (Xpi14qs - Xn) ja X on (n —m — q) X (p+ ¢)-matriisi

Xm+q Xm+q—1 Xm+q+1—p Zm+q Zm+q—1 Zm+1
X — Xm+q+1 Xm+q Xm+q+2fp Zm+q+1 Zm+q Zm+2
Xoor  Xoo o Xaw  Zaa Znn i Zng

Hannan-Rissanen -algoritmiin sisdltyy vield kolmaskin vaihe, mutta sitd
ei tassa esitetd. Akaiken informaatiokriteerin laskeminen alustavien estimaat-
tien avulla on epdvarmaa ARMA (p,q)-mallin tapauksessa (¢ > 0), joten
mallien vertailu AIC-kriteerin perusteella kannattaa tehdd SU-estimoinnin
jéalkeen.

Alla on annettu funktio hanris, jonka avulla voidaan algoritmia soveltaa.

hanris <- function(x,phi,theta){

# Hannan-Rissanen -algoritmi ilman 3. askelta

# Kaytto:

# hanris(series,1:3,1:5) kun sovitetaan sarjaan "series" arma(3,5)-mallia

p <- max(phi)
q <- max(theta)
n <- length(x)
y <- ar(x)
if (y$order < max(p,q)+1)
y <- ar(x,F,max(p,q)+1)
m <- y$order
X <- embed(x,p)
Z <- embed(y$resid,q)
Im(x[(m+g+1):n]~ cbind (X[(m+q-p+1): (n-p),phil ,Z[(m+1): (n-q) ,thetal)) }

Esim. malli

Xi =6+ Xi1+05Xi5+ 022 0+ 03Z, 5+ 2y, Zy ~WN (0,0°)
voidaan estimoida "treering-aineistolle kiaskylla
tulos <- hanris(treering,c(1,5),c(2,3)).
Enemman tuloksia saa késkylla

summary (tulos) .
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4.3 Suurimman  uskottavuuden estimointi
ARMA-mallille

Oletetaan, ettd {X;} on 0O-keskinen gaussinen aikasarja, jonka autokovari-
anssifunktio on (4, j) = E(X,;X;). (Gaussisuus tarkoittaa sitd, ettd kaikilla
n = 1,2, ... prosessin havainnoista muodostetut n-ulotteiset jakaumat nou-
dattavat n-ulotteista normaalijakaumaa). Olkoon aikasarjan havaintovektori
X, = (X1, ..., X;,)" ja olkoon kovarianssimatriisi I';, = E(X,, X)) on epésingu-
laarinen. T&ll6in uskottavuusfunktio voidaan esittdd muodossa

1
L(T,) = (27)™*(det T',) "% exp <—§X;P;1Xn) : (4.9)

Matriisien T',, ja I',,;' muodostaminen on kuitenkin numeerisesti raskas ope-
raatio. Kayttamalla hyviksi ehdollisia jakaumia uskottavuusfunktio voidaan
esittdd muodossa

n

L(Pn) = H.fj(Xj|Xj—17 ...,Xl) = H \/#71 €exXp (—%(X] — Xj)Q/Vj—l) s
j=1 i-

Jj=1

missi X; = 0, Xj = E(X;| Xy, ..., X;_1) = P;_1Xj, ovat yhden askelen en-
nusteita ja vy = Var(Xy), v;_1 = Var(X;|Xy,...,X;_1), j > 2 ovat yhden
askelen ennustevirheiden eli innovaatioiden variansseja.

Kun {X;} on ARMA-prosessi, joka toteuttaa yhtialon ¢(B)X, =
0(B)Z;, Z; ~ WN (0, 0?), ennustevirheen varianssi voidaan esittii muodossa
v; = 0%r,, missi r, riippuu parametreista ¢ = (¢1, ..., ¢,) ja 0 = (64, ...,0,)
muttei parametrista o2. Voidaan osoittaa (TSTM, Problem 5.6) etti r,, — 1,
kun n — oo, jos prosessi on invertoituva. Uskottavuusfunktio voidaan siis
kirjoittaa myds muodossa

2 1 1 ¢ > \2
L(¢,0,0%) Toe exp ( 52 ;(Xj X;) /Tj—1> .
(4.10)
Yhden askelen ennusteet X ; janiiden varianssit v; voidaan tehokkaasti laskea
kdyttaen joko innovaatioalgoritmia tai Kalman rekursioita, joita on kuvattu
mm. Brockwellin ja Davisin kirjassa.
Koska lausekkeessa (4.10) termit r; ja innovaatiot X; — Xj eivit riipu

parametrista o2, logaritmoitu uskottavuusfunktio voidaan maksimoida de-
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rivoimalla se aluksi parametrin 0% suhteen ja asettamalla derivaatta nollak-
si (harjoitustehtivi). Sijoittamalla saatu o%:n ratkaisu uskottavuusfunktioon
(4.10), saadaan suurimman uskottavuuden estimaattorit

6> =n"'5(¢,0), (4.11)

missa .
S(¢,0) = (X;— X;)°/rj (4.12)

j=1

ja &, 0 ovat parametrien ¢, 0 arvot, jotka maksimoivat lausekkeen
I($.6) = —=1n(S(¢,0)) . En 1 (4.13)
=——1In - = nri_i. .
) 9 ) 9 p= 7j—1

Suuren otoksen tapauksessa suurimman uskottavuuden estimaattori ﬁ
parametrivektorille noudattaa likimain normaalijakaumaa N(3, —H"!(3)),
missi, H on Hessin matriisi [0°1(83)/08:3;]7;=,. Témin asymptootisen
jakauman avulla voidaan maérittda luottamusvéleja ja -alueita tuntemat-
tomille parametreille. Tietokoneohjelma, joka hakee suurimman uskottavuu-
den ratkaisun, maarittda myos matriisin H numeerisesti pisteessd 3 = ﬁ ja
antaa sithen perustuvat keskivirheet parametreille.

Estimaattorin B asymptoottiselle jakaumalle olemassa yleinen kaava
ARMA-mallien tapauksessa (ks. TSTM, Section 8.8). AR(p)-mallin tapauk-
sessa likimain ¢ ~ N (¢, o’T 1 /n).

4.4 Mallinvalinta informaatiokriteerien avulla

ARMA-mallien hyvyyttd voidaan vertailla kdyttden ns. Akaiken infor-
maatiokriteerid. Akaiken informaatiokriteeri on estimoitu Kullback-Leibler-
etdisyys oikean mallin ja ehdokkaana olevan mallin valilla. Oletetaan, et-
td sekd oikea malli ettd ehdokkaana olevat mallit perustuvat moniulot-
teiseen normaalijakaumaan. Valitaan sellainen malli, jonka Akaiken kriteeri
on pienin. Akaiken kriteeri voidaan ilmoittaa uskottavuusfunktion L(3,c?)
ja parametrien lukumééran avulla, joka ARMA (p,q)-mallin tapauksessa on
p+ q + 1. Akaiken kriteerilld (AIC) on taipumus valita malli, jossa on lii-
an paljon parametreja. Kriteerille on kehitetty myos korjattu versio (AICC)
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josta harha on poistettu. Lisdksi kiytetddn bayesildistd informaatiokritee-
rid (BIC), joka rankaisee enemmén parametrien lukuméérasta kuin AIC tai
AICC. Kriteerit AIC ja AICC saadaan laskettua kaavoista

AICC = —2InL(B,6%) +2(p+q+ 1)n/(n—p—q—2) (4.14)
AIC = —2InL(B,6%) +2(p+q+1) (4.15)

missé, B ja ¢ ovat SU-estimaatteja.

R-ohjelman funktio ar etsii parhaan AR-mallin kiyttden AIC-kriteeria.
Seuraavassa esitetddn funktio arc, joka perustuu funktioon ar, mutta kiayttaa
AIC-kriteerin sijasta AICC-kriteerié.

arc<-function(x,aic=TRUE,order.max=NULL){
y <- ar(x,aic,order.max)
p <- O0:y$order.max
n <- y$n.used
aicc <- y$aic+2x(p+1)*(p+2)/(n-p-2)
order <- min(plaicc==min(aicc)])
if(aic && order > 0)
y <- ar(x,F,order)
if (aic && order ==0)
{
y$order <- 0
y$ar <- numeric(0)
y$var.pred <- var(x)
y$resid <- x-mean(x)
}
y$aic <- aicc-min(aicc)
y
}

4.5 Mallin sopivuuden tarkistaminen ja ennus-
taminen

Yleensé pitéisi pyrkid valitsemaan sellainen malli, joka on mahdollisimman
vksinkertainen ja sisidltdd vihdn parametreja. Toisaalta mallilla pitéisi ol-

la riittdva yhteensopivuus aineiston kanssa. Parametrien méaran kasvaes-
sa yhteensopivuus kasvaa, mutta toisaalta parametrien estimoinnin tarkkuus
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huononee. Jos parametrien estimaatit ovat huonoja, ennustaminen kiy epalu-
otettavaksi. Sopivaa ARMA-mallia valitessa voidaan kiyttda informaatiokri-
teereji (AIC, AICC, BIC) jotka ottavat huomioon mallin yhteensopivuuden
aineiston kanssa mutta myos rankaisevat liioista parametreista. Malli tulisi
valita niiden mallien joukosta, jotka antavat pienimmén informaatiokriteerin
arvon. Pienelld erolla AICC-kriteerin arvossa (n. 2) ei ole oleellista merkitys-
td, kun halutaan valita yksinkertaisin malli.

Ennen mallin hyviksymistd tulisi tarkastella jadnnossarjaa. ARMA-
mallin tapauksessa jadnnokset lasketaan kaavalla

Wi = (X; — Xi($,0))/(ri-1($,0)'

missd on kiytetty samaa merkintdd kuin kappaleessa 4.3. Jdinnossarja on
estimaatti valkoisen kohinan sarjalle, joten silla pitéisi olla samat ominaisu-
udet kuin valkoisella kohinalla, jos malli on hyvi. Jddnndssarjan tutkiminen
kannattaa aloittaa sen kuvaajan piirtdmiselld, jolloin siitd voidaan havaita
mahdollinen trendi, sykliset komponentit ja varianssin vaihtelu. Jidnnossar-
jan hyvyyttd voidaan myds testata kiyttdmailld kappaleessa 1.9 kuvattuja
tapoja. Lisdksi voidaan tutkia, mikd on informaatiokriteerin mielessi paras
AR(p)-malli jé&nnossarjalle (esim. ar-funktion avulla R:ssd). Talloin pitéisi
padtyd AR(0)-malliin (WN (0, 0?), mikéi osoittaa, ettei jifinnossarjassa ole
jaljella autokorrelaatiorakennetta.

Parhaan mallin 16ytymisen jéilkeen voidaan tehdd ennuste, kun tuntem-
attomat ARMA-mallin parametrit on korvattu estimoiduilla. T#ll6in on
hyva ottaa huomioon, ettd todellinen ennustevirhe voi olla suurempi kuin
teoreettinen ennustevirhe, mikd aiheutuu parametrien estimointivirheesté.
Brockwellin ja Davisin kirjassa on tarkasteltu yhden askelen ennustevirhetta
AR(1)-mallin tapauksessa. Teoreettinen keskineliévirhe on ¢? ja todellinen
likiméérin 0%(1 + 1/n). Havaitaan, ettd niiden ero pienenee, kun otoskoko n
kasvaa.

4.6 ARMA-prosessin asymptoottinen ennus-
taminen

Oletetaan, ettd ARMA (p,q)-prosessi {X;}, joka toteuttaa differenssiyhtilon

#(B)X, = 0(B)Z;, Z, ~ WN (0, 0?),
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on kausaalinen ja invertoituva. Télloin satunnaismuuttuja X; voidaan esittia
aarettomand liukuvan keskiarvon prosessina

Xt - Zt + wlzt_l + 'QZ)QZt_Q + (416)
ja darettOmana autoregressiivisend prosessina
Xt = Zt — 7T1Xt_1 - 7T2Xt_2 — ... (417)

Olkoon havainnon ISan+h = P(X,4n|Xn, Xp_1,...) paras lineaarinen en-
nustin havaintojen X, X,,_1,... avulla. Siis teoriassa oletetaan, ettd tun-
netaan sarja adrettoméain menneisyyteen asti. Soveltamalla ennusteoperaat-
toria yhtdlon (4.17) molempiin puoliin saadaan palautuskaava ennusteiden
laskemiseksi:

PoXoin ==Y miPoXuin ;. (4.18)
j=1

Yhden askelen ennuste ISanH voidaan laskea, silld yksinkertaisesti
ISanH_j = X4, kun 57 = 1,2, .., silld ajanhetkelld ¢ = n havainnot
Xnt1—; jo tunnetaan. Taman jalkeen voidaan laskea kahden askelen ennuste
jne. Kéytédnnossi sarjasta {X;} tunnetaan vain havainnot X, X, _1,..., X7,
jonka jilkeen sarja joudutaan katkaisemaan. Ennuste on kuitenkin hyvi, jos
kertoimet 7; ldhestyviit nopeasti nollaa, kun j — oo. Jos {X;} on AR(p)-
prosessi, ennuste on itse asiassa tdysin oikea, silld 7; = 0, kun j > p.

Ennustevirhe voidaan laskea kiyttamélld esitysmuotoa (4.16). Koska in-
vertoituvuuden ja kausaalisuuden vuoksi havainnot X;, X;_q,... voidaan il-
moittaa havaintojen Z;, Z; 1, ... avulla ja pidinvastoin, saadaan

PoXnsn = P(Xnin| X, X1, .0)
= P(Znsn + U1 Zosn1 + | Zns Z1,..2)
= P(Znsn|Zn, Zn, ) + 1P Znin| Zns Zos ) + ..
= YpZn+ Vni1Zn-1+ .,

joten h askelen ennustevirhe on
€h = Xn+h - Pan+h = Zn+h + wlzn-i-h—l + .t wh—lzn-i-l
ja ennustevirheen varianssi

oy =0 (1+v¢7 + ...+ Up_y). (4.19)
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Luku 5

Epastationaaristen aikasarjojen
mallinnus

5.1 Aikasarjan alustava tarkastelu

Jotta aikasarjan autokorrelaatiorakennetta voitaisiin mallintaa, se on en-
sin muunnettava stationaariseksi. Jos sarjassa on havaittavissa varianssin
kasvua, samalla kun sen odotusarvo kasvaa, tarpeen voi olla tehdi sille
alustava muunnos varianssin tasaamiseksi, kuten logaritmointi tai Box-Cox-
muunnos. Tamén jilkeen sarjassa saattaa olla jiljella trendi ja kausivai-
htelukomponentti. Luvussa 1 esitettiin kaksi vaihtoehtoista menetelmé&a néi-
den poistamiseksi. Ensimméinen tapa on vihentia sarjasta estimoitu trendi-
funktio ja/tai kausikomponentti. Toinen tapa on differointi, johon seuraavas-

sa kappaleessa esiteltivi ARIMA-mallintaminen perustuu.
Alustavassa muunnoksessa tarpeellinen Box-Cox-muunnos maéritellian

yhtaloilla

AU = { AL U} -1), U >0, A>0,

t In Uy, U >0, A=0.
Kaytannossa yleensi riittaviat muunnokset, joissa A = 0 tai A = 0.5. Jos sarja
{U;} menee hiukan nollan alapuolelle, asian voi korjata lisaiamalld sarjaan

pieni positiivinen vakio ennen Box-Cox-muunnoksen tekemista.
Seuraavalla R-funktiolla voidaan Box-Cox -muunnos:

boxcox<-function(series,lambda){if (lambda>0) (series~lambda-1)/lambda
else log(series)}
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Kuviossa 5.1 on piirretty histogrammi aineistosta sunspot.month.
Silmamaariisesti katsottuna auringonpilkkujen méaédrd nédyttdd eksponenti-
aalisesti jakautuneelta. Oikealla puolella on aineisto sen jilkeen, kun siihen
on sovellettu Box-Cox-muunnosta parametrilla A = 0.4, ja se ndyttdd nyt
paremmin normaalijakautuneelta (alinta luokkaa lukuun ottamatta).
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sunspot.month boxcox(sunspot.month, lambda = 0.4)

Kuvio 5.1: Histogrammi sunspot.month-sarjalle ennen ja jilkeen Box-Cox-
muunnoksen

5.2 ARIMA-malli

Aikasarjojen epastationaarisuudella voi olla monta syyta. Aikasarja on epé-
stationaarinen jos siihen sisiltyy trendi tai kausikomponentteja. Trendin
ja kausikomponenttien poistamisenkin jilkeen aikasarja on epéstationaari-
nen, jos sitd voidaan kuvata ARMA-yhtalolla (3.1), jossa autoregressiivisella
polynomilla ¢(z) yksikkdjuuria eli juuria, jotka sijaitsevat yksikkGympyralla
kompleksitasossa. Mikili aikasarja voidaan kuvata kausaalisella ARMA (p,q)-
mallilla sen jilkeen, kun sité on differoitu d kertaa, alkuperiisté sarjaa vastaa
ns. ARIMA (p,d,q)-malli.

Maaritellaan, ettd {X;} on ARIMA (p,d,q)-prosessi, jos sitd kuvaa diffe-
renssiyhtalo

¢(B)(1 —B)X, =0(B)Z,, Z, ~WN (0,07, (5.1)
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missi ¢(z) on p-asteinen polynomi, jolla ei ole juuria, kun |z| <1, ja 6(2) on
g-asteinen polynomi. Jos aikasarjan odotusarvo ei ole 0 vaan pu, kun sitd on
differoitu d kertaa, sitd voidaan kuvata yhtalolla

o(B)(VIX, — u) =0(B)Z;, Z, ~WN (0,0?), (5.2)
tai yhtalolli
p(B)VIX, =6 +0(B)Z,, Z, ~WN (0,0%), (5.3)
missé 0 = ¢(B)p = p(l — d1 — g2 — .. — ).

On huomattava, ettd yhtalot (5.1), (5.2) ja (5.3) eiviit médrittele alku-
periisen sarjan {X;} odotusarvoa, kun d > 0, silld differoitaessa se havida.
On selvia, ettd ARIMA-mallin estimointi voidaan palauttaa ARMA-mallin
estimointiin. Parametrivektorit ¢, @ ja varianssi o2 voidaan estimoida dif-
feroidusta aikasarjasta V9X, kiyttien luvussa 4 kuvattuja menetelmii sen
jalkeen, kun se on tarpeen vaatiessa keskistetty. Myos ennustaminen voidaan
palauttaa ARMA-prosessien ennustamiseen kiyttden myohemmin kuvat-
tavaa menetelméaa.

5.3 Yksikkojuuren olemassaolon testaaminen

Epéstationaarista aikasarjaa ei voida aina muuntaa stationaariseksi vihen-
tamalla siitd deterministinen trendi tai kausikomponentti. Jos aikasarjaa
voidaan kuvata ARMA-yht&lolla (3.1), se on epéstationaarinen, jos autore-
gressiiviselld polynomilla ¢(z) on nollakohtia yksikkGympyrélla. Jos poly-
nomilla ¢(z) on nolla kohdassa z = 1, ns. yksikkGjuuri, tim& ilmenee niin,
ettd otosautokorrelaatiofunktio vihenee hitaasti ykkosestd. Itse aikasarja
niyttda satunnaiskivelytyyppiseltd, jolloin sen varianssi kasvaa ajan myota
eikd sarjalla ndyta olevan kiintedd keskiarvoa.

Yksikk6juuren olemassaoloa voidaan testata laajennetulla Dickey-
Fuller-testilld (augmented Dickey-Fuller test). Tarkastellaan havaintoja
X1, Xo, ..., X;, AR(1)-prosessista

Xy —p=do(Xer —p) + Zi, {Zi} ~WN (0,07, (5.4)
missi |¢1| < 1 ja p=E(X;). Yhtélo (5.4) voidaan my0s esittdd muodossa

VX, =X, — Xy 1 =5+ 01 Xo 1+ 2y, Zy ~WN (0,0%), (5.5)
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missid ¢F = pu(l — ¢1) ja ¢f = ¢ — 1. Olkoon ¢F tavallinen pienimmiin
neliGsumman estimaattori (OLSE) parametrille ¢f, kun differenssia VX,
selitetddn viivastetylld havainnolla X;_; ja vakiolla 1. Estimaattorin esti-
moitu keskivirhe on

" 1/2
SE() = 5/ (zm_l _ x>2) |

t=2

missi 52 = S' (VX — ¢ — ¢1X;-1)%/(n — 3) ja X on havaintojen
X1, Xo, ..., X, otoskeskiarvo. Testisuureen

7, = 0} /SE(¢}) (5.6)

asymptoottisen jakauman 0.01-, 0.05- ja 0.1-kvantiilit ovat -3.43, -2.86 ja
-2.57, jos ¢1 = 1. Testisuuretta voidaan siis kiyttaa hypoteesin Hy : ¢ =1
testaamiseen hypoteesia H; : ¢; < 1 vastaan. Nollahypoteesi hylatdan esim.
riskitasolla 0.05, jos 7, < —2.86. Jos nollahypoteesi hylidtdin, se merkitsee
sitd, ettei sarjaa {X;} tarvitse differoida stationaarisuuden saavuttamiseksi.
Huomaa, ettd testisuureen kriittiset arvot poikkeavat vastaavista tavallisen
t-testisuureen arvoista.
Edelld kuvattua testid voidaan kiyttaa myods AR(p)-prosessin

Xt — K= ¢1(Xt—1 - N) + ...+ ¢p(Xt—p - N) + Zt’ {Zt} ~ WN (0’ 02)’
tapauksessa. Malli voidaan kirjoittaa muodossa (ks. harjoitustehtéva)
VXi=¢o+ 1 Xe 1 + 95VXe 1+ + VX i + 24 (5.7)

missi ¢f = p(1=gr1—...—=dp), o1 = > 7 di—ljad; = =37 i, j =2,...,p.
Jos autoregressiiviselld polynomilla ¢(z) = 1 — ¢12 — ... — ¢,2P on nolla
kohdassa z = 1, niin ¢7 = 0 ja differoitu sarja {VX;} on AR(p-1)-prosessi.
Hypoteesi, ettd polynomilla ¢(2) =1 — ¢12 — ... — ¢,2” on nollakohta z =1
on siis yhtapitdvaa hypoteesin Hy : ¢ = 0 kanssa. Tatd hypoteesia voidaan
testata samalla tavoin kuin AR(1)-mallin tapauksessa. Estimoidaan kiyttden
tavallista pienimmén neliGsumman regressiota selittdmaélld differenssia VX,
muuttujilla 1, Xy, VX;_1, ..., VX,_,11. Kun n on suuri ja hypoteesi Hj tosi,
suhde (5.6) noudattaa samaa jakaumaa kuin AR(1)-mallin tapauksessa.
Testaaminen onnistuu kétevisti kirjastoon urca sisiltyvilla funktiol-
la ur.df. Esim. LakeHuron-aineiston tapauksessa niahdaan, ettei aineistoa
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tarvitse differoida. Tulostuksen testisuure tau2 on kaavan (5.6) 7,,. Testisuu-
retta phil kiytetdén yhteishypoteesin ¢f = ¢} = 0 testaamiseen (ks. Dickey,
D.,Fuller, W.A. (1981). Likelihood Ratio Statistics for Autoregressive Time
Series with a Unit Root, Fconometrica 49, 1057-72.

summary (ur.df (LakeHuron, type = '"drift", lags = 1, selectlags = "Fixed"))

R R R R
# Augmented Dickey-Fuller Test Unit Root Test #
HHH R R R

Test regression drift

Call:
lm(formula = z.diff ~ z.lag.1 + 1 + z.diff.lag)

Residuals:
Min 1Q Median 3Q Max
-1.71212 -0.42575 0.00349 0.43147 1.69043

Coefficients:

Estimate Std. Error t value Pr(>|t])
(Intercept) 124.94994 32.06259 3.897 0.000183 **x*
z.lag.1 -0.21584 0.05538 -3.898 0.000183 *x*x
z.diff.lag 0.23757 0.09714 2.446 0.016337 *

Signif. codes: O “x*x’> 0.001 ‘**> 0.01 ‘x> 0.05 ¢.” 0.1 ¢ *> 1

Residual standard error: 0.6846 on 93 degrees of freedom
Multiple R-squared: 0.156,Adjusted R-squared: 0.1379
F-statistic: 8.596 on 2 and 93 DF, p-value: 0.0003754

Value of test-statistic is: -3.8977 7.6333

Critical values for test statistics:
lpct b5pct 10pct

tau?2 -3.51 -2.89 -2.58

phil 6.70 4.71 3.86

65



Mallia (5.7) voidaan yleistéa sisallyttamélld nithen lineaarinen aikatrendi:
VXi=¢s+ Bt + 1 Xe 1 + VX 1+ + VX 1+ 2 (5.8)

Vaihtoehtoisena hypoteesina on nyt, ettd prosessi on lineaarisen trendin ja
stationaarisen vaihtelun summa. Nollahypoteesina on edelleen, ettd ¢1x = 0,
jolloin {X;} on ARIMA(p-1,1,0)-prosessi mahdollisesti lisattyna neliolliselld
trendillé, jos 8 poikkeaa nollasta. Testattaessa nollahypoteesia estimoidaan
(5.8) OLS-menetelmalld. Nyt kuitenkin parametriin liittyvin t-testisuureen
7, jakauma poikkeaa aiemmin kiytetyn 7p:n jakaumasta. Testaus onnistuu
jalleen funktiolla ar.df, kun asetetaan type="trend". Kiinteéin viivepituuden
liséksi sopiva viivepituus voidaan valita AIC- ja BIC-kriteereiden avulla.

Kirjastoon urca siséltyy myos Phillips-Perron testi (ur.pp) ja Kwiatkowski-
Phillips-Schmidt-Shin (KPSS) -testi (ur.kpss), joiden avulla stationaarisuutta
voidaan testata. PP-testi on luenteeltaan epdparametrinen ja sallii yleisem-
mén aikasarjarakenteen kuin ARMA-prosessit. KPSS-testi eroaa ADF- ja
PP-testeista siind, ettd stationaarisuus tai trendistationaarisuus on nollahy-
poteesi eikéd vaihtoehtoinen hypoteesi. Alla on testattu GNP-sarjaa, joka sisil-
tyy USeconomic-aineistoon. Ainoastaan siind tapauksessa, ettd kidytetdian
KPSS-testia, ja asetetaan parametrin Ishort arvoksi FALSE, saadaan se tu-
los, ettd GNP on trendistationaarinen.

data(USeconomic)

summary (ur.kpss (GNP, type="tau", lags="long"))
Test is of type: tau with 12 lags.

Value of test-statistic is: 0.0831
Critical value for a significance level of:

10pct bBpct 2.5pct  1pct
critical values 0.119 0.146 0.176 0.216
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summary (ur .kpss (GNP, type="tau", lags="short"))
Test is of type: tau with 4 lags.

Value of test-statistic is: 0.134

Critical value for a significance level of:
10pct bBpct 2.5pct  1pct
critical values 0.119 0.146 0.176 0.216

summary (ur.df (GNP, type = "trend", selectlags = "AIC"))
Value of test-statistic is: -2.1857 10.4565 3.3009

Critical values for test statistics:
lpct b5pct 10pct

tau3 -3.99 -3.43 -3.13

phi2 6.22 4.75 4.07

phi3 8.43 6.49 5.47

summary (ur.pp(GNP, model = "trend", lags = "short"))

Value of test-statistic, type: Z-alpha is: -11.5388

On myo6s mahdollista testata yksikkojuuren olemassaoloa ARMA-mallin
polynomissa 0(z). Yksikkojuuren olemassaolo kertoo téssi tapauksessa si-
itd, ettd sarjaa on ylidifferoitu. Téssd tapauksessa juuren olemassaololla
ei kuitenkaan ole vaikutusta stationaarisuuteen, invertoituvuuteen kylldkin.
Brockwellin ja Davisin kirjassa on esitetty testi MA(1)-mallin tapauksessa.

5.4 ARIMA-prosessin ennustaminen

Oletetaan, ettd meilld on ARIMA(p,d,q)-prosessista {X;} havainnot
Xi1-a, Xo—g, ..oy Xp_1,X,. Differoimalla prosessia {X;} d kertaa saadaan
ARMA (p,q)-prosessi {Y;}, josta on havainnot Y7, Y5, ..., Y,,. Jotta ennustami-
nen olisi yksinkertaista, oletetaan, ettd havainnot X;_4, Xo_g4, .., Xy ovat kor-
reloimattomia differenssien Y7, Ys, ... kanssa. Sarja Y; voidaan laskea kaavalla

d
d )
Yi=(1-B)"X, =X, + ) (j) (17X, ;, t=1,2, ..., (5.9)

j=1

67



ja sarja {X;} voidaan palauttaa kaavalla

d
d .
X =Y, =) ( ) (1) X, t=1,2, ..., (5.10)

=1 \J

kun tunnetaan sarja {Y;} ja sarjan {X;} alkupdin havainnot
Xi—g, Xo_g4,..,Xog. Merkitdin ennusteoperaattorin P, avulla kes-
kineliGvirheen mielessid parasta lineaarinen ennustetta, joka perustuu
havaintoihin  X;_g4, Xo_4,..., X,,_1, X,, tai vaihtoehtoisesti havaintoihin
X a4, Xo gy, Xo, Y1, Yo, ..., Y. Ennuste P,Y,., perustuu havaintoihin
Y1, Y5, ..., Y, silld havainnot X_g4, Xo_g4, ..., X oletettiin korreloimattomik-
si havaintojen Y;, ¢ = 1,2,... kanssa. (Harjoitustehtivissd osoitetaan,
etti Xy el vaikuta havainnon Y, ; ennustamiseen ARIMA (p,1,q)-mallin
tapauksessa.)

Soveltamalla ennusteoperaattoria P, yhtélon (5.10) molempiin puoliin,
kun t = n+ h, saadaan rekursiivinen kaava h askelen ennusteiden laskemisek-

SI:
d

d )
PoXoin =PoYoin — Y (j) (=1)7Py Xoin - (5.11)
j=1
Kun h = 1, P,X, s, = Xpqn—j, silld havainnot X,,, X,,_q,..., X;_4 tun-

netaan hetkelld ¢t = n. Kun h = 2, voidaan kiyttaa hyviksi aiemmin laskettua
ennustetta P, X,, 11 jne. Ennusteet P,Y,,} voidaan laskea kiyttaméalla hyviksi
mité tahansa ARMA (p,q)-prosessin ennustamiseen soveltuvaa menetelmaa.

Ennuste ja ennustevirhe voidaan laskea kiyttien kappaleessa 4.6 kuvattua
asymptoottista menetelméai, jos oletetaan, ettd differoitu prosessi {V;}, Y; =
V4X;, on invertoituva ja kausaalinen. Prosessille {Y;} voidaan laskea ennuste
kaavan (4.18) avulla (kun X;:n tilalla on Y;). Témén jélkeen voidaan laskea
ennusteet prosessille {X;} kidyttden kaavaa (5.11). Ennustevirhe lasketaan
niin, etti esitetddn X,; padttymattomana sarjana

X, = (1+Y1B+1B*+..)7, (5.12)

jolloin ennustevirheen varianssi saadaan kaavasta (4.19). Kertoimet 1),
saadaan maaritettyi sijoittamalla lauseke (5.12) X;:n paikalle yhtdloon

(1—¢1B—..—¢,B")(1—-B)X, =0(B)Z, (5.13)

ja merkitsemilli potenssien B’ kertoimet yhti suuriksi yhtdléon molemmin
puolin, kun j > 1. (Harjoitustehtdvéind on esimerkki edelld mainittujen
kaavojen soveltamisesta).
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Kuviossa 5.2 on esitetty ennuste GNP-sarjalle kahdella tavalla ja 95% en-
nustevilit normaalijakaumaoletuksella. (Huomaa, ettd GNP on jo itsessdin
logaritmoitu aikasarja). Ensimmaéisessi tavassa oletetaan, ettdi GNP on
trendistationaarinen ja sitd voidaan kuvata mallilla

GNP = ao+ait+Y;,, Y, =¢Yio1+¢Yo+d3Yis+2Z, Z ~ WN (0,07).

Toisessa tavassa oletetaan, ettd GNP on differenssistationaarinen ja sille sopii
malli

VGNP, = ¢g + ¢, VGNP,_; + $poVGNP,_y + Z;, Z, ~ WN (0, 0?).

library(tseries)
data(USeconomic)

a <- arima(GNP,c(3,0,0),xreg=1:136)

pr <- predict(a,n.ahead=20,newxreg=137:156)

ts.plot (GNP,pr$pred,pr¥pred-2xpr$se,pr$pred+2+prése,
gpars=list (1ty=c(1,2,3,3)))

a <- arima(GNP,c(2,1,0),xreg=1:136)

pr <- predict(a,n.ahead=20,newxreg=137:156)

ts.plot (GNP,pr$pred,pr¥pred-2xpr$se,pripred+2+prése,
gpars=list (1ty=c(1,2,3,3)))

Huomaa, etti ennustevileissi ei oteta huomioon parametrien estimoinnin
epatarkkuudesta aiheutuvaa virhettd muuten kuin silld tavoin ettd ennuste-
jakauman hajonta kerrotaan 2:1la normaalijakaumaa vastaavan 1.96 sijasta!
Ennustevilit ovat siis hiukan liian kapeat vaikka oletettaisiinkin, ettd malli
on oikea. Ennustettaessa pitemmiille estimointivirheen vaikutus korostuu.

Jos oletetaan, etté kyseessid on ns. paikallisen lineaarisen trendin proses-
si, se vastaa korrelaatiorakenteeltaan ARIMA (0,2,2)-prosessia ja siiné 2 ker-
taa differoidun sarjan odotusarvo on nolla. Téllaisen prosessin ennustaminen
vastaa Holt-Winters-menetelmilld laadittavaa ennustetta.

a <- arima(GNP,c(0,2,2))

pr <- predict(a,n.ahead=20)

ts.plot (GNP, pr$pred, pr$pred-2+prese, prépred+2*prese,
gpars=list (1ty=c(1,2,3,3)))
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Kuvio 5.2: Logaritmoitu GNP-sarja ja kaksi ennustetta.

5.5 SARIMA-malli (Kerrannainen kausi-
vaihtelumalli)

Oletetaan, ettd aikasarja { X}, joka kuvaa kausiaineistoa, on saatettu statio-
naariseksi differoimalla se d kertaa viiveelld 1 ja D kertaa viiveelld s, missi
s on kausien lukuméird. T&lloin sarjaa {Y;}, V; = VIVP X,, voidaan kuvata
SARIMA(p,d, q) x (P, D, Q) -mallilla

SB)BE)Y: — p) = 0(B)O(B)Z, Z~WN (0.07)  (5.14)
missi ¢(z) = 1 — 12 — ... — $p2P, 0(2) = 1 4+ 01z + ... + 0,29, O(2) =
1—®1z2—...—®pzl O(2) =14+ 012+ ... + Og2¥ ja u = E(Y;). Polynomien

»(B) ja 6(B) avulla mallinnetaan perékkéisten havaintojen vélista autokorre-
laatiorakennetta ja polynomien ®(B®) ja ©(B®) avulla perikkiisten jaksojen
valista korrelaatiorakennetta.

Esim 1. Aineistossa USAccDeaths esiintyy neliéllinen trendi ja kausivaih-
telua viiveelld 12, jotka saadaan poistettua differoimalla aineisto viiveilla 1
ja 12. Kuviossa 5.3a on esitetty differoidun aineiston autokorrelaatiofunk-
tio. Havaitaan negatiiviset piikit viiveilld 1 ja 12, jotka kertovat ylidiffe-
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roinnista. Piikkien poistamiseksi voidaan sekd perattidisten kuukausien etta
vuosien vilistid autokorrelaatiota mallintaa MA (1)-prosessilla, silld autokor-
relaatio katoaa kummassakin tapauksessa viiveen 1 jilkeen. Paddytadn siis
SARIMA(0,1,1) x (0,1, 1);o-malliin aineistolle USAccDeaths. Kuviossa 5.3b
on piirretty kuva jadnnossarjan autokorrelaatiofunktio mallin sovituksen jil-
keen. R:ssd mallin estimointi, kun oletetaan, ettid ;o = 0, toteutetaan kiskylla

a <- arima(USAccDeaths,c(0,1,1),seasonal=1ist(order=c(0,1,1)))
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(a) Differoitu viiveilla 1 ja 12. (b) Jainnossarja.

Kuvio 5.3: Kisitellyn US accidental deaths -sarjan ACF

Malli SARIMA(0,1,1) x (0,1, 1) aikasarjalle {X;} voidaan siis esittda
muodossa

(1-B)(1-B¥)X;—pu=(1+6,B)(1+6,B™)Z;, Z, ~WN (0,0%), (5.15)
tai kun kerrotaan auki oikeanpuoleinen tulolauseke, muodossa
VV2X, —p=(1+6,B+6,B”+6,6,B")Z, Z, ~WN (0,0%),

josta nihdaén, ettd sarja VV 15X, noudattaa tietynlaista MA(13)-prosessia.
Vastaavasti yleinen SARIMA (p, d, q) x (P, D, Q) on erikoistapaus ARMA (p+
sP, q + sQ)-mallista prosessille V¢VD X,.
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Koska SARIMA- prosessit voidaan palauttaa ARMA-prosessiksi dif-
feroidulle sarjalle, niiden ennustaminen ja ennustevilien muodostaminen
voidaan tehda kiyttden samoja periaatteita kuin ARIMA-prosessien tapauk-
sessa. Alapuolella on laadittu kolmen vuoden ennuste ja ennustevili
USAccDeaths-sarjalle kiiyttden kahta erilaista mallia. Ensimmé&inen malli on
(5.15) ja jalkimmaéisessd kvadraattiseen trendiin ja kausikomponenttiin on
lisitty AR(1)-prosessi:

Xy = ap + art + ast® + yug + ... + yiugn + Vs
Y, = oY, 1+ Zy, Z; ~ WN (0,07). (5.16)

Kummassakin ennusteessa nékyy selvésti neliollinen trendi (kuvio 5.4). En-
nusteeseen on kuitenkin syytd suhtautua varauksella, silld trendin jatkumi-
nen tulevaisuudessa on epidvarmaa. Ennustevilissi ei ole otettu huomioon
parametrien estimaattoreiden varianssia. Mallissa (5.16) ennustevéli on him-
méstyttavan kapea, miké johtuu siité, ettd toisen asteen trendifunktio istuu
poikkeuksellisen hyvin alkuperéiseen aikasarjaan.

t <= 1:72
tnew <- 73:108

a <- arima(USAccDeaths,c(0,1,1), xreg= cbind(t,t"2),
seasonal=list (order=c(0,1,1)))
pr <- predict(a,n.ahead=36,newxreg=cbind(tnew,tnew~2))
ts.plot (USAccDeaths,pr$pred, pr$pred+2+prse,prépred-2*prese,
gpars=list(lty=c(1,2,3,3)))

U <- kronecker(rep(1,6),diag(12))

Unew <- kronecker(rep(1,3),diag(12))

a <- arima(USAccDeaths,c(1,0,0),xreg=cbind(t,t~2,U[,-12]))

pr <- predict(a,n.ahead=36,newxreg=cbind(tnew,tnew~2,Unew[,-12]))

ts.plot (USAccDeaths,pr$pred, pr$pred+2+prse,prépred-2*prese,
gpars=list(lty=c(1,2,3,3)))

Parempi ennuste saataneen, jos oletetaan, ettd aikasarjassa ei ole neli6l-
listd, trendif, vaan paikallinen lineaarinen trendi. Tadmé& vastaa SARIMA-
mallia, jossa oletetaan viivepituuksilla 1 ja 12 differoidun sarjan odotusar-
voksi 0. R tekee tdmén oletuksen automaattisesti, joten ennusteen laatimi-
nen on helppoa. Ennuste vastaa likimédarin Holt-Winters-menetelmélla laa-
dittavaa ennustetta.
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(a) Differenssistationaarinen malli. (b) Determ. kausikomp. + trendi.

Kuvio 5.4: US accidental deaths -sarja ennusteineen.

a <- arima(USAccDeaths,c(0,1,1),seasonal=1list(order=c(0,1,1))

pr <- predict(a,n.ahead=36)

ts.plot (USAccDeaths,pr$pred, pr$pred+2+prse,prépred-2*prese,
gpars=list(lty=c(1,2,3,3)))

5.6 Regressioanalyysi, kun virhetermi noudat-
taa ARMA-prosessia

Tarkastellaan yleistd regressiomallia havainnoille
}/;f:let1+52xt2+---+ﬁkxtk+vvb t= 1a27"'ana (517)

missd havaintoja Y7,Y5, ..., Y, selitetdin ei-satunnaisilla muuttujilla
Tg1,y -y Tyre ja virhetermilld ;. Matriisimuodossa yhtalo (5.17) on

Y = X3+ W,

missd Y = (Y7,...,Y,) on selitettdvien havaintojen vektori, 3 = (51, ...0x)
on parametrivektori, matriisin X rivit ovat regressiovektoreita x; =
(T4, Tygy ooy tyr) s t=1,..,n, ja W = (Wq, ..., W) on virhetermien vektori.
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Erikoistapauksena voidaan ajatella trendin ja kausikomponenttien esti-
mointia, kun aikasarjalle {Y;} halutaan tehda klassinen hajotelma. Jos ky-
seessd, on kuukausiaineisto, jossa kuukaudet ovat kausia, ja kiytetddn neliol-
listd trendid, regressiomalli voidaan esittdd muodossa

Y, = Bo + Bit + Bot® + yiugs + .. + yiiugn + Wa,

missé osoitinmuuttuja u,; saa arvon 1, kun on kyseessé j:s kuukausi ja arvon
0 muuten.

Yleensd regressioanalyysissi oletetaan, ettd virhetermit W, ovat kor-
reloimattomia ja niilli on sama varianssi, toisin sanoen W; ~ WN (0, o).
Télloin voidaan osoittaa, ettd tavallinen pienimmén neliGsumman estimaat-
tori (OLSE)

B=(X'X)"'X'Y (5.18)

on paras lineaarinen harhaton estimaattori (BLUE), missd ’paras’ tarkoit-
taa sité, ettd Var(c/8) minimoituu kaikilla vektoreilla ¢ € R¥. Yleisemmiissi
tapauksessa Cov(W) ei ole 621, vaan I,,. T#llsin BLUE-estimaatori on yleis-
tetty pienimmén neliGsumman estimaattori

BG’LS = (X/Pr_le)_lXT;lY (5.19)

missd oletetaan, ettd det(I',) > 0. Kaavan (5.19) kiytto tietysti edellyt-
tad, ettd '), tunnetaan. Jos oletetaan, ettd virhetermi {W,} noudattaa gaus-
sista ARMA (p,q)-prosessia, parametrivektorille 8 ja matriisin I',, sisiltdmille
parametreille saadaan suurimman uskottavuuden ratkaisu maksimoimalla
SU-funktiota

L(/Ba ¢7 Oa 0-2; Y) = (27T)_n/2(det Pn)_l/Q eXp (_%(Y - X/B)lrgl(Y - Xﬁ)
(5.20)

Maksimointi voidaan toteuttaa iteroimalla niin, ettd ensin muodostetaan
B:lle alustava estimaatti kaavan (5.18) avulla, jolloin saadaan muodostettua
keskistetty havaintovektori Y* =Y —X 3. Tamén jilkeen lauseke (5.20) mak-
simoidaan numeerisesti parametrien ¢, 0 ja o2 suhteen kiyttimilli hyviksi
uskottavuusfunktion innovaatioesitysti (4.10). Saadaan estimaatti matriisille
I',,, minké jilkeen voidaan voidaan estimoida 3 BLUE-estimaattorilla (5.19).
Palataan jilleen lausekkeen (5.20) maksimointiin ja jatketaan silmukkaa,
kunnes vektorin 3 arvo ei endid muutu.
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Luku 6

Ehdollisen heteroskedastisuuden
mallit

Monissa finanssiaikasarjoissa esiintyy hajonnan eli volatiliteetin vaihtelua,
mitd mallinnetaan ehdollisen heteroskedastisuuden malleilla. Tyypillisimmin
volatiliteetin vaihtelu esiintyy osakkeiden tuottosarjoissa. Yleensi tarkastel-

laan ns. log-tuottoja
b

r, =1In = D¢ — Pi—1,
t P, Pt — Pt—1

missé P, on osakkeen hinta ajanhetkelld ¢t ja p; = In(P,).

Tuottosarjojen volatiliteetin mallintaminen on erityisen kiinnostuksen
kohteena mm. seuraavista syistd: 1) Optioiden hinnoittelussa kiytettiava
Black-Scholes-kaava perustuu tuottosarjan volatiliteettiin. 2) Volatiliteetin
avulla voidaan laskea riskienhallinnassa kiytettavda value at risk (VaR) -
luku. 3) Volatiliteetilld on térked osa sijoitussalkun optimoinnissa pyrit-
tdessd maksimoimaan tuoton odotusarvoa ja minimoimaan sen varianssia.
4) Volatiliteetin huomioon ottaminen parantaa aikasarjan parametrien es-
timointitarkkuutta ja sitd kautta myos ennustetarkkuutta. 5) Volatiliteetti-
indeksistd (VIX) on tullut rahoitusviline. (Tsay, luku 3).

Volatiliteetti itsessdin ei ole havaittava suure. Sen sijaan sitd voidaan
pyrkid estimoimaan monin tavoin. Sen lisiksi, ettd se voidaan estimoida
suoraan historiallisen aikasarjan avulla, se voidaan episuorasti ratkaista op-
tioiden hinnoittelukaavasta kdyttaméalla havaittuja optioiden hintoja. T&lloin
puhutaan ns. implisiittisestd volatiliteetistd (implied volatility). Myos VIX-
indeksi perustuu implisiittiseen volatiliteettiin.
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6.1 Ehdollisen heteroskedastisuuden
luonnehdintaa

Volatiliteetin vaihtelulla tarkoitetaan varianssin ryvistymisté, joka voidaan
havaita monien finanssiaikasarjan kuvaajasta. I[lmiotd voidaan mallintaa mm.
autoregressiivisilld ehdollisen heteroskedastisuuden (ARCH) malleilla. Siksi
puhutaan ns. ARCH-efektistd. Aikasarjojen peridkkiisten havaintojen valilla
ei valttdmétta ole autokorrelaatiota tai se voi olla hyvin heikkoa. Sen sijaan
voidaan havaita havaintojen nelididen tai itseisarvojen vilinen autokorrelaa-
tio joko ACF- ja PACF -funktioista tai erilaisten testien avulla.

Kuviossa 1.2b néytettiin Nokian osakkeen tuottosarja ajalta 4.9.2012
- 3.9.2013. Piirtdmélld kuvaaja pitemmaltd aikavaliltd 4.9.2003 — 3.9.2013
ARCH-efekti tulee selvésti ndkyviin (kuvio 6.1). Kuviossa 6.2 on piirret-
ty alkuperiisen ja nelididyn tuottosarjan ACF. Vaikka havainnot ovat kor-
reloimattomia, samaa ei voi sanoa nelididyistd havainnoista. My6s Ljung-
Box-testit osoittavat saman ilmion.

0.2

0.1

2004 2006 2008 2010 2012

Kuvio 6.1: Nokian osaketuottosarja 4.9.2003 — 3.9.201
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(a) Havaintojen ACF (b) Nelidityjen havaintojen ACF.

Kuvio 6.2: Nokian osaketuottosarjan ACF

1> Box.test(x,lag=40,type="Ljung")

Box-Ljung test

X-squared = 55.5122, df = 40, p-value = 0.05232
1> Box.test(x"~2,lag=40,type="Ljung")

Box-Ljung test

X-squared = 238.0425, df = 40, p-value < 2.2e-16

6.2 ARCH-mall

Tahan mennessad kisitellyt stationaariset aikasarjat ovat olleet kausaalisia
ARMA-prosesseja, joilla on liukuvan keskiarvon esitysmuoto

Xo=Zi+ 121 +2Zio+ .., Zy~WN (0,07).
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Aikasarja {X,} siis on lineaarinen kombinaatio valkoisen kohinan proses-
sista {Z; }. Yleisemmissé epélineaarisissa malleissa ldhtokohtana on 1ID(0,1)-
prosessi {Z;} (havainnot Z; ovat samoin jakautuneita ja riippumattomia
satunnaismuuttujia odotusarvolla 0 ja varianssilla 1) ja X; voidaan ilmoit-
taa sarjan {Z;} havaintojen epilineaarisena funktiona. Kausaalisuus t#ssé
yleisemmassi yhteydessa tarkoittaa sitd, ettd X; voidaan ilmoittaa havain-
tojen Z,, s < t, funktiona. Kausaalisuudesta seuraa, etti Z; on riippumaton
havaintojen X; 1, X; o, ... kanssa.

Yleisimmin kéytettyji epélineaarisia malleja on ARCH-prosessi (Au-
toregressive Conditional Heteroscedasticity), jonka avulla voidaan mallintaa
aikasarjan varianssia tai hajontaa (volatiliteettia). Sanotaan, ettd {X;} nou-
dattaa ARCH(q)-prosessia, jos

Xt = UtZt7 missa Zt ~ [[D(O, 1)7 ja (61)

ol =ap+ X2 FanXi, .+ oqutQ_q.

Jotta o? olisi aina positiivinen, oletetaan lisiiksi, ettd ag > 0 ja a; >0, j =
1,...,q.

Esim. 1. ARCH(1)-prosessi. Kun {X;} on kausaalinen ja «; < 1, voidaan
osoittaa (ks. Brockwell&Davis) etté silld on epélineaarinen esitysmuoto

X, =7, | g (1 + ZQ{ZEI...Zf_j>,

j=1

jonka perusteella voidaan péadtelld, ettd {X;} on vahvasti stationaarinen.
Lisiksi voidaan laskea, etti EX? = ag/(1 — a1) < oo, joten se on myos
heikosti stationaarinen.

Eriissd sovelluksissa oletetaan myos korkeampien momenttien olemas-
saolo sarjalle {X;}. Téasta seuraa lisdrajoitus aj:lle. Oletetaan seuraavassa
tarkastelussa, etté prosessi {Z;} on normaalinen, jolloin EZ} = 3. Merkitéin
hetkeen ¢ mennesséi kertynyttd informaatiota JF;, ts. havaintojen X, X; 1, ...
antamaa informaatiota. Talloin

E(XV|Fi1) = B(0; Z/|Fe1) = 0/B(Z}| Fier) = 0/E(Z}) = 30},
joten

EX} = E[E(X}|Fi-1)] = 3E(ap + an X7 1) = 3E(af + 20000 X7y + a7 Xiy).
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Jos X; on neljéinteen momenttiin asti stationaarinen, ja merkitiéin my = EX},
niin

my = 3[ag + 20pa; Var(X;) + aimy]

€51

= 305 (1 + 21 ) + 3aimy,

mista saadaan ratkaistua

3ad(1+ ay)
(1—a1)(1—3a?)

my =

Jotta ratkaisu olisi positiivinen, on asetettava lisiehto a? < % Huipukkuus
(kurtositeetti) on
EX} 1—af
Var(X)]2  "1-3a3
Tamé on suurempi kuin normaalijakauman huipukkuus 3, joten ARCH(1)-
malli selittdé osittain tuottosarjoissa havaittavan huipukkuuden.

> 3.

Jos ARCH(q)-prosessilla { X;} on #érellinen varianssi o2, voidaan helposti
helposti osoittaa, ettd se on valkoisen kohinan prosessi (vaikka se ei ole IID-
prosesi).

Ensinnékin prosessin odotusarvo on 0, silld

E(X,) = E(E(X/|Fi 1)) = E(0,E(Z| Fi_1)) = E(0vE(Z,)) = 0.

Toinen yhtisuuruus seuraa siitd, ettd ettd o; voidaan palauttaa satun-
naismuuttujiin X,_;, X; o, ..., X;_,. Kolmas yhtasuuruus seuraa siitd, ettd
kausaalisuuden perusteella Z; on riippumaton informaatiosta J;_;.

Toiseksi 0 = EX? = E(06?Z}) = E(0?)E(Z?) = Eo?, missi kol-
mas yhtidsuuruus perustuu siihen etti o? ja Z; ovat riippumattomia. Riip-
pumattomuus perustuu siihen, etti o? voidaan palauttaa satunnaismuuttu-
jiin X1, Xy o, ..., Xy, jotka ovat kausaalisuuden perusteella riippumatto-
mia Z;:n kanssa. Ottamalla odotusarvo puolittain yhtdlosta (6.2) saadaan

2 2 2
0" =qp+ 010"+ ... + 407,

josta saadaan ratkaistua o? = ag/(1 — o — ... — a,). Havainnot X;.,, ja X,
ovat korreloimattomia, silla

E(Xt+hXt) = E(E(thLhXt‘ththl)) = E<Xt0t+hE(Zt+h|-Ft+h*1>> =0.
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Lisaamilld yhtdloon (6.2) puolittain X? — o2 saadaan

X =ap+ Wi+ X2+ ..+ o X7,
missi, W; = X2 — o2, ARCH(q)-prosessi voidaan siis tulkita nelidityjen
havaintojen AR(q)-prosessiksi, missé virheprosessina on {W,}. Prosessi {W;}
on valkoisen kohinan prosessi, mikéli parametrit «;, ..., oy on rajoitettu si-
ten, etti EX! < oo (harjoitustehtivi). TAmén vuoksi sopiva viivepituus
q voidaan pyrkii méérittiméin tarkastelemalla havaintojen X? otososit-
taisautokorrelaatiofunktiota. TAm& menetelm4 ei kuitenkaan ole vilttamatta
kovin tehokas.

Kuviossa 6.3a ndhddin nelidityjen Nokia-tuottojen PACF. Osit-
taisautokorrelaatio ndyttdd hévidvin viiveen 8 jilkeen, joten voisimme so-
vittaa ARCH(8)-mallia. Myds viiveilld 17 ja 18 ndkyy merkittiavia piikke-
ja, mutta ndma voivat olla ’sattumaa’. Kuvion oikeassa osassa on piirretty
ARCH-mallin sovittamisesta saatujen nelidityjen jiadnnosten PACF, ja néyt-
taa siltéd, ettd autokorrelaatio on hévinnyt. Sovittamisessa kiytettiin tseries-
paketin funktiota garch.

<
@ (=
S - S
o
[{e}
2 o
(<) S 4
< o
S Al by e
< o < g | |
= = 8 11l !
£ 2 g S | | [T 1 || T
: L G ralll]
8 I 1NN
g ' g
| T
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0 5 10 15 20 25 30 35 0 5 10 15 20 25 30
Lag Lag
(a) Nelidityjen havaintojen PACF (b) Nelitityjen jaannosten PACF.

Kuvio 6.3: Nokian osaketuottosarjaan liittyvié osittaisautokorrelaatiokuvioi-
ta. Jadnnokset on saatu sovittamalla ARCH(8)-malli.
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Kuviossa 6.4a on piirretty jadnnosten QQ-kuvio. Sen perusteella ARCH-
malli ei yksin selitd havaittua huipukkuutta. Teemme toisen sovituksen kiyt-
tamalld fGarch-pakettiin sisaltyvia funktiota garchFit, jolloin innovaatiopros-
essin {Z;} jakaumaksi voidaan asettaa Studentin t-jakauma. Oikeanpuoleises-
sa QQ-kuviossa jadnnosten jakaumaa verrataan estimoituun t-jakaumaan, ja
nyt sopivuus niyttid paremmalta.

Normal Q-Q Plot gstd — QQ Plot

10

Sample Quantiles
0
|

Sample Quantiles

Theoretical Quantiles Theoretical Quantiles

(a) Normaalijakauman QQ-kuvio (b) Studentin t-jakauman QQ-kuvio.

Kuvio 6.4: Nokian osaketuottosarjaan sovitetun ARCH(8)-mallin jddnnosten
QQ-kuvioita

Studentin t-jakauman muotoparametrin v estimaatiksi saadaan 3.783,
mikd tarkoittaa sitd, ettd jakaumalla ei ole 4. momenttia. Tall6in on ky-
seenalaista piirtdd ACF tai PACF nelididyille jadnnoksille, koska niiden teo-
reettista vastinetta ei ole olemassa. Tosin muotoparametri ei ole merkitsevésti
poikkea 4:sti.

pacf (x~2,main="")

library(garch)

a <- garch(x,order=c(0,8),trace=FALSE)
pacf (a$res[-(1:8)]1"2,main="")
qgnorm(a$res)

qqline (a$res)
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library(fGarch)

a2 <- garchFit(“garch(8,0),data=x,trace=FALSE,include.mean=FALSE,
cond.dist="std")

plot(a2)

summary (a2)

Estimate Std. Error t value Pr(>lt|)

omega 2.058e-04 2.703e-05 7.613 2.69e-14 ***
alphal 2.226e-01  5.313e-02 4.189 2.80e-05 *x*x
alpha2 9.029e-02  3.908e-02 2.310 0.02086 *
alpha3 6.424e-02 3.668e-02 1.751 0.07987 .
alpha4 7.380e-02  3.904e-02 1.890 0.05870 .
alphab 1.606e-01  5.379e-02 2.985 0.00284 **
alpha6 6.240e-02  3.198e-02 1.951 0.05101 .
alpha7 9.101e-02  3.704e-02 2.457 0.01401 =
alpha8 1.632e-01 5.046e-02 3.234 0.00122 *x*
shape 3.783e+00 2.884e-01 13.117 < 2e-16 **x*

6.3 GARCH-mall

Usein ARCH-efektid ei pystytd mallintamaan vihaparametrisella ARCH-
mallilla. Tehokkaampi malli tdAssd suhteessa on yleistetty versio ARCH-
prosessista, GARCH (Generalized ARCH). Prosessin {X;} sanotaan nou-
dattava GARCH(p,q)-prosessia, jos yhtilo (6.2) on korvattu yhtalolla

o =ap+ a1 Xi |+ g X] A+ Bro] + .+ Byor (6.3)

Jotta of olisi aina positiivinen, oletetaan, etti ag > 0, a; > 0,...,q, >
0, 61 Z 0, ...,Bp Z 0.

Lisaamilla yhtialoon puolittain W, = X? — o7 ja jarjestelemélli termeji
yhtélo voidaan esittdd muodossa

X} = ag+(a+8) X2+ (o +B8) XE AW —BiWi 1 —...— B, Wy, (6.4)

missid r = max(p,q) ja o; = 0, kun j > ¢, ja 5; = 0, kun j > p. Ndhdddn
siis, ettd GARCH(p,q)-prosessi on ARMA (r,p)-prosessi nelididylle sarjalle.
GARCH-prosessilla voidaan siis selittdd nelididyssd sarjassa esiintyvad au-
tokorrelaatiota, mikali nelididylla sarjalla on dérellinen varianssi.
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Jos (a1 + B1) + ... + (o, + ;) < 1, GARCH-prosessi on stationaarinen
ja sen ei-ehdollinen varianssi on 6% = ap/(1 — (g + 1) — ... — (. + 5,))
(harjoitustehtavi).

Kun oletetaan, ettd Z, ~ N(0,1), suurimman uskottavuuden funktio
GARCH-prosessille on

“ “ 1 1a?
L(a, B) = H fe(@e|we 1, s T gy 074, ...,af_p) = H = exp {—50—;} ,
t

t=q+1 t=q+1

missé on ehdollistettu havaintojen Xi, ..., X, ja tuntemattomien ehdollisten
varianssien o7, ..., 07 suhteen. Arvot o7, ...,07 voidaan korvata sarjan {X;}
ensimmaisten havaintojen varianssilla. Maksimoilla uskottavuusfunktiota nu-
meerisesti parametrien suhteen saadaan niille SU-estimaatit.

Melkein aina kdytdnnon mallinnuksessa riittavit matala-asteiset mallit
GARCH(1,1), GARCH(1,2) ja GARCH(2,1). Useimmiten selvitdan jo
GARCH(1,1)-mallilla.

Tarkastellaan seuraavaksi varianssin ennustamista GARCH(1,1)-mallin
avulla. Oletetaan, etti X; ja o7 ovat tunnettuja ajanhetkelld h, ja merki-

tédn [ askelen ennustetta o2(l). Yhden aika-askelen ennuste on
07,(1) = ohyy = ao + a1 X}, + Broy.

Kiyttamalla hyviksi yhtilod X2 = 0272, yhtilo 6.3 voidaan esittdd muodos-
sa
2 _ 2 2( 2
Oin1 = o + (a1 + Bi)oy +ano; (Z; — 1),

kun p = ¢ =1. Kun t = h + 1, yhtalosta tulee
Oz = Qo + (a1 + B1)oj 4y + 1071 (Ziy — 1),
Koska E(Z7,, — 1|F;,) = 0, kahden askelen ennuste toteuttaa yht&lon
03(2) = ao + (o1 + B1)op(1).

Yleisesti
or(l) = ag + (g + Br)oi(l = 1), 1> 1. (6.5)

Téamén rekursion perusteella voidaan johtaa (harjoitustehtévi) yleinen kaava

oi(l) = 040[11—_(211 tgll)ll]

+ (a1 + B1) " op(1).
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Sovitetaan lopuksi aiemmin téssd luvussa analysoituun Nokian tuot-
tosarjaan GARCH(1,1)-malli. Nyt onnistutaan selittiméén ehdollinen het-
eroskedastisuus vihemmilld parametreilla. AIC on nyt -4.67, kun se
ARCH(8)-mallin tapauksessa oli -4.64. Huomaa, ettd fGarch 'standardoi’ in-
formaatiokriteerit jakamalla ne havaintojen lukuméaaralla.

b <- garchFit(“garch(1,1),data=x,trace=FALSE,include.mean=FALSE,cond.dist="std")
summary (b)

Estimate Std. Error t value Pr(>|tl)
omega 2.426e-06 1.165e-06 2.082 0.0374 *
alphal 3.742e-02 6.441e-03 5.810 6.25e-09 ***
betal 9.613e-01 6.123e-03 156.989 < 2e-16 ***
shape 3.919e+00 2.932e-01  13.364 < 2e-16 #**x

Information Criterion Statistics:
AIC BIC SIC HQIC
-4 .665666 -4.656403 -4.665671 -4.662304

6.4 Integroitunut GARCH-malli

Jos AR-polynomilla GARCH-mallin esitysmuodossa 6.3 on yksikkojuuri, ky-
seessi, on [GARCH-malli. Téllsin ehdollisella varianssilla {7} on satun-
naiskivelyd muistuttava kiyttiytyminen. Innovaatioiden W; = X2 —o? vaiku-
tus sarjan tulevien havaintojen varianssiin jii pysyviksi. Prosessi {02} ei ole
heikosti stationaarinen, koska silld ei ole kahta ensimmaéistd momenttia. Sen
sijaan se saattaa olla vahvasti stationaarinen.

IGARCH(1,1)-prosessi on muotoa

Xy = 0174, 0152 = oo + 61015271 + (1 - 61>X152717

missd 0 < f; < 1ja {Z;} ~IID(0,1). Télle mallille saadaan yht#losté 6.3
[ askelen ennusteeksi

oi(l) = oh(1) + (I — Daw.

Siis ehdollisen varianssin ennuste kasvaa lineaarisesti kulmakertoimella .
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Kun oy = 0, saadaan mielenkiintoinen erikoistapaus. Tall6in

0152 =(1- BI)XEA + 61‘715271
= (1= 80X, + Al = B)XP 5+ Brof )

= (1 - 61)(Xt2—1 + 61Xt2—2 + 5%XE—3 + )7

joten {0?} saadaan eksponentiaalisella tasoituksella prosessista {X;}, kun
tasoitusparametrina on (3.

Kun Nokian tuottosarja estimoitiin GARCH(1,1)-mallilla saatiin
ratkaisu, joka on hyvin ldhelld IGARCH-prosessia, silld &; + Bl = 0.99872
on hyvin ldhelld ykkostd. Parametrin o (‘omega’) estimaatti ei ole kovin
merkitsevd, joten eksponentiaalisen tasoituksen malli saattaisi olla hyva ap-
proksimaatio kyseiselle aikasarjalle.

6.5 GARCH-M-malli

Rahoitusteoriassa arvopaperin tuoton odotusarvo ja varianssi ovat usein
sidoksissa toisiinsa. Yksi tapa mallintaa tatd ilmiotd ovat GARCH in mean
(GARCH-M) -mallit. Yksinkertainen GARCH(1,1)-M-malli voidaan esitt&a
muodossa

Y, =p+col+ Xy, Xi=0:Zy,
O't2 = —+ Oéleil —+ 610'25271. (66)

Téssd ¢ on ns. riskilisdparametri (risk premium parameter). Jos ¢ on posi-
tiivinen, se tarkoittaa sitd, ettd tuotto-odotus kasvaa riskin lisdéntyessa.
Muita mahdollisia maéérittelyitd riskilisille ovat Y; = p + coy + X; ja
Y; = pu+ cln(c?) + X;.

GARCH-M-mallin méérittelystd 6.6 seuraa, ettd prosessi {Y;} on au-
tokorreloitunut. Témé# aiheutuu prosessin {02} autokorreloituneisuudesta.
GARCH-M on siis yksi mahdollinen selitys, jos tuottosarjassa havaitaan au-
tokorrelaatiota.
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Luku 7

Moniulotteiset aikasarjat

Usein on jarkevia tarkastella aikasarjoja niin, ettd ne ettd ne muodostavat
yvhdessid moniulotteisen prosessin. Talloin voidaan ottaa huomioon havain-
tojen autokorrelaation lisiksi eri sarjojen havaintojen vilinen korrelaatio,
ns. ristikorrelaatio. Esim. haluttaessa muodostaa hyvin hajautettu sijoi-
tussalkku, joka maksimoi tuotto-odotuksen ja minimoi varianssin, on vélt-
tamatontd tarkastella arvopaperien tuottosarjoja yhdessd ottaen huomioon
niiden vilinen korrelaatio. Monet makrotaloudelliset muuttujat ovat sidok-
sissa toisiinsa tavalla, jota on mielekistd tutkia moniulotteisen aikasarja-
analyysin keinoin.

Monet yksiulotteisen aikasarja-analyysin menetelmét ja mallit yleistyvit
melko suoraviivaisesti moniulotteiseen tapaukseen. Kuitenkin uusia ongelmia
ilmenee ja aivan uudentyyppisié riippuvuussuhteita on mielekista maaritella.
Seuraavassa kappaleessa yleistetddn eriité yksiulotteisen aikasarja-analyysin
méaaritelmia.

7.1 Heikko stationaarisuus ja ristikorrelaatio-
funktio

Tarkastellaan m aikasarjaa {X;t = 0,£1,£2 ..}, ¢ = 1,...,m, missi
EX? < oo kaikilla ¢ ja i. Jos kaikki satunnaismuuttujien X;; &éirellisulot-
teiset jakaumat olisivat multinormaalisia, kaikki aikasarjojen jakaumaomi-
naisuudet voitaisiin palauttaa odotusarvoihin

te = EXy
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ja kovariansseihin

Yij(t 4 hot) = E[(Xpani — i) (Xyy — paz)]-

Vaikka multinormaalisuus ei olisikaan voimassa, nidméi toisen asteen omi-
naisuudet tarjoavat hyvin lahtokohdan aikasarjojen riippuvuuden analysoin-
nille.
Vektorimerkintad kdyttden moniulotteinen aikasarja voidaan esittda muo-
dossa
Xn
X = : , t=0,%1,..
Xtm

Moniulotteisen aikasarjan {X;} toisen asteen ominaisuudet madraytyvit
odotusarvovektorien

Hi1
p, = EX; =
Htm
ja kovarianssimatriisien
it +ht) - ym(t+h,t)
L(t+h,t) = : :
Your (E 4+ hyt) o Y (t+ h, )

avulla. Kovarianssimatriisit voidaan myos lyhyesti médritella I'(¢ + h,t) =
E[(Xtn — Hopn) (Xe — p1,)']-

Vastaavasti kuin yksiulotteisessa tapauksessa voidaan madaritelld, ettd
{X;} on (heikosti) stationaarinen, jos p(t) on riippumaton ajasta t ja
['(t+ h,t on riippumaton ajasta ¢ kaikilla viiveilld h. Stationaariselle aikasar-
jalle voimme kayttda lyhennettyjd merkintoja

1
n=EX; = :
fim,
ja
Y(h) o ym(h)
['(h) = E[(Xepn — p) (X — )] = : :
’le(h> T me(h>
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Huomaa, ettd matriisin I'(h) diagonaalilta saadaan yksiulotteisten pro-
sessien {Xy;} autokovarianssifunktiot v;;(h), ¢ = 1,...,m. Diagonaalin ulko-
puolista elementtid v;;(h), ¢ # j kutsutaan sarjojen { Xy} ja {X;;} viliseksi
ristikovarianssifunktioksi. Téssd on térkedd huomata, ettd yleensd v;;(h) ei
ole sama kuin 7;;(h). Korrelaatiomatriisifunktio mééritelladn

pu(h) - pim(h)
R(h) = : " : ,
Pm1 (h) T pmm<h)

missd pi;(h) = 7ij(h)/[7i(0)v;;(0)]/2. Funktio R(h) on kovarianssifunktio
standardoidulle sarjalle, joka saadaan vihentdmélld p sarjasta {X;} ja jaka-
malla kukin komponenttisarja keskihajonnallaan.

Stationaarisen prosessin ristikovarianssifunktiolla on seuraava symmet-
riaominaisuus: v;;(h) = 7;(—h). Tdma seuraa suoraan méadritelmésta
ja stationaarisuudesta: v;;(h) = Cov(Xyyni, Xi;) = Cov(Xyj, Xypni) =
Cov(Xi_nj, Xui) = 7ji(—h). Matriisimuodossa tdmé yhteys on: I'(h) =
I'(—h). Vastaava ominaisuus on tietysti myos voimassa ristikorrelaatiofunk-
tolla ja korrelaatiomatriisifunktiolla.

Ristikorrelaatiofunktiota p;;(h) voidaan kdyttdd sarjojen i ja j vélisen
lineaarisen riippuvuuden tutkimiseen. Riippuvuus voi ilmetd mm. seuraavilla
tavoilla:

e Sarjoilla {X};} ja {Xy;} on samanaikasta riippuvuutta, jos p;;(0) # 0.

e Jos p;;(h) = 0 kaikkilla h, sarjat ovat lineaarisesti riippumattomat (kor-
reloimattomat).

e Jos p;j(h) # 0 jollakin h > 0 mutta p;;(h) = 0 kaikilla » < 0, sarja
{Xu} seuraa (lags) sarjaa {X;;}.

e Jos p;j(h) # 0 jollakin h < 0 mutta p;;j(h) = 0 kaikilla ~ > 0, sarja
{Xu} johtaa (leads) sarjaa {X;;}.

e Jos p;j(h) # 0 jollakin h < 0 ja jollakin h > 0, sarjojen vélilli on
takaisinkytkentd (feedback relationship).

Stationaarisen, moniulotteisen aikasarjan odotusarvovektori voidaan es-
timoida harhattomasti keskiarvovektorilla

_ 1 —
X, = gtzlxt.
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Kovarianssimatriisifunktio voidaan puolestaan estimoida kaavoilla,

f‘(h) _ "}_1 Z:;h(XHh ~X,)X;—-X,) kin0<h<n-—1,
F(=h) kun —n+1<h<0.

Ristikorrelaatiokertoimen estimaatit ovat
pij(h) = 415 (1) (5:(0)4;5(0)) /2,

missé 4,;(h) tarkoittaa matriisin I'(R) rivin i sarakkeen j komponenttia.

Otosristikorrelaatiokertoimille p;; pétee seuraava asymptoottinen tulos:
Jos sarjat {X,} ja ovat {X;;} riippumattomat ja ainakin toinen sarjoista
on iid-kohinaa, suurella otoskoolla likimain p;; ~ N(0,1/n). Tamén tulok-
sen perusteella ristikorrelaation merkitsevyyden tutkimisessa voidaan kayt-
tdd samoja rajoja kuin tutkittaessa, onko yksittdinen sarja valkoista kohinaa.
Laajemmin asymptoottisia tuloksia on esitelty mm. Brockwellin ja Davisin
kirjassa.

Esim. 1 Myyntiaineisto ja johtava indeksi. Seuraava esimerkkiaineisto esiin-
tyy Boxin ja Jenkinsin kirjassa (1976) Time Series Analysis, Forecasting and
Control, Holden-Day, San Francisco, p. 537. Kuten kuviosta 7.1 ndhdaén,
sarjat BJsales.lead ja BJsales eivit ole stationaarisia. Voidaksemme tutkia nii-
den riippuvuutta ristikorrelaatiofunktion avulla, tarkastelemme differoituja
sarjoja { Dy} ja { Dy}

Kuviossa 7.2 ndemme sarjojen autokorrelaatiofunktiot ja ristikorrelaatio-
funktion. Ristikorrelaatiofunktion perusteella niyttéisi silta, ettéd sarjoilla ei
ole samanaikaista korrelaatiota mutta BJsales.lead ennakoi (johtaa) sarjaa
BJsales viiveilld 2 ja 3, silld pja(h) # 0, kun h = —2 tai —3. Tulkinnois-
sa on kuitenkin syyta olla varovainen, sillda kummatkin sarjat ovat autokor-
reloituneita. Parempi olisi ensin mallintaa differoitujen sarjojen autokorre-
laatiorakenne ARMA-mallilla ja tarkastella jadnnossarjojen ristikorrelaatio-
funktiota.

X <- cbind(BJsales.lead,BJsales)
plot(X,main="")

D <- diff(X)

acf (D)
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Kuvio 7.1: BJsales.lead ja BJsales
BJsales.lead BJsales.lead & BJsales
- 2
s
— 0
o
IR [ P R | o | Ty P S
I L o [ | T A S | | i
0
T T T T b T T T T
o} 5 10 15 o} 5 10 15
Lag Lag
BJsales & BJsales.lead BJsales
_ 2
s
— 0
o
”””””” I PO Y R A o ‘*f‘Il‘lx
] ‘ ,,,,,,, i A L i
0
(=}
1

Kuvio 7.2: Sarjojen BlJsales.lead ja BlJsales differenssisarjojen autokorrelaa-
tiofunktiot ja ristikorrelaatiofunktio
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7.2 Valkoinen kohina ja lineaarinen prosessi

Analogisesti yksiulotteisten prosessien kanssa méarittelemme, ettd m-
ulotteinen aikasarja {Z;} on wvalkoista kohinaa odotusarvolla O ja kovari-
anssimatriisilla ¥ , merk. {Z;} ~ WN (0,%), jos {Z;} on stationaarinen
odotusarvolla 0 ja kovarianssifunkitiolla

Y, kun h =0,
T(h) = { 0, muuten.

Sarja {Z;} on ritppumatonta kohinaa odotusarvolla O ja kovarianssimatriisil-
la ¥, merk. {Z;} ~ IID(0, ), jos satunnaisvektorit {Z;} ovat riippumatto-
mia ja samoin jakautuneita odotusarvolla 0 ja kovarianssimatriisilla .

Prosessin 'valkoisuutta’ voidaan tutkia auto- ja ristikorrelaatiofunktioiden
lisiksi portmanteau-testeilld. Yksiulotteiselle Ljung-Box-testille ovat kehit-
taneet yleistyksid moniulotteiseen tapaukseen mm. Hoskin (1980,1981) ja
Li&McLeod (1981). Testien nollahypoteesi on R(1) = R(2) = ... = R(h) =0
ja vaihtoehtoinen hypoteesi R(i) # 0 jollain ¢ = 1, ..., h. Hoskinin testisuure
on muotoa

missd n on havaintojen lkm ja m aikasarjan dimensio. Nollahypoteesin ja
tiettyjen saannollisyysehtojen vallitessa @, (h) noudattaa suurella otoskoolla
likimain y2-jakaumaa m?2h vapausasteella.

Aikasarja {X;} on lineaarinen prosessi, jos se voidaan esittdd muodossa

Xi= Y CjZ,;, {Z,}~WN(0,%),
j=—o00

missd {C;} on jono m x m-matriiseja, joiden komponentit ovat itseisesti
summautuvia. T&lloin voidaan osoittaa (harjoitustehtévi), etti prosessi on
stationaarinen odotusarvolla 0 ja kovarianssifunktiolla

L(h) =Y Ci3SC)

j=—o00
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7.3 Vektori-autoregressiiviset (VAR) mallit

Moniulotteiselle prosessille voidaan méaritelli ARMA-malli (ks. Brock-
well&Davis tai Tsay). Rajoitumme kuitenkin seuraavassa tarkastelemaan
vektoriarvoista AR(p)-mallia, jota kuvaa yht&lo

Xi=¢g+ 21 X1+ ... +9,Xs, +Zy, Z;~WN (0,%). (7.1)
Kayttden viiveoperaattoria B tdmé voidaan esittdéd edelleen muodossa
(I{—-®B—-...—,B)X; = ¢y + Zy,
missd I on identiteettimatriisi, tai vield lyhyemmin
®(B)X; = ¢y + Zy,

missi ¢(z) =1 — Pz — ... — $,2P on matriisi-arvoinen polynomi.
Kun oletetaan prosessin {X;} stationaarisuus, ottamalla yhtélostd (7.1)
puolittain odotusarvo voidaan ratkaista odotusarvovektori

p=EX) = (1~ @) — o — D)y = [2(1)] b

Prosessi (7.1) on kausaalinen, jos se voidaan esittdd MA (co)-prosessina

X, —p=>» U;Z,; kaikillat,

J=0

missd {¥;} on jono matriiseja itseisesti summautuvilla komponenteilla.

Tamén kanssa yhtépitavad on (ks. todistus TSTM), ettd determinantilla

det ®(z) ei ole nollakohtia kompleksitason yksikkokiekossa {z € C : |z| < 1}.
Kertoimet W; voidaan ratkaista rekursiivisesti yhtéaloista

min(p,j)
U= > 00, j=1,2, .,
k=1

missd Wy = I ja ¥U; =0, kun j < 0. Esim. VAR(1)-prosessin tapauksessa

\I’(] = [,
V) = o¥) = oy,
Uy = 0,0 = dF,

\I]J - q)l\lfj,l == (I)J, j Z 3
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Keskineliovirheen mielessd paras yhden askelen ennuste VAR(p)-
prosessille on

Pan+1 - ¢O + (len + + ¢an—p+1’

kun n > p. Ennustevirhe on Z, 1, jonka kovarianssimatriisi on 3. Useamman
askelen ennusteet saadaan rekursiivisesti kaavasta

Pan+h - ¢0 + (blann—i-h—l + ...+ (I)anXn—I—h—pa

missd PnX, 41— = Xyqn—j, kun j > h. Ennustevirhe h askelen ennusteessa

on
h—1

Xoth — PaXppn = Z ViZnihj,

J=0

jonka kovarianssimatriisi on Z?;& WXl

VAR-mallin estimointi voidaan tehdd suurimman uskottavuuden
menetelmilld, mutta se on moniulotteisessa tapauksessa numeerisesti huo-
mattavasti vaativampi kuin yksiulotteisessa tapauksessa. Yksityiskohtia
on esitetty Brocwellin ja Davisin kirjassa. Joka tapauksessa on syyti
kiyttad alkuarvoina alustavilla estimointimenetelmilld saatavia estimaatte-
ja. Alustavina menetelmind voidaan kiyttdd joko moniulotteista yleistys-
td Yule-Walker-menetelmésta tai ehdollista uskottavuusmenetelméii, jossa
uskottavuusfunktio lasketaan ehdollisena ensimmaéisten havaintovektorien
X1, ...X, suhteen. Téma ehdollinen uskottavuusmenetelmé on yhtapitavi
OLS-menetelmén kanssa, kun kiytetddn normaalista uskottavuusfunktiota.

Ehdollinen uskottavuusfunktio on muotoa

1 n

L(¢, ®,%) = (2m)" "2 (det )" P2 exp 3 Z (%0 = %)'S7 (3% — %) |

t=p+1

missi & = (Py,...,9,) ja X = ¢y + D7 ®;x;; ovat yhden askelen en-
nusteita. Estimoinnissa voidaan hyddyntia regressioyhtialoa

g ]
0
/ / / / / /
Xpi1 I x, x4, ... X 04 Z,
. . . . . . o/ .
: = : : : : : 2 |+ :
/ / / / . /
X, L x,q Xpn o0 X, : Z,,
/
L (I)p .
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tai lyhyesti X = UB+ 7, josta saadaan OLS-estimaattori éA:A(U’U)_lUA’X.
Suurimman uskottavuuden estimaattori X:lle on 3 = n%pZ’Z, missi Z =

X — UB. Harhaton estimaattori on puolestaan S = nlepleA’ZA

Sopivan viivepituuden valinnassa voidaan kiyttad informaatiokriteereité
AIC, AICC ja BIC. Jos kiytetiadn ehdollista uskottavuusfunktiota, on syyta
tehdé korjaus selittdvien havaintojen méadrdn n — p suhteen, jotta tulokset

olisivat vertailukelpoisia.

Esim. 2 USeconomic-sarja. Pakettiin tseries sisaltyvissé aineistossa USeco-
nomic on 4-ulotteinen aikasarja, joka sisdltda USA:n taloutta kuvaavia muut-
tujia vuosilta 1954-—1987. Rajoitumme téssid tarkastelemaan muuttujien
log(M1) ja log(GNP) muodostamaa kaksiulotteista aikasarjaa. Kuten kuvios-
ta 7.3 havaitaan, aikasarjat ovat epistationaarisia. Tarkastelemme jatkossa
differoitujen aikasarjojen muodostamaa kaksiulotteista aikasarjaa.

log(M1)

8.26.10 6.20 6.30 6.40

log(GNP)
7
|

7.4

1955 1960 1965 1970 1975 1980 1985
Time
Kuvio 7.3: USeconomic-aineiston aikasarjoja

R:n funktio ar mairittda parhaaksi viivepituudeksi 1. Malli siis voidaan
esittdd muodossa Y; = ¢ + PY,; | + Z,; tai

Yo =¢1+ouYii1 + 1Yo+ Zn,
Yio = @2+ ¢21Yio11 + ¢2Yi12 + Zio.
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Jotta voisimme vield helpommin tutkia kerrointen merkitsevyytté, esti-
moimme mallin my6s OLS-menetelmilli. Tulosten perusteella nadyttaa silté,
ettd kerroin ¢19 ei ole merkisevi. Sarjan {Y;;} (Vlog(M1)) aikaisempi havain-
to siis ennakoi sarjan {Y;2} (V1og(GNP)) nykyisté havaintoa muttei pdinvas-
toin. Tallaisessa tilanteessa puhutaan Granger-kausaalisuudesta. Toisin sa-
noen M1 Granger-vaikuttaa (Granger-causes) muuttujaan GNP muttei pdin-
vastoin. Asia voidaan myos ilmaista sanomalla, ettd muuttuja M1 on ekso-
geeninen muuttujan GNP suhteen. Saman padtelmén voisi tehda tutkimalla
ristikorrelaatiofunktiota.

library(tseries)

X <- USeconomic[,1:2]
Y <- diff(X)
#Yule-Walker solution
(a <- ar(Y))

$ar

, o, 1

log(M1) 1log(GNP)
log(M1) 0.6046 -0.1413
log(GNP) 0.2647 0.1887

#0LS-solution
n <- dim(Y)[1]
summary (Im(Y[-1,1"Y[-n,]))

Response log(M1)

Coefficients:

Estimate Std. Error t value Pr(>|t])
(Intercept) 0.002032 0.001112 1.827 0.070 .
Y[-n, Jlog(M1) 0.605185 0.075740 7.990 6.09e-13 **x
Y[-n, Jlog(GNP) -0.142638 0.093215 -1.530 0.128

Response log(GNP)

Coefficients:

Estimate Std. Error t value Pr(>|t])
(Intercept) 0.0055944 0.0009962 5.616 1.12e-07 ***
Y[-n, Jlog(M1) 0.2644613 0.0678459 3.898 0.000154 x**x*
Y[-n, Jlog(GNP) 0.1893458 0.0834998 2.268 0.024990 *

95



Voimme testata mallin riittdvyyden Hoskinin testin avulla.

library(portes)
Hosking(a)
Lags Statistic df p-value

5 18.84034 16 0.2770294
10 35.33721 36 0.4999223
15 50.23717 56 0.6917513
20 70.91884 76 0.6432960
25 89.18418 96 0.6756652

30 104.08878 116 0.7782603

Lopuksi voimme tulostaa alkuperiisen sarjan ja viiden vuoden ennusteen
seuraavasti:

pr <- predict(a,n.ahead=20)

Y2 <- rbind.zoo(Y,pr$pred)

init <- ts(rbind(X[1,]),start=start(X),frequency=frequency(X))
X2 <- cumsum(rbind.zoo(init,Y2))

plot (X2)

7.4 Yksikkojuuri-epistationaarisuus ja yhteis-
integroituneisuus

Olemme ndhneet, ettid epéstationaarisen yksiulotteisen aikasarjan voi usein
muuntaa stationaariseksi soveltamalla siihen differenssioperaattoria V =
1 — B yhden tai useamman kerran. Jos {V?X;} on stationaarinen jol-
lain positiivisella kokonaisluvulla d mutta {V¢~1X,} on epiistationaarinen,
sanomme, ettd sarjan {X;} integroitumisaste on d (integrated of order d),
merk. {X;} ~ I(d). Méarittelemme differenssioperaattorin m-ulotteiselle
aikasarjalle {X;} niin, etti jokainen sarjan komponentti differoidaan: VX, =
(VXu, ... VX))

Moniulotteisessa tapauksessa voimme maéaritelld integroitumisasteen
samalla tavalla. Sanomme, ettd {X;} ~ I(d), jos {V¢X;} on stationaari-
nen, mutta {V?!1X;} ei. Kuitenkin moniulotteisessa tapauksessa integroi-
tumisasteilla on erdénlaisia vilimuotoja. Sanomme, ettd I(d)-prosessi {X;}
on yhteisintegroitunut yhteisintegroitumisvektorilla 3, jos B on sellainen m-
vektori, ettd prosessin {3'X;} integroitumisaste on pienempi kuin d.
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7.5 Yhteisintegroituneet VAR-mallit

Tarkastellaan seuraavassa VAR-prosessia, joka saattaa sisiltié aikatrendin:
Xt — 5t + ¢1Xt—1 + + (prt—p + Zta (72)

missd Z; ~ WN (0,%) ja §; = dp + 0;t. Tdssd AR-polynomi on &(z) =
I — &1z — ... — ®,2P. Jos determinantin |®(z)| nollakohdat ovat yk-
sikkoympyran ulkopuolella, prosessi on (trendi)stationaarinen ja kausaalinen.
Jos |®(1)| = 0, prosessi on yksikkojuuri-epéstationaarinen. Oletamme seu-
raavassa tarkastelussa yksinkertaisuuden vuoksi, ettd prosessin {X;} integ-
roitumisaste on 0 tai 1.

Malli (7.2) voidaan esittdd ns. virheenkorjausmallina (error correction
model, ECM) seuraavasti:

VXt — 625 —|— HXt,1 —|— qy{vxt,1 + N —|— (I);flVXt,erl —|— Zt7 (73)
missé
P
Oj=— Y b, j=1l..p-1
i=j+1

= -¢(1)=0,+Po+...+ D, —I.

Koska {X;} on enintéén I(1)-prosessi, { VX;} on I(0)-prosessi.

Voimme erottaa eri tapauksia sen mukaan, mikd matriisin II aste on.
Yleisesti, jos aste on 7, on olemassa hajotelma II = a3’, missi « ja B ovat
taysiasteisia m X r-matriiseja.

1. Jos rank(IT) = 0, niin IT = 0 ja { X;} ei ole yhteisintegroitunut. Yht&lon

(7.3) ECM yksinkertaistuu muotoon

VXt — (5,5 + (PTVXt—l + e + ‘I);_1VXt—p+1 + Zt7

joten {VX;} noudattaa VAR(p — 1)-prosessia deterministiselld trendil-
14.

2. Jos rank(IT) = m, niin |®(1)| # 0 eikd AR-polynomin determinantilla
ole yksikké-juuria. Siis {X;} ~ 7(0). Tallsin ECM-mallista ei ole hydty&
ja voidaan tutkia suoraan AR(p)-mallia (7.2).

3. Kun 0 < rank(Il) = r < m, niin {X;} on yhteisintegroitunut r yhteis-
integroitumisvektorilla; yhteisintegroituvat relaatiot ovat W, = 3'X,.

97



Sen mukaan, miten deterministinen termi §; = 8¢ + &t madritellaén,
voidaan erotella seuraavat trendityypit:

1. Jos 6; = 0, kaikki komponentit {X;; } ovat I(1)-prosesseja ilman trendid
ja stationaarisen sarjan W, = 3'X, odotusarvo on 0.

2. Jos 8; = acy, missi ¢g on r-ulotteinen, nollasta poikkeava vakiovektori,
ECM-malli tulee muotoon

VXt = a(B/Xt,1 + Co) + CID’{VXt,l + ...+ CID;IVXt,pH —+ Zt,

jolloin komponentit { X;;} ovat I(1)-prosesseja ilman trendia mutta sar-
jan {W,} odotusarvo on —c,.

3. Jos d; on vakiovektori, se voidaan esittdd muodossa dg = acy + o dg,
missd a; on sellainen m x (m — r)-matriisi, ettd o', = 0. Téll6in
ECM voidaan esittia

VXt = aJ_do + Ot(ﬂ/Xt,1 + Co) + CID’{VXt,l +...+ CID;;?IVXt,pH -+ Zt,

joten komponenttisarjoilla { X4} on lineaarinen trendi ja sarjalla {W,}
odotusarvo —cjg.

4. Jos 8; = 69 + acit, ECM on muotoa
VXt = aJ_do—l-Oé(ﬁIXt,l—|—C0+Clt)+q)>{vxt,1—|—. . .+®;71VXt,p+1+Zt,

joten komponenttisarjoilla { X;} on lineaarinen trendi ja komponentti-
sarjat {W;,;} ovat trendistationaarisia.

5. Jos 8; = 8o + 6:t, komponenteilla { X;} on nelidllinen trendi ja kom-
ponentit {IW;;} ovat trendistationaarisia.

ECM-malli voidaan estimoida suurimman uskottavuuden menetelmalla.
Menetelmé on kuitenkin jossain maarin monimutkainen eika sité esitelld téssa
(ks. Tsay tai Hamilton: Time Series Analysis tai Sgren Johansen: Likelihood-
based inference in cointegrated vector auto-regressive models).
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Soren Johansen (1988) on esittényt seuraavat testityypit yhteisinteg-
roituneiden relaatioiden maaran testaamiseksi.

o trace-testi: Hy : rank(Il) = r vs. H, : rank(II) > r

e suurimman ominaisarvon testi (maximum eigenvalue test):
Hy : rank(Il) = r vs. H, : rank(Il) =r + 1

Ks. testisuureiden lausekkeet esim. Tsayn kirjasta. Kummassakin tapaukses-
sa kyseessid on uskottavuussuhdetesti. Testisuureet eivit kuitenkaan noudata
nollahypoteesin tapauksessa asymptoottisesti tavanomaisia y?-jakaumia. Sen
sijaan jakaumien kriittisid arvoja on taulukoitu simulointien perusteella.

Esim. 4 . Myyntiaineisto ja johtava indeksi (jatkoa). Kuvion 7.1 perusteella
voisi padtelld, ettd sarjojen BJsales ja BJsales.lead vélilla voisi vallita liki-
mainen lineaarinen riippuvuus. Testaamme seuraavaksi yhteisintegroituvan
relaation olemassaoloa kiyttden R-pakettiin urca sisiltyvid funktiota ca.jo.
Esimerkin testityyppind on ’eigen’ eli suurimman ominaisarvon testi. Mallin
deterministisen osan méadrittely on ’const’, joka vastaa tapausta d; = acg.
(Méérittely 'trend’ vastaa tapausta d; = d¢+ acit. Tapauksessa 'none’ ilmei-
sesti R-koodissa on védrd taulukko). Madrittely K = 3 tarkoittaa sité, etta
mallin AR-muodon (7.2) asteeksi valitaan on 3. Méadrittely spec="transitory’
vastaa ECM-mallin méérittelyd (7.3).

Testien perusteella hypoteesi » = 0 hylatddn mutta ei hypoteesia r = 1.
Tama tarkoittaa sité, ettd prosessilla on yksi yhteisintegroituva vektori. Jos
myOs hypoteesi r = 1 hyldttéisiin, tdmé tarkoittaisi sitéd, ettd sarja olisi
stationaarinen, miké ei vaikuta kovin uskottavalta kuvion 7.1 perusteella.
Estimointitulosten perusteella & = (—0.0546,4.72)" ja B = (1, —0.0550)".
Yhteisintegroituva relaatio on muotoa BJsales.lead = 0.055 - BJsales —
0.951 + W;, missi {Wt} on (-keskinen stationaarinen prosessi.

Tulokseen on kuitenkin syytéd suhtautua varauksella, silli BJSales-sarjan
jadnnossarjassa esiintyy autokorrelaatiota (kuvio 7.4). Testit perustuvat ole-
tukseen jadnnosten riippumattomuudesta. Jos AR-muodon viivepituudek-
si asetetaan K = 8, jadnnosten autokorreloituneisuus hévida. Samalla
kuitenkin testin Hy : rank(Il) = 0 tulos muuttuu ei-merkitseviksi eiki
yhteisintegroituvan relaation olemassaoloa voida osoittaa.

library(urca)
X <- cbind(BJsales.lead,BJsales)
a <- ca.jo(X,type="eigen",ecdet="const",K=3,spec="transitory")
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summary(a); resplot(a)
HUSHHHHH AR AR

# Johansen-Procedure #
SRS S S T

Test type: maximal eigenvalue statistic (lambda max) , without linear
trend and constant in cointegration

Eigenvalues (lambda):
[1] 9.468938e-01 1.911559e-02 6.002439e-17

Values of teststatistic and critical values of test:
test 10pct bpct 1pct

r <=1 | 2.84 7.52 9.24 12.97

r=0 | 431.51 13.75 15.67 20.20

Eigenvectors, normalised to first column:
(These are the cointegration relations)

BJsales.lead.1l1 BJsales.1l1 constant

BJsales.lead.l1 1.00000000 1.00000000 1.0000000
BJsales.11 -0.05504036 -0.02891266 -0.2672937
constant 0.95111756 -5.99894266 46.6758372
Weights W:

(This is the loading matrix)

BJsales.lead.1l1 BJsales.1l1 constant
BJsales.lead.d -0.05458765 -0.038047745 -3.641671e-17
BJsales.d 4.71969207 -0.001594596 4.322637e-15
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Kuvio 7.4: BJsales-sarjan jidnnossarja ECM-mallin sovittamisen jélkeen




