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Luku 1

Johdanto

Bayes-tilastotiede perustuu Bayesin lauseeseen, jonka alkuperdisen version
esitti Thomas Bayes. Han oli englantilainen antikonformisti, presbyteeri re-
viisori ja harrastelijamatemaatikko.

Thomas Bayes (1702-1761)

Bayes ei itse julkaissut todennékoisyyteen liittyvid tutkimuksiaan. Kui-
tenkin hénen ystavinsd Richard Price julkaisi ehdollisia todennékoisyyksia
kisitteleviin artikkelin Bayesin muistiinpanojen perusteella ! tdméin kuole-

!Bayes, T. (1763). An essay towards solving a problem in the doctrine of chances.
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man jalkeen.

Bayes-tilastotiede tunnettiin 1800-luvulla "kddnteisten todennékoisyyk-
sien” menetelméané. Todennékoisyyslaskenta, jota Pascal ja Fermat olivat ke-
hittdneet 1650-luvulta lahtien, kykeni ratkaisemaan "suoran” ongelman: Jos
tehdaédn n riippumatonta satunnaiskoetta ja kussakin kokeessa onnistumisen
todennakdisyys on #, niin onnistumisten lukumédrd noudattaa binomijau-
maa: X ~ Bin(n,#). Bayesin artikkeli ratkaisi kdénteisen ongelman: miké
on parametrin ¢ jakauma, kun tunnetaan satunnaiskokeiden lopputulokset.
Bayes oletti, ettd parametriin 6 sisdltyva epavarmuus voitiin kuvata tasa-
jakauman avulla:  ~ Tas(0,1). Talloin hén saattoi méadrittad havaintoihin
perustuvan ehdollisen todennékoisyyden, ettéd 6 on valilla [a, b):

Sy (2)67(1— 0)"—=do
J3 (M)6=(1 — g)r—=db

T

Pla<f<b|X=x)=

Bayesilaisyyteen on liittynyt vahva filosofinen lataus. Se on jo 1700-luvun
lopusta alkaen ollut yksi vaihtoehtoinen ldhestymistapa tieteelliseen péaét-
havaita jako Bayes-tilastotieteen kannattajiin ja vastustajiin. Viliin mahtu-
vat "pragmaattiset” bayesildiset, jotka soveltavat Bayes-teoriaa mm. yleisena
tapana muotoilla ongelmia ja ratkaista niita.

Bayes-tilastotieteen kayttoa rajoitti pitkédén se, etté tilastollisen padttelyn
ongelmiin oli suljetun muodon ratkaisuja ainoastaan yksinkertaisissa tapauk-
sissa. Tietokoneiden yleistyminen ja niiden laskukapasiteetin kasvu on poista-
nut tdman rajoitteen. Erityisesti 1990-luvun alusta alkaen Bayes-tilastotiede
on kehittdnyt tehokkaita laskennallisia tyokaluja, joiden avulla voidaan l&-
hestyéd hyvinkin monimutkaisua ongelmia. Tdmé& on tehnyt ldhestymistavas-
ta hyvin suositun, niin etta sitd sovelletaan monilla tieteenaloilla.

1.1 Bayesilaisen data-analyysin vaiheet

1. Valitaan todennakéisyysmalli, joka on tutkimuskohteen havaittavien ja
ei-havaittavien suureiden yhteisjakauma. Mallin tulisi olla yhteensopi-
va tutkittavaan ongelmaan liittyvan tiedon ja aineistonkerdysprosessin
kanssa.

Philosophical Transactions of the Royal Society, 330-418. (Reprinted with biographical
note by G.A. Barnard in Biometrika 45, 293-315, 1958.)



2. Lasketaan ja tulkitaan posteriorijakauma, joka on kiinnostavien, ei-
havaittavien suureiden ehdollinen jakauma, kun havaintoaineisto on an-
nettu.

3. Arvioidaan mallin yhteensopivuus havaintoaineiston kanssa ja poste-
riorijakauman perusteella tehtdvien padtelmien jarkevyys. Tutkitaan,
miten herkkid tulokset ovat mallin oletuksille. Tarvittaessa muutetaan
tai laajennetaan mallia ja toistetaan kolme askelta.

1.2 Keskeisia kasitteita

Tilastollisessa padttelyssa pyritddn tekeméan padtelmia numeerisen aineiston
perusteella ei-havaituista suureista. Estimoitavat suureet (estimandit) ovat
joko 1) mahdollisesti havaittavia, kuten prosessin tulevat havainnot ja puut-
tuvat havainnot, tai 2) parametreja. Parametrejd ei voi edes periaatteessa
suoraan havaita; ne maéarittdvat havainnot tuottavaa prosessia. Merkitsem-
me parametreja kreikkalaisilla kirjaimilla, vektoreita ja skalaareja pienilla
roomalaisilla kirjaimilla ja matriiseja isoilla kirjaimilla. Kaytadmme yleista
merkintda 6 kiinnostuksen kohteena olevien parametrien vektorille, merkin-
tda y havaitulle aineistolle ja merkintdd y tuntemattomille mutta mahdolli-
sesti havaittaville suureille.

Yleensa tilastollisessa tutkimuksessa keratdan tietoa n havaintoyksikosta
ja havaintoaineisto voidaan esittaéa vektorina y = (yi, ..., y,). Jos kustakin
yksikostd mitataan useampi kuin yksi muuttuja, havainnot y; ovat vektorei-
ta ja koko havaintojoukko y on matriisi. Yleensa oletetaan, ettd havainnot
y; ovat vaihdannaisia (exchangeable), miké tarkoittaa sitd, ettd havaintojen
yhteisjakauma p(yi, ..., ¥, ) on riippumaton niiden indeksoinnista. N&in on esi-
merkiksi silloin, kun havainnot ovat riippumattomia ja samoin jakautuneita
(7id) kiintedlld parametrin 6 arvolla. Hierarkisissa malleissa eli monitaso-
malleissa on eri tasoilla olevia havaintoyksikkoja ja kullakin tasolla voidaan
erikseen puhua vaihdannaisuudesta.

On yleistéd, ettd havaintoaineistossa on mukana selittdvid muuttugia eli ko-
variaatteja x, joita ei kannata mallintaa satunnaisina. Jos kuitenkin pidetaén
selittdvia muuttujia satunnaisina, voidaan maéaritelld, ettd havaintovektorit
(x,y); ovat vaihdannaisia, jos niiden yhteisjakauma pysyy muuttumattoma-
na, vaikka vaihdettaisiin indeksien jérjestystd mielivaltaisella tavalla.

Merkitsemme yleisesti reunajakauman tiheys- tai todennakoisyysfunktio-



ta p(.):11a ja ehdollista tiheys- tai todennékoisyysfunktiota p(.|.):114 riippu-
matta siitd, onko kyseessd parametrin vai havaintojen jakauma. Merkintéa
N(u,0?) viittaa satunnaismuuttujaan ja N(0|u,o?) tiheysfunktioon. Jatkos-
sa voimme puhua lyhyesti jakaumasta, kun tarkoitamme jakauman tiheys-
tai todennékoisyysfunktiota.



Luku 2

Todennakoisyys epavarmuuden
mittana

Bayesilaisessa tilastotieteessd todennékoisyyskasitteen tulkinta on laajempi
kuin klassisessa. Klassinen tilastotiede perustuu yleensid todennékdéisyyden
frekventistiseen tulkintaan, jonka mukaan tapahtuman todennékoisyys on ta-
pahtuman esiintymisten suhteellinen osuus riippumattomissa toistokokeissa.
Esim. kolikon heitossa kruunan todennékéisyys on 1/2, koska kruuna esiin-
tyy noin puolessa tapauksista pitkédsséd heittosarjassa. Bayesildisessé tilas-
totieteessa todennéakoisyytta kiytetddn yleisemmin epédvarmuuden mittarina
ja todennakoisyydesta voidaan puhua sellaistenkin tapahtumien yhteydessa,
jotka eivat ole toistettavissa. Esim. voidaan pohtia, mikéd on todennékoisyys,
ettd huomenna sataa tai ettd joku tietty henkild voittaa presidentinvaalit.
Ks. perusteluja todenndkoisyyden kiytostd epdvarmuuden mittarina Gelma-
nin kirjasta.

2.1 Todennikéisyyden aksioomat (Kolmogoro-
vin aksioomat)

Todennékoisyyslaskennassa tapahtumat E ovat perusjoukon €2 osajoukkoja.
Tapahtumille £ méériteltava todenndkdisyys P(.) toteuttaa seuraavat ak-
sioomat:

e P(FE) >0, missd E on jokin tapahtuma (perusjoukon osajoukko),

e P(Q2) =1, missa ) on perusjoukko,
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e P(U,E,) =), P(E,), missé joukot E, ovat pareittain pistevieraita ja
muodostavat numeroituvan kokoelman joukkoja.

2.2 Ehdollinen todennakoisyys

Bayesildinen tilastotiede perustuu ehdollisten todennakoisyyksien lasken-
taan. Tapahtuman E todennékéisyys ehdolla H méaritellddn P(F|H) =
P(ENH)/P(H).

Tapahtuma H edustaa taustatietoa tai joskus hypoteesia. Ehdollinen to-
denékoisyys P(E|H) mittaa epévarmuutta tiedon H valossa. Sitd voidaan
tulkita seuraavasti:

e P(E|H) =1, jos olet varma, ettd E tapahtuu,
e P(E|H) =0, jos olet varma, ettd E ei tapahdu,

e P(E|H) =p, 0 < p <1, jos E:hen liittyy epdvarmuutta (mutta ei
valttdmatta satunnaisuutta),

e P(E|H) > P(F|H), jos E:n epdvarmuus on pienempi kuin F:n.

Kahdella tarkastelijalla voi olla kuitenkin eri késitys epévarmuudesta,
koska heidédn taustatietonsa poikkeavat (eri H). Ehdollinen todenndkéisyys
P(F|H) muuttuu, kun informaatio H muuttuu. Siksi Bayes-teoria perustuu
subjektiivisiin todenndkoisyyksiint.

Seuraavat ominaisuudet seuraavat aksioomista ja ehdollisen todennékoi-
syyden maaritelmasta:

e P(E|H) > 0 kaikilla F ja H,

e P(H|H) =1 kaikilla H,

e P(EUF|H) =P(E|H)+P(F|H), kun E ja F ovat toisensa poissulkevia,
o P(EN F|H) = P(F|H)P(E|F, H) kaikilla E.,F ja H.

INiin tulkitsevat Bayes-todennikdisyyden subjektivistit, joita edustaa de Finetti (ks.
kirjallisuusviite). Objektivistit tulkitsevat todennikoisyyden logiikan laajennuksena. Hei-
dan mukaansa eri tarkastelijat padtyvit samaan lopputulokseen, jos heilld on tarkalleen
samat tiedot kaytossdan.




2.3 Vedonlyonti ja subjektiivinen todennakoi-
Syys

Subjektiivisen todennékoisyys voidaan madrittda vedonlyontisuhteen avulla.
Veto E:std vedonlyontisuhteella w : 1 (at odds) ja panoksella (stake) M
tarkoittaa:

e jos E ei toteudu, menetat M;
e jos E toteutuu, voitat w - M.

Jo uskot vahvasti E:hen, hyviksyt vedon pienellda vedonlyontisuhteella
w(H) (w riippuu H:sta). Olkoon w(H ) reilun pelin vedonlyontisuhde. Reilus-
sa pelissa

P(E|H) -w(H)M +P(E|H)-(-M) =0,

missd £ = Q\ E on En komplementtitapahtuma. E:n epévarmuudeksi saa-
daan todenn#koisyys
1
P(FIH) = ———.
(E|H) 1+o(H)

Nain siis voit periaatteessa maarittda henkilokohtaisen subjektiivisen toden-
nakoisyytesi sen perusteella, minké arvioit reilun pelin vedonlyontisuhteeksi.

Huomaa, ettéd tilastotieteessd ja todennékoisyyslaskennassa vedonlyon-
tisuhde maééritelladn hiukan eri tavalla. Vedonlyontisuhde FE:n puoles-
ta on todennikdisyyksien suhde P(E|H)/P(E|H), ja E:td vastaan se on
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2.4 Todennakoisyyden paivittyminen

Voit mééritelld F:hen liittyvin epadvarmuuden (ehdollisena) todennikdisyyte-
nd P(F|H). Kun hankit uutta tietoa F', voit "oppia” siitd. Nyt E:hen liittyvé
epavarmuus ei valttdmétta endé ole P(E|H) vaan P(E|F, H).

Esim. 1 Heitetdédn pinssid, jonka toinen puoli (kuvapuoli) on kupera. Ol-

koon tulos 0, jos kuvapuoli on yléspdin, ja 1 jos se on alaspdin. Merk. E:ll4

tapahtumaa ”1”. Ennakkokésitys epévarmuudesta olkoon P(E|H) = 1.
Olkoon F' koesarja, jossa on 10 heittoa:

(000001100 1]

Témén jilkeen epévarmuus on P(E|F, H) < L.

Tilastotiede on "taitolaji”: miten voidaan oppia havainnoista — ts. miten
voidaan pienentad johonkin asiaan liittyvaa epavarmuutta. Bayes-tilastotiede
tarjoaa oppimiseen todennékoisyyslaskentaan perustuvan kehikon.

2.5 Riippumattomuus (independence)

Maér. Tapahtumat E ja F' ovat riippumattomia, jos P(ENF) = P(E)-P(F).
Riippumattomuus on yhtépitavia sen kanssa, etté
e P(E|F)=P(E) =P(E|F) tai
e P(FIE)=P(F) .

Tama voidaan ymmartad niin, ettd F ja F' ovat riippumattomia, jos toisen
(E tai F') tunteminen ei muuta késitystd toisen epdvarmuudesta. F':sté ei
opita, kun pohditaan E:n epavarmuutta.

Vastaavasti mééaritelladn ehdollinen riippumattomuus: E ja F' ovat riip-
pumattomia ehdolla H, jos

P(ENF|H)=P(E|H)-P(F|H).
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Riippumattomuus ei kuitenkaan ole aivan mutkaton asia, mikd voidaan
ymmartaéd seuraavasta esimerkisté:

Esim. 2 Laatikossa on r punaista ja k valkoista palloa. Tehdddn otanta
takaisinsijoittaen. Tarkastellaan tapahtumia

E = "punainen 1. vedolla”,

F' = "punainen 2. vedolla”.

Tapaus 1: Punaisten suhde 6 = r/(r + k) tunnetaan. T&lloin P(F|E) =
0 = P(F), joten E ja F ovat riippumattomia. Néin ajatellaan “klassisessa”
tilastotieteessa.

Tapaus 2: Punaisten osuutta ei tunneta. Télloin E ja F' eivét ole riippu-
mattomia, vaikka otannat ovat. Syy on se, ettd E:std saadaan informaatio-
ta punaisten osuudesta ja se vaikuttaa F':n ehdolliseen todennakdisyyteen.
Bayes-tilastotieteessé sanotaan, ettd tapahtuvat ovat vaithdannaisia.

Vaikka 6 ei ole tunnettu, voimme kirjoittaa sithen perustuvat ehdolliset
todennékoisyydet (ajattelemalla, ettd 6 on satunnaismuuttuja):

P(F|B,0) = P(F|0) = 0.

Siis E ja F ovat ehdollisesti riippumattomia ehdolla 6.
Ehdollistaminen tuntemattomien parametrien suhteen (téssa tapauksessa
0:n suhteen) on oleellinen osa (bayesiléista) tilastollista mallinnusta.
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2.6 Bayesin kaava

Olkoon Hy, Hs, ... joukon § ositus, ts. H; N H; = 0, i # j, ja U, H, = Q.
Silloin on voimassa (todista) kokonaistodenndkdisyyden kaava

P(E) =) P(E|H,)P(H,).

Tastd kaavasta ja yhtélosta
P(H, N E) = P(H,)P(E|H,)

seuraa Bayesin kaava

. P(HP(E|H,)
PURE) = S~ B P(ETH,)

Bayesin kaava voidaan esittdd myos suppeammassa muodossa
P(H,|E) o< P(H,)P(E|H,),

josta on tiputettu pois suhteellisuuskerroin 1/P(FE).
Huomaa, etté tarkasteltaessa vedonlyontisuhteita suhteellisuuskerroin su-
pistuu pois:

P(H;|E) _ P(H;) . PEIH))
P(Hy|E) P(Hy) P(E|H)
S—— S——
posteriorivedonlyontisuhde priorivedonlydntisuhde  uskottavuussuhde

Yleisemmassé tapauksessa, kun E edustaa havaintoaineistoa ja H;:t eri mal-
leja (tai hypoteesejd), posteriorivedonlyontisuhteita voidaan kdyttda mallien
vertailussa (tai hypoteesien testauksessa).

13



Esim. 3 Oletetaan, ettd tyton syntymén todennékoisyys on % Tarkastellaan
todennakdisyytta, ettd kaksoset ovat tyttoja. Onko tdméa todennikoisyys i?
Vastaus on, etta ei ole:

Kaksoset voivat olla identtiset (monotsygoottiset), merk. M, tai ei-
identtiset (ditsygoottiset), merk. D. Identtiset kaksoset ovat aina samaa su-
kupuolta (P poika, T" tyttd). Saamme ehdolliset todennékoisyydet

P(TT|M)=P(PP|M)==;  P(TP|M)=0;

Y

P(TT|D) =P(PP|D)=~;  P(TP|D)=

e Rl S
N —

Léahtien néista tuloksista saamme kokonaistodennékoisyyden kaavan avul-
la tyttokaksosten todennékoisyydeksi

P(TT) — P(TT|M)P(M) + P(TT|D)P(D)
_ %P(M)+i[1—P(M)]

1
= Z[POM)+1]

Tésté seuraa, ettéd P(TT) > 1, koska P(M) > 0.
Sivutuotteena saadaan yhtalo

P(M) = 4P(TT) — 1.

Téamén avulla voidaan estimoida identtisten kaksosten osuus populaatiossa,
koska P(T'T) voidaan estimoida véestorekisterista.
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Luku 3
Mallit

Tilastollisella mallilla tarkoitetaan yleenséd havaintoaineistoa kuvaavaa to-
dennékoisyysmallia, jonka parametrit ovat tuntemattomia. Puhtaasta mate-
maattisesta mallista tilastollien malli eroaa tyypillisesti siind, ettd malliin
sisaltyvit suureet eivéit riipu toisistaan tdysin deterministisesti vaan mukana
on satunnaisuutta.

Parametrit voivat olla skalaareja tai vektoreita. Jalkimaisessa tapaukses-
sa voidaan joko ajatella niin, ettd mallissa on useita parametreja tai etta silla
on yksi parametri, joka on vektori. Parametrien mahdollisesti saamien arvo-
jen joukkoa kutsutaan parametriavaruudeksi, merk. ©. Ns. epdparametrisissa
tilastollisissa malleissa © on ddretdnulotteinen.

Bayes-tilastotiede eroaa klassisesta tilastotieteesta siing, etta kaikkia tun-
temattomia parametreja kasitellidn satunnaismuuttujina ja niihin liittyvaéa
epavarmuutta mallinnetaan todenékoisyysjakaumilla. Bayesildinen tilastolli-
nen malli on siind mielessd laajempi kuin klassinen, ettd se sisdltdd myos
parametrien jakauman havaintojen jakauman lisdksi. Parametrien satunnai-
suudesta seuraa se, etta klassisen tilastotieteen oletus havaintojen rizppumat-
tomuudesta korvautuu niiden vaihdannaisuudella.

Esim. 1. Rahanheitto. Tarkastellaan rahanheittoa eiki tiedetéd, onko raha
symmetrinen. Olkoon E tapahtuma "tulos on kruuna”, ja merkitdian kruunan
todennédkoisyytta (suhteellista frekvenssid ddrettomén pitkédssi koesarjassa)
parametrilla #. Talloin voidaan asettaa tilastollinen malli: heittojen tulokset
ovat riippumattomia, kun 6 tunnetaan, ja jokaisella heitolla kruunan toden-
nakoisyys on 6.

Jos parametria 6 kisitellddan satunnaismuuttujana, malli voidaan esittaa
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ehdollisena todennéakoisyytené
P(E|9) = 6.

Havainnot (heittojen tulokset) ovat riippumattomia ehdolla 6. Sen sijaan ei-
ehdolliset havainnot eivit ole riippumattomia vaan vaihdannaisia. Téssd on
ero verrattuna klassiseen tilastotieteeseen, jossa havainnot oletetaan riippu-
mattomiksi.

Tarkastellaan yksityiskohtaisemmin, miten epédvarmuus kehittyy heitto-
sarjassa. Olkoon E "ensimmaéinen heitto on kruuna”. Malli on

P(E|0) = 6.

Silloin
P(E) = [ 9(6)P(EI6)I0 = EO)
missd ¢g(f) on 6:n todennikoisyysjakauma.
Olkoon F' "toinen heitto on kruuna”. Silloin P(F|E,6) = P(F|0) = 0 ja
P(ENF|0) = P(E|0)P(F|0) = 0*. Jilkimmiisesti seuraa, etti
P(ENF)=E[P(ENF|0)] = E(6?).
Nyt voimme osoittaa, ettd P(F|E) > P(F):

P(ENF) E(0*) Var(9)+E(@®)* Var(9)

=R TR T e B 0
:V;(réf) +P(F) > P(F).

Yhtésuuruus on voimassa jos ja vain jos Var(f) = 0. Siis E ja F ovat riippu-
mattomia vain, jos # on ei-satunnainen.
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Esim. 2. Normaalimalli, Cavendishin aineisto. FEnglantilainen fyysik-
ko Henry Cavendish (1731-1810) pyrki méérittdméaén maapallon tiheyden
seuraavan aineiston perusteella:

536 529 558 5.65 5.57 .
553 5.62 529 544 5.34 ﬁ

579 510 527 539 542
547 5.63 534 546 5.3 )
578 568 5.85

tiheys

Malli kytkee parametrit ja havainnon informaation toisiinsa. Yksinkertai-
nen malli on seuraava (olettaen mittaustarkkuuden tunnetuksi):

e havainnot yy,...,¥, ovat riippumattomia ehdolla 6,

Mallin oletuksista seuraa, ettd havaintojen ¥4, ..., ¥y, yhteisjakauma eh-
dolla # on
_ L P
Y1, yalf) = (m) € 2001 Sint :
Kun jakaumaa p(yi,...,yn|0) ajatellaan €:n funktiona kiinteilla arvoilla

Y1, - - -, Yn, sitd kutsutaan uskottavuusfunktioksi.

Huomaa, ettd malliin sisaltyy subjektiivisia oletuksia. Uskot havaintojen
ehdolliseen riippumattomuuteen, normaalisuuteen ja esitettyyn varianssiin.
Mallia voidaan yleistdéd niin, ettd uskotaan ainoastaan ehdolliseen riippu-
mattomuuteen (ehdolla mallin parametrit) ja havaintojen normaalisuuteen,
jolloin

yi|0, 0* ~ N(0, 0?)
ja havainnot ovat riippumattomia ehdolla (6, c?).

Aiemmin méaariteltiin, ettd havainnot v, ..., y, ovat vaihdannaisia (exc-
hangeable), jos niiden yhteisjakauma p(yy, . .., y,) pysyy samana, vaikka ha-
vaintojen jarjestystd permutoidaan. Esimerkisséd ehdollinen riippumattomuus
ja havaintojen sama jakauma takaavat vaihdannaisuuden. Kuitenkaan ha-
vainnot i, . . ., Y, €ivét ole riippumattomia reunajakauman p(yi, . .., y,) suh-
teen.
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Luku 4

Priori, posteriori ja
ennustejakaumat

Bayes-tilastotieteesséd johtopaatokset perustuvat posteriorijakaumaan
p(0 | aineisto) .

Tarkastellaan ensin, miten posteriorijakaumaa kéytetaén tilastollisessa paat-
telyssé. Sen jélkeen tutkitaan, miten posteriorijakauma muodostetaan.

4.1 Posteriori paattelyn valineena

Oletetaan, ettd y on havaittu aineisto, josta ei téssé vaiheessa tehdé rajoit-
tavia oletuksia. Olkoon # tuntematon suure. Se on usein parametri(vektori),
mutta se voi myos olla puuttuva havainto(vektori) tai vaikkapa latentti muut-
tuja. Bayes-tilastotieteessa ei nédiden eri tyyppisten tuntemattomien suurei-
den valilla ole periaatteellista eroa.

Oletetaan lisdksi, ettd kiytossd on 0:n posteriorijakauma p(6|y). Se on
tuntemattoman suureen ¢ ehdollinen todennékéisyysjakauma ehdolla havain-
to y. Posteriorijakaumaa voidaan kiyttad paattelyn vilineené seuraavilla ta-
voilla:

(a) Kuvaaja. Voidaan piirtdé posteriorijakauman kuvaaja, kun dim(6) < 2.
Jos 6 = (6y,...,60;), niin usein kiytetdan reunaposteriorijakaumien

p(6,ly) = / - / p(0]y)dBy - - A6;1dBssr - - - A6
18



kuvaajia, ¢ = 1,...,k. Nama esittavit osittaista informaatiota poste-
riorista, mutta eivét ilmaise parametrien vélistd (posteriorista) riippu-
vuutta. Voidaan my6s kuvata kahden parametrin 6; ja 6; kaksiulotteista
reunaposterioria.

Tunnusluvut. Graafisen esityksen sijasta posteriorijakaumaa voidaan
kuvata tunnuslukujen avulla. Usein kiiytetddn (yksiulotteiselle #:lle) ku-
vausta

odotusarvo  hajonta 10 % raja mediaani 90 % raja |
E(ly)  Var(dly) 657" Ohs 6o |

missd 02° on posteriorijakauman a-kvantiili: P(6 < 62°%|y) = .

Viliestimointi, (kun dim(f) = 1). Méaéritetdén sellaiset reaaliluvut a
ja b, etté
Pla<6<bly)=1—-e

Tatéa kutsutaan posterioriviliksi (posterior interval) ja toisinaan bayesi-
ldiseksi luottamusvdliksi (credible interval).

Ratkaisu ei ole yksikésitteinen. Tavallisimmat muodostamisperiaatteet
ovat

e lyhin vali;
e symmetrinen vili, P(0 < aly) = 5 ja P(0 > bly) = §;

e suurimman tiheyden vili (HDI-highest density interval), mo-
niulotteisessa tapauksessa HDR (region): jakauman tiheysfunktio
on vélin sisilld suurempi kuin misséan vilin ulkopuolisessa pistees-
sé. Tama on tyypillinen bayesildinen vaihtoehto!

Huomaa, ettd HDI-vilid ei valttamétta ole olemassa yksiulotteises-
sa tapauksessa vaan HDR voi koostua useammasta osavalistd, jos
posteriorijakauma ei ole yksihuippuinen. Jos HDI-vili on olemassa,
se on samalla lyhin véli.
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(d)

p@ly) Suurimman tiheyden vl p@ly) Symmetrinen Bayes-vali

Aﬁ
N | ™
N ™

Hypoteesien testaus. Tarkastellaan hypoteesia H : # > 0. Hypoteesin
posterioritodennékoisyys on

P(H[y) = P(6> 0ly) = /Ooopww)de

= tn, ettd hypoteesi on tosi ehdolla aineisto y.

Huomaa, ettd tdma on todellakin hypoteesin todennékdisyys. Sen sijaan
klassinen p-arvo ei ole nollahypoteesin todennékdisyys!

Piste-estimointi. Joskus halutaan tiivistdd posteriorijakauman infor-
maatio yhteen arvoon, #:n Bayes-estimaattiin. Vaihtoehtoja ovat

0 = argmax p(A|x) posteriorimoodi;

6, posteriorimediaani, jakauman p(0]y) mediaani;

6 = E(f]y) posterioriodotusarvo.
Niistd ensimmaéinen on analoginen suurimman uskottavuuden estimaat-

torin kanssa. Sitd sanotaan MAP (Maximum A Posterior estimator) -
estimaattoriksi.

Kiinnostavat todenniko6isyydet. Posteriorista voidaan laskea tode-
nékoisyyksia
P(0 € Aly),

missd A on tutkijan maaradma tapahtuma, usein hypoteesi.

Todennékoisyyksien laskeminen on tyypillistd Bayes-menetelmaélle. Ylei-
nen sdanto on se, ettd posteriorijakaumalle voidaan tehda kaikkea sité,
miké tn-jakaumalle on sallittua.
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4.2 Priorijakauma

Jotta voisimme laskea posteriorijakauman, tarvitsemme 1) mallin havainnoil-
le ja 2) priorijakauman tuntemattomalle parametrille. Bayesin kaavassa mal-
lia havainnoille edustaa otantajakauma' p(y|@). Funktiota p(y|f) kutsutaan
uskottavuusfunktioksi, kun sitd tarkastellaan ¢:n funktiona. (T&lloin kiyte-
tadn myos merkintdd L(0;y).) Priorigjakauma p(f) on O:n ei-ehdollinen ja-
kauma, ja sen avulla voidaan kuvata (subjektiivista) ennakkokésitystd para-
metrin arvosta.
Nimé kaksi asiaa yhdistetiin Bayesin kaavan?® avulla:

_p@)p(ylo)  p(@)p(y|0)
PO = = T TO)plyl)an

Siis posteriori voidaan laskea normeeraamalla priorijakaman tiheysfunktion
ja uskottavuusfunktion tulo jakaumaksi.

"Klassinen” tilastotiede perustuu paljolti uskottavuuteen L(0;y) = p(y|0),
kun taas Bayes-tilastotiede posteriorijakaumaan p(6|y). Jalkimmé&inen on to-
dennékoisyysjakauma mita uskottavuus taas ei ole.

Posteriori on normeerausta vaille priori x uskottavuus

p(Bly) o< p(8) p(ylh),

missd merkintd oc tarkoittaa: 'suoraan verrannollinen’.

Jos priori ja uskottavuusfunktio tunnetaan, niin posteriori tunnetaan nor-
meerausta vaille. Laskennalliset ongelmat liittyvéat posteriorin normeerauk-
seen, ts. integraalin [ p(6) p(y|0) df laskemiseen. Toisaalta posteriorisuhde

p(Ooly)  p(bh) % p(yl6o)

p(bhly)  p(61)  pylor)

voidaan maarittda ilman kyseisen integraalin laskemista.

Huomaa, ettd Bayes-analyysi perustuu kahteen informaatioldhteeseen
koskien tuntematonta suuretta 6. Namé ovat: 1) ennakkokasitys p(6):n kautta
ja 2) aineisto p(y|6):n kautta.

!Tarkemmin: otantajakauman tiheysfunktio tai todennikéisyysfunktio.
2T4amé versio Bayesin kaavasta soveltuu jatkuva-arvoiselle parametrille 6. Kappaleessa
2.6 esitettiin diskreetille priori-informaatiolle soveltuva kaava.
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Esim. 1. Normaalimalli. Olkoot havainnot y = (yi,...,¥y,) riippumat-
tomia ehdolla # ja normaalijakautuneita y;|0 ~ N(6,v), missd varianssi v
tunnettu.

Oletetaan vield, etté priori p(f) on normaalinen, ts.

‘9 ~ N(mo, ’UJ(]) y

missa mg ja wy ovat tunnettuja.
Havaintoihin perustuva uskottavuusfunktio on

n

pWlo) = pyr.. - yal6) = [ [ p(uil0)

i=1
1 n

X eXp {—% E (y, —9)2}
i=1

ehdollisen riippumattomuuden perusteella.
Edelleen priori on

p(6) = e WO o g O

\/2mwy

Posterior: voidaan kirjoittaa muodossa

p(0ly) e T O7m0 o o3 B — =30

Y

missa

Q= (i + ﬁ) (0 —my)* + vakio,

Wo v

m ny 1 n
Wo v Wo v
Laskeminen perustuu neliéén tdydentédmiseen.

Posteriorijakauman tiheysfunktion muodosta ndemme, etti se on normaa-
lijakauma 6|y ~ N(mq, w;):

1 2
p(9|y) X exp {—2—w1(9 - ml) } )
(1 n)_l(mo ngj)
my=|-—+— —+—,
Wo (% Wo (%
(5)
w1 = — 4+ — .
Wo v
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Jos priori ja posteriori kuuluvat samaan jakaumaperheeseen, niin pu-
hutaan konjugaattiperheistd. Normaalipriori keskiarvoparametrille (kun va-
rianssi on tunnettu) on normaalimallille ns. konjugaattipriori.

Esim. 2. Cavendishin aineisto (jatk.)

e Priori: varmasti # > 1 (veden tiheys = 1), ennakkoestimaatti 6 = 5.
Olkoon 6 ~ N(5,0.5).

o Uskottavuus: Normaali, varianssioletus 0.04 (vakio, mittaustarkkuus).

e Posteriori: 0|y ~ N(mq,w;), missé
= (s + B59) | (& + ) = 5483
wi = (G + 25) 7 = 0.00173,

0.04

Kuvio: Priori (lattea katkoviiva), posteriori (yhtendinen viiva). Priori
kuvaa f:aan liittyvéd epavarmuutta ennen mittauksia. Aineistosta opitaan ja
posteriori kuvaa tata epavarmuutta sen jalkeen, kun havainnot ovat kiytossa.

w p—
i)
< © -
[
=)
2 < -
(0]
<
o N _
o — e == - " T - -
| | | | |
3 4 5 6 7
theta
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Posteriorijakauma on nayttéa siis seuraavalta:

tiheysfunktio

5.2 5.3 5.4 5.5 5.6 5.7 5.8

theta

Jakaumasta voidaan laskea 90%:n todennéakoisyysvili maapallon tihey-
delle: se on (5.415,5.552).

Kerrataan vield tehdyt oletukset, jotka ovat johtaneet tdhén tulokseen:
1. Havainnot normaaliset, varianssi tunnettu vakio.

2. Havainnot ehdollisesti riippumattomat ehdolla 6 (vaihdannaisia).

3. Priori on normaali, melko epainformatiivinen.

Edella tarkasteltu posteriorin johto nojautuu vahvasti konjugaattisuu-
teen. Kun siitd luovutaan, asiat mutkistuvat. Posteriorijakaumaa ei t&lldin
voida valttamatta esittdd suljetussa muodossa. Moderni tapa laskea poste-
riori yleisesti on kéyttaéd simulointia, erityisesti Markov Chain Monte Carlo
(MCMC) -menetelméé. Tahén palataan Bayes-tilastotiede 2 -kurssilla.
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4.3 Bayesin kaavan perakkaiskaytto

Oletetaan ettéd priori on p(#) ja uskottavuus p(y|@). Olkoon havainto y; ja
sithen perustuva posteriori p(0|y;).

Tehddén uusi havainto ¥, joka on riippumaton y;:sta ehdolla 6. Molem-
piin havaintoihin perustuva posteriori on

) p(y1, y2|0)
) p(y110) p(y210)
Oly1) p(y2l0).

Voidaan siis ajatella, ettd posteriori p(0|y;, y) saadaan kahdessa vaiheessa:

p(9|y1,y2) o< p(0

(
(
o p(
(

1. Havainto y; opettaa prioria p(6), tuloksena on posteriori p(8|y;).
2. yy opettaa prioria p(f|y), tuloksena posteriori p(0|y1,y2) -

Edellinen toimii my6s kidnteisessé jarjestyksessd niin, ettd p(0|ys) opete-
tetaan havainnolla y; (riippumatta siitd, missé jarjestyksessd havainnot on
tehty).

4.4 Havainnon prioriennustejakauma

Priori- ja posteriorijakaumat ovat tn-jakaumia parametriavaruudessa ©. Sen
sijaan otantajakauma p(y|0) on todennékoisyysjakauma havaintoavaruudes-
sa, merk. ). Bayes-tilastotieteesséd tarkastellaan kahta muuta avaruudelle )
méadriteltyd jakaumaa: priori- ja posterioriennustejakaumaa. Téassd "havain-
to” y voi olla skalaari, vektori tai yleisemmin havaintoaineisto.

Havainnon y reunajakaumaa

ply) = / p(y, 0)do = / p(y]0)p(6)de.

kutsutaan prioriennustejakaumaksi.

Tama on siis eri asia kuin havainnon jakauma "klassisessa” tilastotietees-
sé, jossa havainnon jakaumalla tarkoitetaan ehdollista jakaumaa p(y|6). Ha-
vainnon prioriennustejakauma ei kidytd aineistoa lainkaan: se sisdltda vaih-
telun, joka tulee prioritiedosta. Se on “ennuste” tulevalle havainnolle, kun
uskottavuus ja priori on valittu (mutta havaintoa ei ole tehty). Jakaumaa
p(y) voidaan kdyttdd mm. tutkittaessa priorijakauman jarkevyytta.
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Esim. 3. (Cavendishin aineisto, jatk.) Olkoon 6 ~ N(5,0.5) ja g|0 ~
N(#,0.04) (yksi havainto mallista). M&éritettava g:n jakauma p(g).
Oikotie, jolla véltetdén integrointi: Kirjoitetaan

g=(g—0)+90.

Nyt § — 8]0 ~ N(0,0.04) ja 8 ~ N(5,0.5). Edelleen § — 6 ja 6 ovat riippu-
mattomia. 3 T#lléin 4 on kahden normaalijakautuneen satunnaismuuttujan
summana normaalijakautunut, ja

E() =E(—0)+EW0)=0+5=5,
Var(g) = Var(y — 0) + Var(f) = 0.04 4+ 0.5 = 0.54.

Siis g ~ N(5,0.54).
Kuviossa on esitetty prioriennustejakauma ja havaintoaineisto pienin pal-
loin.

reunajakauma
0.3 0.4
!

0.2

0.1

SMerkintid § — )0 tarkoittaa erotuksen § — @ ehdollista jakaumaa ehdolla 6. TAmi
jakauma ei riipu 0:sta, ts. p(Z|0) = p(2), missd Z = §—0. Siis §—0 ja 6 ovat riippumattomia.
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Reunajakauman odotusarvo ja varianssi voidaan myos laskea “ehdollista-
mistekniikalla” (laske), joka perustuu yhtéléihin

E(y) = EoE(y]6).
Var(y) = EgVar(y|0) + VaryE(y|0).

4.5 Posterioriennustejakauma

Oletetaan, etté aineistoon y perustuva posteriori on p(f]y). Se summaa 6:aa
koskevan epavarmuuden havainnon y tekemisen jilkeen.

Tehddén uusi havainto g, joka on riippumaton y:std ehdolla 6. T&ll6in
posterioriennustejakauma y:lle on y:n ehdollinen jakauma ehdolla y, merk.
p(7|y). Se on sekoitusjakauma jakaumasta p(g|6), missé 6:n painoina on pos-
teriorijakauman p(6|y) arvot:

p(ly) = / p(316. y)p(6]y) 6

_ / p(516)p(6]y)ds.

Esim. 4. Cavendishin aineisto, jatk. Olkoon edelleen 6 ~ N(5,0.5),
y|0 ~ N(6,0.04). Maaritettava jakauma p(gly). Kéytetdan samaa trikkia kuin
edellisessa esimerkissa:

g=(g—0)+80.

Nyt 5 — 60|60 ~ N(0,0.04) ja 0|y ~ N(5.483,0.0017). Edelleen g — 0 ja 6 ovat
riippumattomia.

Téasta seuraa, etta gly ~ N(5.483,0.0417). Kuvioon on my6s piirretty x
-akselille havaittu aineisto.
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2.0

posterioriennustejakauma
1.0 15
| |

0.5

0.0

Esim. 5. Simulointi (Cavendish jatk.) Posterioriennustejakauma on
my6s helppo maarittdd simuloimalla, jos pystytddn simuloimaan posterio-
rijakaumaa. Ensin simuloidaan 6 (theta) posteriorijakumasta p(6|y) ja sitten
g (yenn) jakaumasta p(g|6) kiyttden simuloitua arvoa 6.

n.sims <- 1000
theta <- rnorm(n.sims,5.483,sqrt(0.0017))
yenn <- rnorm(n.sims,theta,0.2)

Kuviossa on simulaatioiden histogrammin lisdksi teoreettinen posteriori-
jakauman kéiyra ja alkuperdiset havainnot.

Posterioriennustejakauma simuloimalla

77*x

15 2.0
1 |

Density
1.0

0.5

0.0

5.0 55 6.0

<t
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Luku 5

Y ksiparametrisia malleja

Seuraavaksi késittelemme yleisimpid ja hyddyllisimpid yksiparametrisia mal-
leja. N&itd ovat normaalijakauma (joko odotusarvo tai varianssi tuntematon),
binomijakauma, Poisson-jakauma ja eksponenttijakauma.

5.1 Normaalinen otos, odotusarvo tuntematon

Normaalisen otoksen posteriorijakauma, kun odotusarvo on tuntematon,
johdettiin kappaleessa 4.2, esimerkissd 1. Oletimme, ettd meilld on otos

y= (1 yn) Ja
e y;|6 ~ N(0,v), riippumattomia ehdolla 6,
e varianssi v tunnettu,
e 0 ~ N(mqg,wp) (priori).

Télléin posteriori on 6|y ~ N(my, wq), missé

mg | Ny
wo_'_v

m; = 1 A
wo

)
wp = — 4+ — .
Wo (%

Priorijakauma ja posteriorijakauma ovat molemmat normaalisia. Tamén
vuoksi sanomme, ettd normaalinen priorijakauma on konjugaattinen normaa-
lille otantajakaumalle.

S|

Z Yis
i=1

<3
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Siirryttéessa priorista posterioriin havainto paivittia normaalijakauman
keskiarvoparametria ja varianssia: Posterioriodotusarvo m; voidaan kirjoit-
1
taa muodossa
wy wp
my=—-mo+—— -7,
wo v/n
joten m; on prioriodotusarvon mg ja otoskeskiarvon i painotettu keskiarvo.
Painot kuvaavat prioritiedon ja havainnon suhteellista voimakkuutta. Tamé&

nakyy siitd, ettd painojen suhde on

vo/n __ Wo
w1 - )
v/

joka on priorivarianssin wy ja otoskeskiarvon varianssin v/n suhde.
Posterioriodotusarvo on otoskeskiarvon kutistus (shrinkage) kohti priorio-
dotusarvoa. Prioritieto muuttuu epéoleelliseksi, kun otoskoko ldhestyy aére-
tonté, silla
mi; — 9, kun n — .

Liséiksi, kun prioritieto on heikkoa ja havainnon informaatio suuri (otos-
koko n suuri), niin likimain

Olys, -y ~ N, =)

Sl

Téstéa seuraa esimerkiksi se, ettd 95%:n HDI on likiméérin

yil.%\/z
n

Numeerisesti 95 %:n HDI on tasséd tapauksessa sama kuin “klassinen” 95 %:n
luottamusvéli — mutta vain numeerisesti, silla tulkinta on eri!

Bayes-tilastotieteessé usein kdytetadn heikkoa prioria ilmaisemaan tieté-
méattomyytta. Esimerkkeja heikosta priorista ovat tasajakauma ja normaali-
jakauma suurella varianssilla:

p(#) x k (vakio),

0 ~ N(0,0%), o2 suuri.
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Naista prioreista ensimmaéinen, tasajakauma &drettoméan pitkéan vélin yli,
on ns. epdaito priori (ei integroidu). Kuitenkin posteriori voi olla aito (kuten
téssé tapauksessa):

Tama on aito priori, koska integraali

/ exp {—% i(y - 9)2} dg

=1

suppenee.

Voidaan myos varautua siihen, etta priori ei saa olla liian "rajoittava”. Tal-
16in priori on tietyssd mielessa robusti. Esimerkiksi voidaan ajatella seuraavaa
ennakkotietoa: Havainnot ovat keskittyneet jonkin kiinnitetyn parametriar-
von 6y ympdrille, mutta suuretkin poikkeamat tistd arvosta voivat tulla kysy-
mykseen. Talloin voidaan kdyttad paksuhdntéistd prioria kuten t-jakaumaa;
esim. 6 — 0y ~ t(v) jollakin vapausasteiden mééralla v.

t- jakauma on levedhéantéainen

<
o
@ _|
o ©
k]
c
> NN
B o ]
>
[}
oy
R
o
o |
© T T T
-5 0 5
theta
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5.2 Binomiotos

Havainto y; on dikotominen, kun se voi saada vain kaksi arvoa, "onnistu-
minen” ja "epdonnistuminen”. Kun onnistumisen todennékdoisyys pysyy koko
ajan samana toistokokeissa, kyseessé on ns. Bernoullin koe. Epdonnistuminen
koodataan yleensa luvulla 0 ja onnistuminen luvulla 1. Se, mitd "onnistumi-
sella” tarkoitetaan, riippuu tilanteesta (kruuna, voitto, kuolema, ...).

Yhta Bernoullin koetta vastaava uskottavuusfunktio on

p(ylw) = 0¥ (1 - 9)1_%? Y; = Oa ]-7

missd # on onnistumisen (arvon 1) todennédkoisyys. Kun tehddén n toisto-
koetta, jotka ovat riippumattomia ehdolla 6, uskottavuusfunktio on

p(ylo) = _H {ov (1—0) v} =0 (1—0)"",

missé s = Y., y;. Onnistumisten lukumééré ehdolla 6 on binomijakautunut:
s|0 ~ Bin(n, 0), E(s|0) = nf, Var(s|0) = nf(1 — 0).

Priorin konstruointi. Tuntematon suure # voi saada arvoja valilta [0, 1].
Siksi priori on madriteltavé télle vélille. Joustava vaihtoehto on beetajakauma
Beta(a, 5), a >0, > 0, jonka tiheysfunktio on

C(a+ pB)
[(a) D(B)
x 671 (1— )L,

p(0]a, B) 0t (1—-0)°1, 0<0<1,

. . o0 — — :
missi I'(v) = [~ t“"'e~"dt on ns. gammafunktio.
Seuraavassa on joitain gamma-funktion ominaisuuksia:

o I'(v) = (v—1)I'(v — 1) (rekursiokaava)
el'n)=n-1Ln=12,..., T'(1)=0, lim, o+ ['(z)=00
e I(v) ~ 21 e’ 1”2 (Stirlingin kaava)

Posteriori. Kaytettdessd beetajakaumaa priorina, § ~ Beta(a, ), poste-
riorijakaumaksi saadaan

p(Oly) o 671 (1—0)" 10" (1—0)"
o ea—l—s—l (1 o e)ﬁ—l—n—s—l 7
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joka on Beta(a + s,8 + n — s) -jakauma. (Huomaa, ettd tyyppid p(0) o
62 (1—6)°, 0 € [0, 1], oleva jakauma on aina beetajakauma, jonka parametrit
ovata=a+1jaf=>b+1.)

Beetajakauma on konjugaattipriori binomiotokselle, koska my6s posteriori
on beetajakauma. Otos paivittdd jakauman parametrit seuraavasti:

priori  posteriori
o a—+s

I3 B+n—s

Beetajakauman ominaisuuksia. Laskemalla voidaan osoittaa (ei tarvitse
integroidal), ettd

B0l B) =
af
Varlbleo8) = i@ a1
F a—1
moodl = m

Edelld olevat patevét jakaumalle Beta(a, 8). Tésta saadaan suoralla sijoituk-
silla « — a+ s ja f§ — B+ n — s posteriorijakauman tunnusluvut, esim.

o+ s
E(6 = —
(01y) a+p+n
di a+s—1
moo = —
' a+p+n—2

Beetajakauman odotusarvo voidaan laskea téydentdmalld integrandi (in-
tegroitava lauseke) tiheysfunktioksi seuraavalla tavalla:
E(f]a, B)
U T(a+B)
= f ———— 01 (1 -6 "1do
| O
~ Tla+D)I(a+p) /1 Lla+6+1)
FNa)l(a+p+1) ), D(a+ DHI(B)
al'(a) I'a+5)

I(a)  (a+p)l(a+p)

@
o+

gletD=1(1 — g)5-1dh

Y
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koska 3. rivin integraali on beetajakauman tiheysfunktion integraali yli pa-
rametriavaruuden ja se on 1. Esitetty "laskutemppu” on hyédyllinen monissa
muissakin vastaavissa tilanteissa ja kannattaa osata.

Vastaavasti voidaan laskea varianssi laskemalla ensin E(62|y) ja siité

Var(0]y) = E(6*|y) — E(0]y)*.

Suurten otosten tapauksessa paadytddan samanlaiseen tulokseen kuin nor-
maalisen otoksen tapauksessa. Posterioriodotusarvo on likimain otoskeskiar-
vo. Nimittdin kun n ~ oo,

Paadytaan siis “klassiseen” suurimman uskottavuuden estimaattoriin.
Myos keskeistd raja-arvolausetta muistuttava tulos pétee:

<e — E(6ly)
Var(0]y)

y) — N(0,1).

Téahén perustuu esim. 95 %:n HDI:n approksimaatio

E(0]y) = 1.96 /Var(8]y) .

(Kuitenkin normaalijakauma-approksimaatio on kdytdnnossd tarkempi
logit-muunnokselle (vedonlyontisuhteen logaritmille) ¢ = log(0/(1 —6)). Jos
0 ~ Beta(a, 3), niin

_1
£o) ~ 1o (52
2

Var(¢) ~ é + %

)

Esim. 1. Olkoon tuntematon suure 6 kalifornialaisten osuus, jotka kan-
nattavat kuolemanrangaistusta. Oletetaan, ettd priori on 6 ~ Beta, jolle
E(#) = 0.6, sd = 0.3. (Usein priori annetaan juuri téssd muodossa — on siis
ratkaistava o ja ().
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(i) Beetajakauman parametrit ratkaistaan yhtaloparista
Q@

a+p

= 0.6,

of

o 2
(a+p)2(a+pB+1) 037,

ja saadaan a =1, § = % Priori on siis

=

pf) x(1—-6)"3, 0<6<1.

(ii) Tehdadn kokoa n = 1000 oleva otos y. Otokseen tulleista s = 650
kannattaa kuolemanrangaistusta. Posteriori on Beta(651, 350.667), ts.

p(By) o< 690 (1 — §)349967

Edelleen
1+ 650
3
1 4 650)(2 + 1000 — 650
Var(fly) = ( )G ) _ 0.00228,

(14 2+ 1000)2(1 + £ 4 1000 + 1)
sd(fly) = 0.0151,
HDI(0.95) = (0.620,0.679).

HDI:n laskemisessa on kiytetty asymptoottista approksimaatiota
0.6499 £ 1.96 - 0.0151.

Kuten seuraavista kuvista ndemme, posteriorijakauma on néin suurella
otoskoolla ldhes normaalinen:

priori (——-) ja posteriori (yhten.) posteriorijakauma
o
i 7 o
2 o
e °© o &7
£ o | =
E E
14 4
> % ] > o
g s g =
N =
s w
o
> ] o
° T T T T T T T T T T T
00 02 04 06 08 10 0.60 0.62 064 066 0.68 0.70
theta theta
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Posterioriennustejakauma. Meilld on siis seuraavanlainen tilanne:

y;|0 ~ Bin(1,0), havainnot riippumattomia ehdolla 6,
0 ~ Beta(a, ) on priori,
0y ~ Beta(a+s,8+n —s) on posteriori.

Olkoon uusi havainto g riippumaton y:sta ehdolla 6. Tehtédvana on méaarittasa
posterioriennustejakauma p(g|y). Koska

voimme paatelld, ettd posterioriennustejakauma on
a—+s
gly ~Bin | 1, —— ] .
il ( a+ B+ n)
Huomaa, ettd jos o = § = 1 eli priori on tasajakauma, niin

5 s+ 1
P(y=1ly)=n+2-

Uuden havainnon jakauma ei siis enééd ole "tavallinen” havainnon jakauma
Bin(1,#) vaan jotain aivan muuta. Témé&n jakauman my6s Thomas Bayes
laski.

Esim 1. (jatkoa) Esimerkissimme uusi havainto § (yhden henkilén

mielipide) ehdolla aineisto noudattaa Bernoullin jakaumaa, jolle

14650
14241000

P(gly) = 0.6499.
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5.3 Poisson-otos

Poisson-prosessin avulla voidaan mallintaa ajassa tapahtuvaa ilmicta, josta
rekisterdiddén tapahtuma-ajat. Merkitddn N(At):114 tapausten lukuméara
aikavélilla At ja |At|:lla aikavélin pituutta. Poisson-prosessin oletetaan to-
teuttavan seuraavat ehdot:

e P(N(At) =1|0) = 0|At] + o(|At]).
o P(N(At) > 2|6) = o(|At]).
e Tapahtumat erillisilla véleilld ovat riippumattomia (ehdolla 6).

(Tassé o(h) : o(h)/h — 0, kun h — 0.)

Néiden ehtojen nojalla Poisson-prosessi on malli harvinaisille tapahtumil-
le. Se on yleisesti kiytetty malli mm. jonoteoriassa ja riskiteoriassa.

Ehdoista seuraa, etté

| At])*
P(N(At) = k|f) = % e IM E=0,1,2,...,

joka on Poissonin jakauman todennékoisyysfunktio, kun parametri on 6|At|.
Siis yhdessé aikayksikossd (|At| = 1) Poisson-tapahtumien lukumééra nou-
dattaa Poisson(f)-jakaumaa.

Yleisesti Poissonin jakauman todennékdisyysfunktio on

Hy -0
p(ylo) = ae .

Jakauma on siinéd mielessa poikkeuksellinen, ettd odotusarvo ja varianssi ovat
yhté suuret: E(y|0) = 0 ja Var(y|6) = 6.

Konjugaattinen priori Poissonin jakaumalle on gammajakauma
Gamma(cq, 5), missé « on muotoparametri ja [ kddnteinen asteikko-
parametri (intensiteetti). Huomaa, etté joskus kiytetddn asteikkoparametria
1/ toisena parametrina. Gammajakauman tiheysfunktio on

o 50‘ a—1 _—pB0
p(@)—r(a)é’ e 08>0,

missa



on gammafunktio.
Gammajakauman tunnuslukuja ovat

E(6la, 8) = %
Var(fla, ) = %,
moodi = agl.

Odotusarvo voidaan johtaa samalla tavalla kuin beetajakauman tapauksessa:

E(0]a, ) = / 9" po1o-m04g
0

I(a)
INa+1 o atl o
- S ), e
al'(a)
BL(a)
. o
e

On hyodyllisté tuntea seuraavanlainen parametrin 5 ominaisuus: Jos ¢ ~
Gamma(a, 1) ja 0 = %qﬁ, niin

0 ~ Gamma(a, 3) .

Siten % on asteikkoparametri.

Posteriorijakauma. Olkoon y = (yi,...,y,) Poisson-otos: havainnot
yi, @ = 1,...,n, ovat riippumattomia ehdolla 0 ja y;|0 ~ Poisson(#).

Talloin uskottavuus on

n Qyi
p@mzll[ aﬂmwew,

y;!

i=1

missé s = Y 1, Yi-
Olkoon liséiksi § ~ Gamma(a, 3). Talloin
p(Bly) o< p(0) p(yl0)
o ea—l 6—50 . g3 e—n@
o ea-i—s—l e—(B-i—n)G

Y

38



joka on Gamma(a + s, 8+ n). Gammajakauman ominaisuuksien perusteella

E(0ly) = 5
Var(6]y) — ﬁ.

Huomaa, ettd suurilla otoksilla E(f|y) ~ > = g (su-estimaattori) riippu-
matta parametrista a ja 3:

Reunajakauma eli prioriennustejakauma (yhdelle havainnolle). Olete-
taan, ettd y|6 ~ Poisson(f) ja 6 ~ Gamma(a, $). Télléin y:n reunajakauma
on (mééritelmin mukaisesti)

0 gy o
ply) = /0 %e‘e meo‘_le_ﬁe de

_ I'(o +y)B° F BT g1 (8410

~ LTI )y T

I'(a+y)s°
yl(B+1)*H ()
_ (a+y—D(a+y—2)---aol(a) B \“ 1 \Y
- xo () ()

N (aﬂ/_l)( . )< 1 )y

B y B+1 B+1

B a+y—1 B \" o\

- ( a—1 )(ﬁ) (ﬁ) y=012,...

Saatu jakauma on negatiivinen binomijakauma NegBin(«, f3), jolle

E(yla, B) = %,
Var(yla, 8) = %m 1),

Negatiivinen binomijakauma siis saadaan sekoituksena Poissonin jakau-
mista:

NegBin(y|a, 8) = /Poisson(y|9) Gamma(f|«, ) d6.

Jakaumaa kdytetadn klassisessa tilastotietessd “ylihajontatilanteissa” kuten
heterogeenisten aineistojen mallintamisessa.

39



Huomaa, etté joskus kdytetaan parametrointia (o, p), missi p = % (ku-
ten 1stBayes ja R!).

Posterioriennustejakama. Vastaavasti voidaan johtaa posterioriennusteja-
kauma tulevalle havainnolle ¢, kun on jo havaittu y1, ..., y,. Jakauma p(g|y)
on

NegBin(a + s, 5+ n).

Esim. 2. Sovellus epidemiologiaan. Oletetaan, ettd muuttuja y; kuvaa
sairastuneiden lukumé&iraa alueessa 7. Lisdksi tiedetddn odotettavissa ole-
va sairastuneiden méara x; alueessa ¢. Tama suure saadaan rekisteristd ja
se ottaa huomioon vikiluvun, iké- ja sukupuolijakauman sekéd sosioekonomi-
sen statuksen. Epidemiologiassa lasketaan ns. standardoitu sairastavuusluku

(SIR), joka on y;/z;.
Oletetaan, etta

e y;|0, x; ~ Poisson(fz;);
® yi,...,Yyx ovat riippumattomia ehdolla 6, x;
e 0 ~ Gamma(q, ().

Tassa 6 on tulkittavissa sairastavuusriskiksi.
On helppo havaita, ettd malli on loglineaarinen malli, silla

log E(y;]0, x;) = log 6 + log x;

missé log x; on kiinnitetty (ns. offset) muuttuja.
Posteriori on nyt

K
p(0ly) o< [ {0 e} oot e
i=1

K K
a+Y i Yi—1 —(B+D 1 )0
X 9 Zz_l Yi e (B Zl—l l) ,

joka on

Gamma(a + E i, B+ g xi).
i i
Kiinnitetddn huomiota seuraavaan asiaan: Posteriorin odotusarvo on
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Kun tata verrataan su-estimaattoriin

é: ZZ?/@
P

niin havaitaan, ettd Bayes-estimaattori "kutistaa” kohti prioria. (Standardoitu sai-
rastumisluku on su-estimaatti #:lle Poisson-mallissa, kun 6 vaihtelee alueittain.)

Esim. 3. Hirvet. Tutkimusalue koostuu 15:sta 100 km?:n ruudusta, joista
on laskettu lentokoneesta kéisin hirvien lukumaérat tietylla hetkelld. Havain-
toaineisto on:

5,7,7,12,2,14,7,8,5,6,18,6,4, 1, 4.
Ainestosta laskettu keskiarvo on 7.07, varianssi 20.352 ja keskihajonta 4.51.

havaitut frekvenssit

< —
o™ —
‘»
(2]
&
N_
<
(O]
=
‘_|_
O_

Oletetaan, etté y;|0 ~ Poisson(#) ovat riippumattomia ehdolla 6. Valitaan
prioriksi § ~ Gamma(4,0.5) (jonka odotusarvoarvo on 8 ja keskihajonta 4).
Téalloin posteriori on 0|y ~ Gamma(110, 15.5).
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Theta:n posteriori

©
o
Tunnuslukuja: 7
g S
odotusarvo 7.0968 s _
varianssi 0.4578 8 o |
keskihajonta 0.6767 e
95%:m HDI  5.7923,8.4375 ]
S T T T T
5 6 7 8 9
theta

Posterioriennustejakauma (uudelle havainnolle) on NegBin(110,15.5),
jolle

Posterioriennustejakauma

0.12 0.14
| |

0.10
|

odotusarvo 7.0968 8 4
varianssi 7.5546
keskihajonta 2.7486

0.06
|

0.04
|

0.02
|

=DH HHEEEE HDDDE=___

012345867829 11 13 15 17 19

0.00
L

¥
Huomaa, ettd R ja lstbayes kdyttdéd negatiivisen binomijakauman para-
B

metrisointia (o, p = m) Jakauman todennékéisyysfunktio on silloin

a+y—1 o
p(y)z( 5 )p(l—p)y,y:O,l,Q,...
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Posterioriennustejakaumaa voidaan simuloida R:ll4 joko suoraan negatiivi-
sesta binomijakaumasta tai simuloimalla ensin 6 (theta.post) posteriorijakau-
masta ja sitten 7 (y.post) Poisson-jakaumasta ehdolla 0:

n.sims <- 1000

#Nain:

y.post <- rnbinom(n.sims,size=110,prob=15.5/(15.5+1))
#Tai n&din:

theta.post <- rgamma(n.sims,110,15.5)

y.post <- rpois(n.sims,theta.post)

Simuloitu posterioriennustejakauma

o
F

Frekvenssi
40 60 100 120
1 1 1 1

20
|

o;=DD UHEEEEE HDDDD==

01 23 45 6 7 89 11

y

5.4 Otos eksponentiaalisesta mallista

Yksinkertainen malli havainnoille, jotka voivat saada positiivisia reaalilukuar-
voja on eksponettijakauma. Jakaumaa voidaan kiyttda tietyissé tapauksissa
elinaikojen mallinnukseen. Jakauman tiheysfunktio on

p(yld) =0, y>0,0>0,

joka on erikoistapaus gammajakaumasta: Exp(0) ~ Gamma(1, #). Sille pétee

1 1
E(yl0) = ] , Var(y|0) = 2
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ja eloonjadmisfunktio (tai valttéfunktio, survival function) on
S(t|9) =Py >tlf) =e? t>0.
Eksponenttijakaumalla on unohtavuusominaisuus: Jokaiselle ¢, h > 0

P(y > t+ hl|0)
P(y > t[0)
—6(t+h)

Ply>t+hly>t0)

e

e—0t

— et

joka ei riipu t:std. Tama tarkoittaa sité, ettd "laite ei vanhene”.
Madritelladn vaarafunktio (hazard function):

_ p(yl9)
S(yl6)’

Tamé voidaan ymmértdé niin, ettd h(y|f) Ay on likimain yhtd kuin

h(yl0)

y>0.

P( kuolema val. (y,y + Ay) | elossa hetkelld y , 0)

Eksponenttijakaumalle h(y|0) = 6 (vakio). Myds kdénteinen on voimassa:
jos vaarafunktio on vakio, niin jakauma on eksponentiaalinen. (Vaarafunktio
mééarittelee yksikésitteisesti jakauman.)

Jos tapahtumat noudattavat Poisson-prosessia (vrt. kappale 5.3), niin sil-
loin tapahtumien véliset ajat noudattavat eksponenttijakaumaa. Taméa on
yksi eksponenttijakauman karakterisointi.

Posteriorijakauma. Olkoot havainnot ;|0 ~ Exp(6) ehdollisesti riippu-
mattomia ehdolla 6. T&ll6in uskottavuus on

polo) = TT{0e™)

en e—@s

)

missi s = Y ., y;. Voidaan myos helposti osoittaa, etté

s|0 ~ Gamma(n, ) .
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Konjugaattinen priori on § ~ Gamma(a, ). Kéytettdessd tatd prioria,
posteriorijakaumaksi saadaan

p(fly) o gre0s . goleB0
e ea—l—n—l 6_(6+S)6,

joka on Gamma(a + n, 8 + s). Edelleen

a+n a+n
——, Var(fly) = ——.
B+s Olv) = Gy
Sensurointi elinaikamalleissa. Elinaikatutkimuksessa voi kidyda niin, ettéa
tutkimus pééttyy ennen kuin kaikki koeyksilot ovat kuolleet (tai komponentit

hajonneet.) Voidaan péétya seuraavanlaiseen oikealta sensuroituun otokseen:

E(fly) =

e Otoskoko on n.
e Ensimmaiset £ havaintoa ovat yq,...,yx, k < n.

e Lopuista (n — k):sta havainnosta tiedetddn, ettd niille y; > yo, missé
Yo on tunnettu “sensurointikohta”.

Liséksi oletetaan, ettd havainnot y;|0 ~ Exp(6) ovat riippumattomia ehdolla
0, ja valitaan konjugaattipriori § ~ Gamma(c, [3).

Havainnoista y;, ¢ = k + 1, ..., n tiedetdén vain, ettd y; > yo (miké sekin
on informaatiota ja tulee hyodyntdd). Tadmén tapauksen todenndkoisyys on

P(y: > yol0) = e = S(yo6),

joka tulee uskottavuusfunktioon tiheysfunktion tilalle. Sensuroidun otoksen
uskottavuusfunktio on siis

k
p(ylo) = H {96_9%‘} : [5(y0|9)](n—k)

—  gF o5k o= (n=F)0yo

ok 6—9[8k+(”—k)y0]’

missé sp = Y ., Ui -
Posteriorijakauma on nyt

p(0ly) o< gF o—Olskt(n—=k)yo] ga—1,-p56
= 90!+k—1 6_[B+Sk+(n_k)y0}6’
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joka on

Gamma(a +k, B+ s + (n — k)yo). (5.1)
Sen posteriorikeskiarvo ja -varianssi ovat
a+k
E 9 - )
N LT
k
Var(6ly) = ar

(B+ sk 4 (n—k)yo)?

Sensuroinnin hallitseminen on erittidin tarkea elinaikatutkimuksissa —
usein aineisto on sensuroitu.

Esim. 4. Sensurointi. Oletetaan, ettd on tehty seuraavat elinaikahavain-

not:
1.54,0.70,1.23,0.82,0.99, 1.33,0.38,0.99,1.97,1.10, 0.40

Aineiston tiedetdén olevan oikealta sensuroidun arvoon y, = 2.0 ja sen-
suroitujen havaintojen maéra on 4. Otoksen koko on 15. Oletetaan, etté
y;|0 ~ Exp(0) ja ettd havainnot ovat ehdollisesti riippumattomia. Olete-
taan lisdksi, ettd priori on § ~ Gamma(2, 1), jolloin prioriodotusarvo on 2 ja
priorivarianssi 2 (keskihajonta 1.42).

Tuloksen (5.1) perusteella posteriori on

Gamma(13.00, 20.45),

jonka odotusarvo on 0.636, keskihajonta 0.176 ja 95 %:n symmetrinen pos-
teriorivali (0.338,1.025).
Alla on priorin (katkoviiva) ja posteriorin (yhteindinen viiva) kuvaajat.

2.0

tiheysfunktio
1.0

0.0




5.5 Normaaliotos, varianssi tuntematon, odo-
tusarvo tunnettu

Oletetaan, ettd y;|u, ¢ ~ N(u, @), missd p tunnettu ja ¢ tuntematon (ja
kiinnostuksen kohde). Havainnot y = (y1, . . ., y,) oletetaan riippumattomiksi
ehdolla ¢.
Talloin uskottavuus on
pylg) o ¢F e e Dl

7L2
O(¢2€2¢

missi 53 = 250 (4 — p)?.
K onjugaattzpmom on kddnteinen gammajakauma InvGamma(c, (3), jonka

tiheysfunktio on

Q

p(¢) x o eTo $>0.
"Kaanteisyys” tarkoittaa sitd, ettd jos X ~ Gamma(a, ), niin 1/X ~
InvGamma(a, 8). (Johda tiheysfunktion kaava). Jakauman odotusarvo ja va-
rianssi ovat

E(¢) = % a>1, >0,
B2
Var(¢) = CEECER a>2 f>0.

Posteriori on nyt

ply) o ¢ e 8 gt
X ¢—(a+%+1) e_(5+%88)/¢’

joka on InvGamma(a + 5,3 + 5 s?). Posteriorijakauman tunnusluvut ovat
B +2s2
E =—2 =
(Ply) = = ey
(B+ 5 s0)°
Var(gly) = :

(a+5—1)2 (a+2—2)'

Suurilla otoksilla

1
E(ly) ~ 55 =~ > (i — ),
=1

joka on suurimman uskottavuuden estimaattori!
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Luku 6

Jeflreysin epainformatiivinen
priori

Palataan ongelmaan, jossa ennakkotietoa ei ole. Seuraavia ratkaisuja on tar-
jolla (esimerkiksi):

e Kun y|f ~ N(,v), missd v on tunnettu, kiytetdan prioria 6 ~ N(0, w),
missd w on suuri.

e Kun y|f ~ N(0,v), missa v on tunnettu, kiytetdén prioria p(f) x k.
e Kun y|¢ ~ N(u, ¢), missé p on tunnettu, kiytetddn prioria p(¢) oc 1/¢.
e Kun y|f ~ Bin(1,0), kiiytetddn prioria 6 ~ Beta(1,1) (tasajakauma).

Tasajakauman kaytto priorijakaumana ei ole onglematonta. Tarkastel-
laan seuraavanlaista tilannetta: y|@ ~ Bin(1,6) ja meilld ei ole ennakkoin-
formaatiota #:sta. On “luonnollista” valita prioriksi p(f#) o« 1 (ns. Bayes-
Laplace-priori). Mutta silloin meilld ei my6skééan ole informaatiota paramet-
rista ¢ = 6. Edellinen valinta johtaa muunnoskaavan perusteella prioriin

p(¢> X —=

Vo

joka ei ole tasajakauma. Johtopadtcksend on, ettd tasajakauman valinnasta

seuraa paradoksi. Taméa on ollut yksi bayesildisiin kohdistunut lyomaase!
Jeffreysin menetelma. Sir Harold Jeffreys (1891-1989) oli brittildinen ma-

temaatikko, tilastotieteilija, geofyysikko ja astronomi. Hén esitti periaat-
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teen epainformatiivisen priorin konstruoimiseksi: sddnnon, jolla prioryjakau-
ma mddaritetddn, tulisi johtaa samaan tulokseen, vaikka sddntod sovellettai-
s1in muunnettuun parametriin.

Kun méiritelliéin epidinformatiiviseksi priorijakaumaksi p(6) o J(8)'/2,
missé J(#) on parametrin 6 Fisherin informaatio

J(O) =E [(%W)z 9] ~—E {%M ,

Jeffreysin periaate toteutuu.

Tod. Olkoon ¢ = h(f), missd h(.) on aidosti monotoninen ja derivoituva
funktio. T&lloin Fisherin informaatio muunnetulle parametrille ¢ on

bewm)wi:Ekﬂ%MWK»M)GIZK”C%Y’

(@) =E dé o dé

misti saadaan J(¢)/2 = J(0)1/? ’%‘. Tisté seuraa, etti

m@:pmkg

do

/
o J(6)1? P

= J(9)"2.

Esim. 1. Jeffreysin priori binomijakaumalle . Oletetaan, ettd y|0 ~
Bin(n, ). Télloin

sl = (1 Yooy

= logp(y|0) = ylogh + (n — y)log(l — 0) + log ( Z )

d n —
= = logp(ylo) = < - J

do 0 1-—40
d2 nf n—nf n

Jeffreysin priori on siis p(d) o< 672(1 — §)"z, joka on Beta(2, 1)-jakauma.
Huomaa, ettd epédinformatiivinen Bayes—Laplace—prlorl on Beta(1, 1) (tasaja-
kauma).

Jeffreysin priori ei aina johda hyvédan tulokseen. Moniulotteiselle para-
metrille sen kiytto on hankalaa.
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Luku 7

Yleisia periaatteita

7.1 Epaoleellisuus ja tyhjentavyys

Epdoleellisuus (ancillarity) ja tyhjentivyys (sufficiency) ovat keskeisi tilas-
tollisen padttelyn késitteitd ja ne on hyva tuntea. Seuraavassa oletetaan, etté
tuntematon suure on 6 (sitd sen kummemmin spesifioimatta), priori 6:lle p(0)
ja uskottavuus p(y|6).

Epdoleellisuus . Tarkastellaan seuraavassa kahta erikoistapausta:

(a) Jos aineiston y jakauma ehdolla € (uskottavuus) p(y|6) eiriipu 0:sta, niin

p(0ly) o< p(0),

eli posteriori on sama kuin priori. Tama merkitsee sitd, ettd havainnosta
y ei opita, tai toisin sanoin, y on epéinformatiivinen #:lle. Sanomme, etta
y on epdoleellinen O:lle.

(b) Tarkastellaan tilannetta, jos aineisto y on osittain epainformatiivinen
0:1le.Oletetaan, ettd y = (z,z). Voidaan ajatella siten, ettd aineisto y
havaintaan kahdessa osassa: ensin x ja sitten z.

Havaitaan ensin z, jolloin "opetus” on

p(0lx) o< p(0) p(|0).

Havaitaan tdmén jilkeen z, jolloin opetus on

p(0ly) = p(Olz,2) oc p(dz) p(z|z,0)
o< p(0) p(x]0) p(z],0).
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Jos nyt p(x|€) o< 1, niin = on epdoleellinen @:1le. Talloin p(0|x) = p(0) ja
siten

p(0ly) = p(0|x, z) x p(0) p(z|x,0).
Siis téssa tapauksessa posteriori

p(Oly) o< p(0) p(zlz, 0)

riippuu z:n ehdollisesta jakaumasta ehdolla = (ja 6). Posteriori siis si-

saltda epdoleellisella aineiston osalla = ehdollistetun jakauman. Huomaa,

ettd vaikka epéoleellinen otossuure ei sisilld suoraa informaatiota #:sta,
se kuitenkin vaikuttaa epésuoralla tavalla posteriorijakaumaan!

Tyhjentivyys. Jos p(z|z,0) x 1, niin sanomme, ettd x on tyhjentiva 6:lle.
Silloin

p(0lx, z) = p(0lx) o p(0) p(x|0) .
Posteriori (ja siten johtopédatokset) ei riipu lainkaan z:sta.

"Klassisessa tilastotieteessd” pyritdén ehdollistamaan paattelyt epéoleel-
lisen tunnusluvun (kiusatunnusluvun) suhteen. Toisaalta pyritaén etsimaan
tyhjentéava tunnusluku ja kiayttdméadn estimaattoreita ja testisuureita, jotka
ovat sen funktiota. Bayes-tilastotieteessé néihin ei yleensa tarvitse kiinnittaé
huomiota, vaan kaikki hoituu itsetdan posterioria laskettaessa.

Esim. 1. Oletetaan, ettd y;|0 ~ N(6,1), i = 1,2. Oletetaan lisiksi, ettd
havainnot koostuvat mittauksista

r = Y1 —Y2
= Nty

(ja siis havaintoa ei ole muuttujista y; ja yo).
On helppo nahda, etta

p(, 2|0) = p(z) p(2]0),
silld {z|0, z} ~ N(0,2) ja z|@ ~ N(20,2). Siis z on tyhjentéva 6:lle. Koska
liséiksi x| ~ N(0,2), jolloin p(z|f) ei riipu #:sta, on = epéoleellinen. Liséksi

koska p(z]0) = p(x|z,0), ovat x ja z ovat riippumattomia (ehdolla 6) ja myds

p(z]z,0) = p(z]0).
Posteriori on nyt

p(0lz, 2) o< p(0) p(z]0) o p(0]2),
mistd ndhdaén, ettd posteriorijakauma y:n suhteen on sama kuin posteriori-
jakauma z:n suhteen.
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Esim. 2. Oletetaan, ettéd x;|6 ~ Bin(1, #) ja havainnot x = (z1, ..., x,) ovat
riippumattomia ehdolla #. Merkitaén s = > | z; ("onnistumisten” méaara).
Talloin uskottavuus on

p(elo) = J[eoa -0y
— 01— o).

Téssé p(x|s,0) = (7;)_1 x 1, joka ei riipu f:sta. Siis s on tyhjentéava 6:lle.
Tulkinta: Kun s = " | z; tunnetaan, niin havaintojen z,...,z, tun-

teminen ei opeta lisda 6:sta. Voidaan siis toimia posteriorilla p(0|x) tai p(6|s).

7.2 Uskottavuusperiaate ja epainformatiivinen
pysayttaminen

Uskottavuusperiaatteen mukaan kahden todennédkoisyysmallin, joilla on va-
kiolla kertomista lukuun ottamatta sama uskottavuusfunktio, pitéisi johtaa
samaan paattelyyn #:n suhteen. Bayes-paéttely toteuttaa tdmén periaatteen,
koska posteriorijakauma riippuu aineistosta ainoastaan uskottavuusfunktion
valityksella.

(Huomaa kuitenkin, ettéd Jeffreysin periaatteella muodostettu priorijakau-
ma riippuu otantajakaumasta. Talloin priorit voivat poiketa vaikka uskotta-
vuusfunktiot olisivat verrannolliset eli vakiokerrointa lukuun ottamatta sa-
mat. Siksi Jeffreysin periaate on ristiriidassa uskottavuusperiaatteen kanssa!)

Esim. 3. Jatketaan edellistd esimerkkid. Oletetaan, ettd n ei ole kiinnitetty.
Jatketaan toistoja, kunnes saadaan r onnistumista. Nyt n on satunnainen.
Uskottavuus on

-1 r— n—1)—(r—
p(n|f) = <Z_1>9 L1 —g)n=b-=1 ¢

(24 oo

x 0'1-=0"", n=rr+1,....
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Kun n on kiinnitetty (ja  satunnainen), niin

p(rlo,n) = <Z)er(1—9)n—r
o 07(1— )"

Koska kummassakin tapauksessa uskottavuus on sama, niin myos poste-
riori ja siten Bayes-tilastotieteen johtopddtiokset ovat samat, jos priori on sa-
ma. Klassisessa tilastotieteessé su-estimaattori on kummassakin tapauksessa
0 = r/n, mutta jakaumateoria on eri (miksi?).

Tarkea uskottavuusperiaatteen sovellus liittyy otannan pysayttadmissaan-
toihin. Pysayttamissadntoa sanotaan epdinformatiiviseksi, jos perdkkaisotan-
nassa todennédkoisyys keskeyttaéd otanta ei riipu parametrista 6 tai riippuu
siitd ainoastaan havaintojen vélitykselld. T&lloin pysayttamissaanto ei vai-
kuta uskottavuusfunktioon eikéd uskottavuusperiaatteen mukaan myoskaén
parametriin 6 liittyvaéan tilastolliseen péadttelyyn. Bayes-padttelyssa pysayt-
tdmissddnto on epainformatiivinen, jos pysdyttdmissaanto ei vaikuta uskot-
tavuusfunktioon eiké priorijakaumaan.

Oletetaan, ettd havainnot y = (y1, ..., y,) ovat riippumattomia ehdolla
ja noudattavat jakaumaa p(y;|f). Oletetaan lisdksi, ettd pysdyttadmissdanto
1:nnen havainnon kohdalla riippuu edellisistd havainnoista vy, ...y;—1 Merki-
taan pysdyttamishetki kiyttden indikaattorimuuttujaa d;, ¢ =1,...,n+1, ja
méaaritellddn, etta

5 1, jos pysaytetaan otanta,
B 0, jos poimitaan havainto y;.
Talloin todennakoisyysmalli, joka siséltdd sekd havainnot ettéd pysayttamis-
sddnnon, voidaan kirjoittaa muodossa

y75|9 [HP 0‘97y17 7y2—1)p(y2‘9)] X P(5n+1 = 1‘97,@17 7yn)

Jos nyt pysayttamistodennakoisyys 2:nnen havainnon kohdalla maaréytyy
edellisten havaintojen yq, ..., y;_1 perusteella kaikilla ¢ = 1,...,n + 1, niin

P(él = O‘G,yl, ---ayi—l) = P((SZ = O‘yl, ...,yi_1>, 7= 1,2,
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Talloin uskottavuusfunktio on

p(y.616) o< [ [ p(wil6) = p(yl6),

i=1
joten pysayttamissaanto ei vaikuta uskottavuuspaéttelyyn.

Esim 3. (jatkoa) . Kun jatketaan Bernoulli-kokeita, kunnes “onnistumisia”
on r, pysayttaminen méaaraytyy edellisistd havainnoista. Téll6in uskottavuus-
padttelyssa ei tarvitse ottaa huomioon pysayttamissaantoa. Jos otoskoko n
on ennalta kiinnitetty, se on parametrista 6 riippumaton eikd pyséytyssaan-
toa tarvitse ottaa huomioon.
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Luku 8

Hypoteesien testaus

Olkoon parametriavaruus © ja aineisto y. Hypoteesilla H tarkoitetaan pa-
rametriavaruuden osajoukkoa Oy C O (kuten “klassisessa” tilastotieteessd).
Olkoon testattava hypoteesi Hy : 6 € ©¢ ja vastahypoteesi H; : 6 € O,
missid Oy U ©O; = O ja Oy N O = (). Testaustilanteessa on valittava Hym ja
Hi:n valilta.

"Klassisessa” testiteoriassa testi maaritelladan hylkdamisalueen

R = {y|y johtaa Hy:n hylkddmiseen },

avulla. Hylkddmisalue on havaintoavaruuden osa. Testid kuvaavavat toden-
néakoisyydet

P(y c R|9), 0 c @0,
1—-P(y € R|#), 0€ 6Oy,

joita kutsutaan I lajin ja II lajin virheiksi.
Bayes-tilastotieteessa tilanne on vieldkin yksinkertaisempi. Hypoteeseille
maéadritelladn prioritodenndkdisyydet

o — P(QG@Q),
™ = P(9€@1)

seké posterioritodenndkoisyydet

po = P(0€6qly),
p = P(6 €6y
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Priorivedonlyontisuhde 7y /7 kuvaa, kuinka paljon uskomme hypoteesiin
H, suhteessa hypoteesiin H; a priori, ja posteriorivedonlyontisuhde pg/p;
kuvaa tilannetta havainnon y jilkeen. Bayes-tekijiksi sanotaan suhdetta

B— Po/pl'
71'0/71'1

Siten B mittaa, kuinka aineisto muuttaa priorikésitystd. Todennékoisyys
po = P(0 € Oy|y) voidaan esittad B:n avulla seuraavasti:

1

Po = _[1 + B}
™0

Bayes-tekija soveltuu hyvin pistehypoteesien tarkasteluun: Oletetaan , et-
ta @0 = {90} ja @1 = {91} Télloin

po = P(0=0ly) o mop(ylbo)
P = P(‘g = 91|y) X 71 p(y|91)-

Edelleen
Po  To p(yl6o)
= — X —,
Pt ™ p(yl6h)
jolloin B = p(y|6y)/p(y|01) on uskottavuusosamdidrd.
Jos sen sijaan ©¢ ja ©; ovat joukkohypoteeseja, tarvitaan integrointia
parametriavaruuden yli:

p(Holy)/mo . f@o y)do/mo f@ 0)p(0)/mo do
p(Hily)/m f@ y)do/m f@ p(0)/m db

missi m; = f®i p(6)dh, i =0,1

Tapaus, missd Hy on pistehypoteesi ja H; on yhdistetty hypoteesi, ei ole
monien mielestd (esim. Gelman et al. 2013) mielekéis (bayesilaisessd asiayh-
teydessd). Kuitenkin muodollisesti voidaan méaéritelld hypoteesit Hy : 6 = 6
ja Hy: 6 = 0, jolloin Bayesin tekija on

B =

B = p(ng)
f@\{eo} p(y|0)p(0|H,)do

missd p(0|H;) on hypoteesia H; vastaava priorijakauma. On huomattava,
ettéd lopputulos riippuu oleellisesti siitd, miten informatiivista priorijakaumaa
kéiytetaan.
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Esim. 1. (Cavendishin aineisto). Oletetaan, ettd havainnot y;, i =
1,...,n, ovat riippumattomia ehdolla 6 ja y; ~ N(6,0.1). Testataan hypo-
teesia Hy : 0 = 5.4 vs. 0 = 5.5.

Olkoon 7y = 0.8 ja m; = 0.2 (jolloin otetaan vahvasti kantaa Hy:n puo-
lesta). Té&lloin priorivedonlyontisuhde on mg/m = 4.0 ja Bayesin tekija

— pylfo) _ e 3012 (Wi—54)° = i—55)%] () 449

Posteriorivedonlyontisuhde on py/p; = (mo/m) X B ~ 1.797 eli havainto
muuttaa kisitystamme Hi:n suuntaan.

Esim. 2. Hemofilian periytyminen. Miehen perimé sisidltdd kromosomi-
parin XY ja naisen perimé parin XX. Merkitddn X, jos kromosomi X sisaltaé
sairauden aiheuttajan. Seuraavat mahdollisuudet esiintyvét:

) {terve, jos hénelld on XY,
Mies on

sairas, jos hénelld on XY.

terve, jos hanelld on XX,
Nainen on ¢ kantaja, jos hdnelld on XX,

sairas, jos hanelld on XX.

Ongelma: Tiedetéén, ettd nainen ei ole sairas (vaan terve tai kantaja).Liséksi
tiedetddn, ettd naisen &iti ei ole sairas, veli on sairas ja naisen kaksi poikaa
ovat terveitd. On péételtévé, onko nainen taudinkantaja (vai terve).

Tiedetdén valittomaésti (ks. kaavio), etta naisen &iti on kantaja. Merkitdan
0 = 1 jos nainen on kantaja, § = 0 jos terve (ja ei-kantaja). Olkoon priori
PO=1)=3.

Aineisto: Merkitdén y; = 1 jos poika i on sairas, y; = 0 jos terve, i = 1, 2.
Havaitaan y = (0, 0).

Uskottavuus:

P(yl = 0,y2 = 0“9 = 1) =
Py =0,y2 =0l =0) =

=N
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Kaavio perimasta:

B A
Efﬁ’TEATJiI KROMOSCMI
NAINEN VELL
TERVE TAI _ BAIRAZ
KANTAJA

KAKSI POIK A4 TERVEITA
EI-IDENTTISIA

Posteriori saadaan laskemalla:

P(0 =1ly = (0,0))
P(y = (0,0)|0 = 1)P(8 =1)

P(y =(0,0)[0 =1)P(d =1)+P(y =(0,0)|0 =0)P(# =0)

1/4-1/2 1

1/4-1/2+1-1/2 5

=0.20.

Néhdaan, etté terveiden poikien méaéré laskee posterioritodennékoisyytté.
Esim. 2 (jatkoa). Muotoillaan esimerkin kysymys bayesildisend hypotee-
sintestauksena, missa Hy: 0 =0, H; : 0 =1.

Talloin vedonlyontisuhteet ovat:

o P(Ho) —1

m  P(H)

P _ P(Holy) 0.80 40
y4i P(Hily)  0.20 .



ja Bayes-tekija on

Po/P1
0 / 1
On siis positiivista nayttoa siitd, ettd nainen ei ole kantaja.

Huomaa, ettd voidaan laskea hypoteesien posterioritodennéakoisyydet:
po = P(Hply) = 0.80 ja py = P(Hily) = 0.20. Ndmé ovat todellakin to-
dennékoisyyksid. On muistettava, ettéd klassinen P-arvo on ihan jotain muu-
ta.

Tassa tilanteessa hypoteesintestaus on jarkevéa, koska on vain kaksi toi-
sistaan erillistd mallia (pistehypoteesia), joita verrataan. Mallien vélissi ei
ole muita vaihtoehtoja.

B = =4.0.
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Luku 9

Johdatus moniparametrisiin
malleihin

9.1 Kiusaparametrien eliminointi

Olkoon tuntemattoman suureen (usein parametrin) 6 ulottuvuus (dimensio)
suurempi kuin 1, merk. dim(f) =p > 1.

Kaikki parametrit eivit valttamatta kiinnosta, mutta niita tarvitaan, jot-
ta mallin rakenne olisi jarkeva. Téllaisia "yliméaraisia” parametreja sanotaan
kiusaparametreiksi (nuisance). Merkitaan 6 = (60; , 6,), missé 6, koostuu kiin-
nostavista parametreista ja 6, kiusaparametreista.

Esim. 1. Normaalijakauman tapauksessa, y|u,o? ~ N(u,o?), kiinnostus
kohdistuu usein sijaintiparametriin p hajontaparametrin o2 ollessa kiusapa-
rametri. T&lloin 6 = (61, 6y), missi 0 = u, O, = o2.

Oletetaan, ettd aineisto on y ja parametrivektori 8 = (61, 6,). Jos 05 on
kiusaparametri, meité ei niinkdén kiinnosta yhteisposteriori p(6,, f2|y) vaan
reunaposteriori p(61|y).

Reunaposteriori voidaan laskea kahdella tavalla:

1. Yhteisposteriorista, joka on

p(01, 02]y) o< p(y|01,02) p(6:,02) .

Talléin reunaposteriori saadaan integroimalla kiusaparametri ulos, ts.
p(tily) = /p(91,92|y) do,.
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p(01,02|y) = p(61]02, ) p(Oaly) ,
jolloin

mmww3/mmw%mM@WM&.

Simuloitaessa posteriorijakaumaa voidaan simuloida parametrivektoreita
0 = (61, 05) posteriorijakaumasta ja yksinkertaisesti "tiputtaa” ei-kiinnostava

neroida 6, sen reunaposteriorista p(6s|y) ja sitten #; ehdollisesta posteriorista
p(el |027 y) :

9.2 Normaalinen otos
Oletetaan seuraavaksi, ettd aineisto y siséltdd n havaintoa normaalijakau-
masta N (i, 0%), missi i ja o2 ovat tuntemattomia. Asetetaan priorijakauma

p(p, 0?) o (0%)71,

joka on tasajakauma parametrivektorille (u, log(c?)). T#llin posteriorijakau-
ma on

plp,o?ly) o< (o)~ G+ exp <— . Z(yi—u)Z)

i=1

[Z(y — ) +n(y - u)2] )

i=1

202
— (0B exp [
202

= ) Ve (—grlln = D+l - ),

missé

1 n
2 __ Y
8= ;Zl(yz 7))

on otosvarianssi. Tyhjentiviit otossuureet ovat i ja s2.
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Posteriorijakauman faktorointi.

Posteriorijakauma voidaan esittdd tulona p(u, o?|y) = p(ulo?, y)p(a?|y).
Aiemmin johdettiin, ettd kun p:n priorijakauma on tasainen ja o? tunnettu,
j:n posteriorijakauma on

o’y ~ N(g,0%/n). (9.1)

Reunaposteriori o2:lle

Reunaposteriorijakauma p(o?|y) saadaan yhteisjakaumasta integroimalla
wn yli:

bl o [ ey (—olln = 0+ s — ) do

o0

joka on kiinteinen gammajakauma InvGamma((n —1)/2, (n — 1)s%/2).
Jakaumaa kutsutaan myos skaalatuksi kddnteiseksi x2-jakaumaksi. Jos
r ~ Gamma(v/2,1/2), niin x ~ x*(v) (x*-jakauma vapausastein v). Lisiksi
1/x noudattaa kéénteistd gammajakaumaa InvGamma(r/2,1/2) eli kiiénteis-
ti x%-jakaumaa Inv-x2(v). Skaalattu versio edellisestéi on vs?/x, joka noudat-
taa skaalattua kisinteistd y2-jakaumaa Inv-x?(v, s?).
Siis reunaposteriori o2:lle on

o?|y ~ Inv-x2(n — 1, s%).

Huomaa, ettd tdméa tulos on yhteneva vastaavan otantateorian tuloksen
(n—1)s2

e x2_, kanssa, joskin otantateorian tapauksessa u ja o2 ajatellaan

kiinteind ja s? satunnaisena.
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Reunaposteriorijakauma pi:lle

Vastaavalla tavalla voimme johtaa p:n reunaposteriorijakauman. Merkit-
semilli A = (n — 1)s® + n(p — ¥)? ja tiydentdmilld integrandi kdinteisen
gamma-jakauman tiheysfunktioksi saamme

o) o [0 G e (=Ll - 15+l - ) do?

Z o (24 ——A do?
oc/o(a) 2 exp( 52 ) o

x M/OOM(U) s +1>exp( LA)M

(A/2)/2 T(n/2) 952
o [(n=1)s"+n(u -5 "

n(p—17)2] """
x [“m—l)s?]

Tama on Studentin t-jakauma vapausastein n — 1, sijaintiparametrilla 7 ja
asteikkoparametrilla s/y/n , merk. t,_1(7, s*/n).
Toisin sanoen, kun parametrivektorilla (u,log(c?)) on tasainen priorija-

kauma, -

. | Yy~ th—1.

s/\/n
Tamaé tulos on jélleen sopusoinnussa otantateorian kanssa. Otantateoriassa
kuitenkin pidetiin otossuureita 4 ja s satunnaisina ja parametreja p ja o2
kiinteiné.

Posterioriennustejakauma tulevalle havainnolle

Tulevan havainnon posterioriennustejakauma voidaan esittda sekajakau-
mana p(§|y) = [ [ p(glu, o, y)p(u, o*ly)dpdo?. Jakaumasta voidaan simu-
loida generoimalla ensin p ja o niiden posteriorijakaumasta ja sen jilkeen ¢
jakaumasta N (u, 0?). Voidaan myds osoittaa, ettéd gly ~ t,_1 (7, (1 + +)s?).
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Histogram of newcomb
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Esim. 1. Valon nopeuden estimointi. Simon Newcomb teki 1882 kokeen,
jossa hén mittasi valon nopeutta. Han mittasi ajan, joka kuluu, kun valo
kulkee 7442 metrid. Kuviossa havainnot on ilmoitettu poikkeamina 24800
nanosekunnista. Kuviossa voidaan havaita kaksi hyvin poikkeavaa havain-
toa, joten normaalijakauma ei ole hyvad malli ainakaan aineistolle sellaise-
naan. Harjoituksen vuoksi kuitenkin oletamme, etté havainnot ovat N (i, 02)-
jakautuneita. Keskiarvo 66 havainnolle on § = 26.2 ja otoshajonta s = 10.8.
Kun oletamme tavanomaisen epiinformatiivisen priorijakauman p(u,o?) oc
(o)1, saamme 95% posteriorivilliksi [§3t.975.655/v/66] = [23.6,28.8]. Tami
vali ei sisélla oikeana pidettavia arvoa 33.0, mika ei ole yllattavad, kun ottaa
huomioon mallin huonouden.

Posteriorijakaumaa voitaisiin simuloida poimimalla ensin 02 jakaumasta
Inv-x?(65, s?) (eli 0? ~ 655%/x25) ja sen jilkeen p jakaumasta N(26.2, 5% /66).

9.3 Kahden normaalipopulaation odotusarvo-
jen vertailu

Oletetaan, ettd 1, ..., x,,, missd ;|\, ¢ ~ N(A, ¢), on riippumaton otos eh-
dolla A, ¢. Vastaavasti oletetaan, ettd vy, ..., Yy, missi y;|u, ¥ ~ N(u, 1), on
toinen, riippumaton otos ehdolla pu, 1. Molemmat otokset oletetaan toisis-
taan riippumattomiksi.

64



Koska kiinnostuksen kohteena on odotusarvojen A ja p vertailu, paattely
voidaan tehda erotuksen 6 = A\ — p perusteella. Tilanne voidaan jakaa neljaéan
tapaukseen (kuten “klassisessa” tilastotieteessd — nyt tulee peruskurssiasiaal):

2.
3.
4.

. parivertailu (kdytetdan myo6s nimityksid “riippuvat otokset”, "verran-

nolliset parit”),
riippumattomat otokset, varianssit tunnetut,
varianssit yhtdsuuret mutta tuntemattomat,

varianssit tuntemattomadt.

Naista kohta 4 on jakaumateoreettisesti vaikea mutta voidaan késitellda myo-
hemmin esiteltavalla simulointimenetelmélld helposti.

1.

Parivertailu. Talloin m = n ja (z;,y;) muodostavat "verrannolliset
parit” ollen usein mittauksia samoista yksiloista.

Tilanne palautuu yhden otoksen tapaukseen. Merkitaén z; = x; — y; ja
0 = A\ — p. Talloin
zilo,w ~ N(§,w)

missd w = ¢ + ¢ (koska havainnot x; ja y; ovat ehdollisesti riippumat-
tomia).

Riippumattomat otokset, varianssit tunnetut. Yksinkertaisin ti-
lanne on se, jossa A ja p ovat riippumattomia a priori ja p(A) o« 1,
p(p) o< 1. Talloin

Mo ~ N@ D)
Y
ply ~ N(y,g),
ey ~ NE-g2+2),

. Varianssit yhtidsuuret mutta tuntemattomat. Oletetaan, etta
1 = ¢ ja ettd priori on epdinformatiivinen
1
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Talloin posteriori on

P\, 1, 0Lz, y) = p(A, 1, @) p(2| A, 6) (Y1, @) -

Suorien laskujen jélkee téstd saadaan
(8, |z, y) = p(]s*) p(d]T — 7. 9) ,
missi p(0|7 — g, ¢) = N(0|z = 5,0 (5; + 1)) -

Posteriori on -
I—(—9)

s\/%—l-%

(m—1)s2 + (n—1)s;
m+n—2 '

€T,y ~ tn—l—m—27

missa

82_

4. Varianssin erisuuret ja tuntemattomat. Oletetaan epainformatii-
vinen priori
1
p()‘v 22 (bu w> X /.
ol
Talloin
glz ~ Inv-x*(m —1,s3),

By ~ Tvol(n—1,52),
Slona,y ~ NE—g, 2+ ).

m n

Nyt posteriorijakaumaa voidaan simuloida seuraavasti: simuloidaan en-
sin ¢ ja 1 reunaposteriorijakaumistaan ja sitten o ehdollisesta poste-

riorista {d|®, ¥, x,y}.

Esim 2. Kdenmunat. Simulointi yksinkertaistaa tdménkin tilanteen kiy-
tannon data-analyysissa. Esimerkkiaineistona on kahden lintulajin (rautiai-
nen, ruokokerttunen) peséstd poimittujen kiienmunien ldpimitat [mm)]:

rautiainen 22.0 23.9 20. 23.1

9 23.8 25.0 24. 1.7 23.8 22.8
ruokokerttunen 23.2 22.0 22.2 21.2 21.6 21. 2.0 22.9 22.8

02
9 2
Aineiston tunnuskuluja (laskettuna R-ympéristossa):
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x <- ¢(22.0,23.9,20.9,
2.0,22.2

0,24.0,21.7,23.8,22.8,23.1)
y <- ¢(23.2,22.0, , 6,21.9,22.0,22.9,22.8

23.8,25.
21.2,21.6, ,22.0,22.9,22.8)

1.2,
round (c(x.mean=mean(x) ,x.var=var(x),y.mean=mean(y) ,y.var=var(y)),1)

.mean Xx.var y.mean y.var
23.1 1.6 22.2 0.4

NV V VvV V

Ilmeisesti téssd tapauksessa ei ole perusteltua olettaa, ettd populaatioiden
varianssit olisivat yhtésuuret. Siis kyseessa on edelld esitelty tapaus 4. Las-
kemme seuraavaksi simuloimalla posterioritodennékéisyyden, etta rautiaisen
munat ovat keskimédrin suurempia kuin ruokokerttusen:

n.sim <- 10000; m <- length(x); n <- length(y)

phi <- (m-1)*var(x)/rchisq(n.sim,df=m-1)

psi <- (n-1)#*var(y)/rchisq(n.sim,df=n-1)

delta <- rnorm(n.sim, (mean(x)-mean(y)),phi/m+psi/n)
mean (delta>0)

[1] 0.9937

vV V V V V

9.4 Multinomimalli

Multinomijakauma saadaan yleistyksend binomijakaumasta, kun riippumat-
tomien satunnaiskokeiden mahdollisia lopputuloksia on enemmén kuin kaksi.
Kun toistetaan n riippumatonta satunnaiskoetta, joissa on k vaihtoehtoa ja
0 = (04, ...,0) ilmoittaa eri vaihtoehtojen todenndkdisyydet ja havaintovek-
tori y = (y1, ..., yx) ilmoittaa eri vaihtoehtojen toteutumisten lukuméérét,
otantajakauma on

n
0) = UL ... QY

missé Z?:l 0,=1ja Z?:l y; = n. Tata kutsutaan multinomijakaumaksi.
Uskottavuusfunktiossa voidaan tiputtaa alussa oleva multinomikerroin

pois:
k
p(ylo) o< [ 6.
j=1
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Konjugaattinen priorijakauma on Beta-jakauman moniulotteinen yleistys
Dirichlet:n jakauma Dirichlet(ay, ..., o), jonka tiheysfunktio on

k
p(Blo) o [T 657,
j=1

missd 6; € [0,1] ja 2521 ; = 1. Tasainen priorijakauma saadaan asetta-
malla o; = 1 kaikilla j. Jos asetetaan o; = 0, j = 1,..,k, saadaan epaai-
to priorijakauma, joka on tasainen log(f;):lle. Dirichlet’n jakauma palautuu
beeta-jakaumaan Beta(aq, as), kun k = 2.

Konjugaattipriorin tapauksessa posteriori on

p(0ly) o< p(yl0)p(0)

k k
Yi a;—1
< I 1
=1 =1
k
i i—1
x H ngz-i-yz ,
=1

joka on Dirichlet(cy + 1, ..., ax + yk) -

Esim. 3. Puolueiden kannatus. Radiouutisten syyskuussa 2001 tekemés-
sé haastattelututkimuksessa kysyttiin puolueiden kannatusta. Haastatelta-
vana oli 1962 henkil6d. Tulos (laskettuna annetuista kannatusprosenteista)
oli

SDP Kesk Kok Vihr Vas muu yvht
471 453 396 243 177 222 | 1962
24.0 23.1 20.2 124 9.0 11.2]100%

Valitaan prioriksi Dirichlet(1,1,1,1,1,1). Reunaposteriorien kuvaus:

Mean SD 2.5% 50% 97.5%
SDP 0.24000 0.009718 0.22170 0.23980 0.2592
Kesk 0.23070 0.009305 0.21270 0.23060 0.2491
Kok 0.20180 0.008961 0.18460 0.20160 0.2198
Vihr 0.12400 0.007439 0.10990 0.12380 0.1390
Vas 0.09036 0.006496 0.07802 0.09035 0.1032
Muu 0.11330 0.007145 0.09971 0.11310 0.1275
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Edell oleva posteriori on laskettu kiyttden pakettiin MCMCpack kuulu-
vaa funktiota rdirichlet. Funktio mecmc muuntaa simulointituloksen luokkaan
mcmc kuuluvaksi olioksi, jolloin geneerinen funktio summary antaa haluttuja
yhteenvetotuloksia.

library (MCMCpack)

puol <- c("SDP","Kesk","Kok", "Vihr","Vas","Muu" )
#eri puolueiden kannattajien lkm otoksessa noin

y <- c(471,453,396,243,177,222)

#Posteriorijakauma

#Dirichlet parametreilla y+1

theta.post <- rdirichlet(10000,y+1)

colnames (theta.post) <- puol

b <- summary(mcmc(theta.post))

signif (cbind(b$statistics[,1:2],b$quantiles[,c(1,3,5)]1),4)

Miké on posterioritodennékaisyys, ettd SDP:n kannatus on suurempi kuin a)
Keskustan b) Kokoomuksen? Kéytetddn edelleen samaa Dirichlet’n prioria,
jossa a; = 1 kaikille 7. Vastaus saadaan seuraavalla koodilla:

#Milld todenn&dkoisyydella SDP:n kannatus on suurempi kuin Keskustan?
mean (theta.post[,"SDP"]>theta.post[, "Kesk"])
#[1] 0.7162

#Milla todenndkoisyydelld SDP:n kannatus on suurempi kuin Kokoomuksen?
mean (theta.post[,"SDP"]>theta.post[,"Kok"])
#[1] 0.9946
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Luku 10

Usein kaytettyja perusmalleja

Bayes-tilastotieteen laskentaa varten on olemassa erityisohjelmistoja, ku-
ten BUGS, JAGS ja Stan. Né&itd voidaan kiyttda R:std késin sopivilla R-
paketeilla. Pythonille on olemassa Bayes-laskentaa varten aitoja Python-
paketteja, kuten PyMC3, Edward ja Pyro. R-paketissa MCMCpack on imple-
mentoitu muutamia yleisimpia tilastollisia malleja, ja seuraavissa esimerkeis-
sé kdytetddn tdman paketin funktioita.

10.1 Regressiomalli
Tarkastellaan yhden selittdjén lineaarista regressiomallia
Yi = a+ fx; + €,

missd virhetermit ¢;, i = 1,...,n ovat N(0,0?)-jakautuneita ja riippumat-
tomia ehdolla 02. Voimme tidydentdi mallin Bayes-malliksi priorioletuksilla
seuraavasti:

L yi|ui702 ~ N(Mi702)7

o ;= a+ [y,

a~ N(A, B),

g~ N(C, D),

e 02 ~ InvGamma(FE, F).
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Mallia voidaan havainnollistaa suunnatulla syklittémalld verkolla (DAG, di-

rected acyclic graph).
.~
/
DAG

.
s

Y

Esim. 1. Harjoitusten vaikutus tentissd osaamiseen Bayes-tilastotieteen
kurssilla kl. 2007.

Havaintoaineisto on:

demo tentti | demo tentti | demo tentti
6.0 15 0.0 7 5.5 11
5.0 20 6.0 17 5.5 14
6.0 16 3.0 13 2.5 12
5.5 15 5.0 19 4.0 6
5.5 14 4.0 14 0.0 5
6.0 21 6.0 19 6.0 20
6.0 24 4.0 11 0.0 4
6.0 17 5.0 8
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Hajontakuvio ja siihen sovitettu PNS—suora

20
'
eee

tenttipisteet

demopisteet

Sovitetaan regressiomalli
yi = a+ pr;+ €,

missd y; on tenttipisteméaérd ja x; demopistemédra. Priorijakaumilla o ~

N(5,1), 8 ~ N(2,1) ja 0 ~ InvGamma(0.001,0.01) saamme seuraavat tu-
lokset:

Mean SD 2.5%  50% 97.5%
(Intercept) 5.00 0.869 3.30 5.01 6.72
X 2.02 0.225 1.57 2.02 2.47
sigma?2 13.90 4.650 7.56 13.00 25.30

Tulokset saadaan seuraavalla R-koodilla:

a2 <- MCMCregress(y~x,b0=c(5,2),B0=diag(2),c0=2%0.001,d0=2%0.01)
a2.s <- summary(a2)
signif (cbind(a2.s$statistics[,c(1,2)],a2.s$quantiles[,c(1,3,5)]1),3)
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Oleellinen tulos (mallin perusteella) on se, ettd pisteen arvoinen demo-
osallistuminen nékyy tenttisuorituksessa kahtena pisteend. Jonkinlainen kynnys-
pistem&drd on 5 ja sithen yltda ne, jotka eivit ole demopisteitd saaneet. Mallista
voi nyt laskea kiinnostavien hypoteesien todenndkoisyyksia!

Vertailun vuoksi “klassisen” regressioanalyysin tulos:

Coefficients:

Estimate Std. Error t value Pr(>|t]|)

(Intercept) 4.9349 1.8516 2.665 0.0145 *
dat$demo 2.0341 0.3796 5.359 2.58e-05 *x**

Residual standard error: 3.61 on 21 degrees of freedom
Multiple R-Squared: 0.5776, Adjusted R-squared: 0.5575
F-statistic: 28.71 on 1 and 21 DF, p-value: 2.583e-05

Voimme my6s muodostaa posterioriennustejakauman opiskelijalle, jolla 2 de-
mopistetta:

ypred <- a2[,"(Intercept)"]+a2[,"x"]*2+rnorm(10000,0,sqrt(a2[,"sigma2"]))
ypred.s <- summary(ypred)
signif (c(ypred.s$statistics[1:2],ypred.s$quantiles[c(1,3,5)]),3)

Mean SD 2.5% 50% 97.5%
9.09 3.81 1.66 9.06 16.80

10.2 Binaarinen regressio

Bin&arisessé regressiossa vastemuuttuja voi saada kaksi arvoa, jotka yleenséd koo-
dataan 1 "onnistuminen” ja 0 “epdonnistuminen”. Onnistumisen todennékoisyytta
0; tietylla selittdjan arvolla x; voidaan mallintaa esimerkiksi logit-funktion avulla:

[

logit(#;) = log T4

=a+ Bz

Kun havainnot ovat riippumattomia (ehdolla mallin parametrit) ja havaintoja tie-
tylla selittdjan arvolla x; on n;, onnistumisten lukumééra y; noudattaa binomija-
kaumaa

yz|92 ~ Bin(ni, 92) s 1= 1, e ,]{7.

Ehdollisesta riippumattomuudesta seuraa, ettd uskottavuus on

k
p(y|oz,5,x,n) X Hp(yi|a757$iani)7
i=1
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misséa

p(yila, B,n4, x;) o< 95.“(1 — )iy
exp(a + Bz;)

Yi 1 ni—Yi
1+ exp(a+ ﬁx,)] [1 + exp(a + Bx;)

Jos priorijakauma on p(«, ), posteriori on

ple, Bly) o< ple, B)p(yla, B, x, n).

Esim. 2. Biologinen elidinkoeaineisto. Tarkastellaan seuraavaa eldinkoeaineis-

toa:

annostus  eldinten maird kuolleiden maara

(log g/ml) n; Yi
-0.863 5 0
-0.296 5 1
-0.053 5 3
0.727 5 5
Aineisto koostuu havainnoista (z;,y;,n;), i = 1,...,4. Vasteena on kuolleiden

méard y; ja selittdjané x; koe-eldimelle annettu annos jotain ld4ketta tai kemiallista
vhdistetta. Koe-eldimié kussakin kasittelyryhméssa on n;. Muuttujat x; ja n; ovat
tutkijan kontrolloitavissa. Asetetaan logit-malli

[

logit(#;) = log

missé ; on kuoleman todennékdisyys annostuksella x;.

Tutkimusongelmana on, miten annostus z; vaikuttaa vasteeseen y;. Tama taas
riippuu todennédkoisyydesta 6;. Siten annostuksen vaikutus kohdistuu juuri para-
metriin 6;.

Mallia voidaan kuvata suunnatulla syklittomaélla graafilla.
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DAG binaariselle regressiolle

Priori. Oletetaan ettd o ja 8 ovat riippumattomia a priori, ja asetetaan epéin-
formatiiviset priorit o ~ N (0,10%) ja 3 ~ N(0,10°).

Posteriori. Posteriori voidaan maarittdd simuloimalla. Kayttamélla R-paketin
MCMCpack funktiota MCMClogit saamme seuraavat tulokset:

Mean SD 2.5% 50% 97.5%
(Intercept) 1.400 1.100 -5.3e-01 1.30000 3.700
annos 12.000 6.000 3.6e+00 11.00000 26.000
thetal 0.007 0.022 1.9e-09 0.00027 0.063
theta2 0.150 0.120 4.4e-03 0.12000 0.470
thetal 0.650 0.180 2.8e-01 0.66000 0.930
theta4d 0.990 0.026 9.3e-01 1.00000 1.000
LD -0.110 0.092 -2.8e-01 -0.11000 0.094
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Vertailun vuoksi, su-menetelmé antaa o = 0.8734 s.e. 1.040, § = 7.913 s.e.
5.062, jadnnosdevianssi 0.047306, df = 2.
LD50. Téllaisten kokeiden yhteydessé yleensé lasketaan LD50, joka on se an-
nostus, joka aiheuttaa 50%:n kuolleisuuden ja ratkaistaan yhtalosta
1

1-0= =05
1+ exp(a + fz)

eli zrpso = —%. Bayes-estimaatti (posterioriodotusarvo) on xrpso = —0.1096,
sd = 0.0935. (Vastaava su-estimaatti on —0.1140.)

library(boot)

Y=c(0,1,3,5)

n=c(5,5,5,5)
x=c(-0.863,-0.296,-0.053,0.727)

#Aineisto "pitkassd" muodossa:
y <- c¢(0,0,0,0,0,1,0,0,0,0,1,1,1,0,0,1,1,1,1,1)
annos <- rep(x,each=5)

#Bayes-tulokset

b <- MCMClogit(y~annos,b0=0,B=1e-6)

theta <- inv.logit(b[," (Intercept)"]+b[,"annos"1%*%t(x))

colnames (theta)<-paste("theta",1:4,sep="")

LD <- -b[,"(Intercept)"]/bl[,"annos"]

b.s <- summary(mcmc(cbind(b,theta,LD)))

signif (cbind(b.s$statistics[,c(1,2)],b.s$quantiles[,c(1,3,5)]1),2)

#Suurimman uskottavuuden estimaatit

b2 <- glm(cbind(Y,n-Y) “x,family=binomial)
summary (b2)
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Luku 11

Hierarkkinen malli

Moniparametrisissa tilastollisissa malleissa parametrien vélilla saattaa olla ongel-
man rakenteesta aiheutuvia riippuvuussuhteita. N&itd riippuvuussuhteita saattaa
olla jarkevasa mallintaa hierarkkisilla malleilla. Esimerkiksi tutkittaessa sydadnhoi-
don tehokkuutta, voidaan potilaan henkiinjéémistodennakdisyyksié 6; eri sairaa-
loissa pitééd otoksena sairaaloiden populaatiossa. Ellei ole kiytossa sairaaloita erot-
tavaa informaatiota, parametreja ; voidaan pitaa vaihdannaisina ja niiden voidaan
ajatella olevan satunnaisotos ns. populaatiojakaumasta, jolla on omat parametrinsa,
ns. hyperparametrit. Taman populaatiojakauman ominaisuuksia voidaan estimoida
kilyttden havaintoja y;;, missd indeksit viittaavat jmnen ryhmén imteen yksil6on.

11.1 Parametroidun  priorijakauman  kon-
struointi

Esittelemme aluksi esimerkin, jossa populaatiojakaumalle ei tehda tédydellistéa to-
dennékoisyysmallia. Sen sijaan kidytdmme aiemmin tehtyja tutkimuksia parametrin
0 priorijakauman parametrisointiin, mita kutsutaan empiiriseksi bayesildisyydeksi.

Esim. 1. Kasvaimen riskin estimointi ryhmalla rottia. Tutkittaessa laakkei-
den mahdollista soveltuvuutta sairaanhoidossa niité kokeillaan sdénnonmukaisesti
jyrsijoille. Oletetaan, ettd tarkoituksena on estimoida todenndkéisyys 6 tietyntyyp-
piselle kasvaimelle (endometrial stromal polyp) tyyppia F344 olevalle laboratorion
naarasrottapopulaatiolle, kun laékettd ei anneta (kontrolliryhmé). Kokeessa 4 ro-
talle 14:sta kehittyi kyseisen tyyppinen kasvain. On luonnollista olettaa binomija-
kauma kasvaintapausten lukuméérélle, kun 6 on annettu. Laskujen helpottamiseksi
kiytamme konjugaattista priorijakaumaa 6 ~ Beta(a, 3).
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Aikaisemmat kokeet:

0/20 0/20 0/20 0/20 0/20 0/20 0/20 0/19 0/19 0/19
0/19 0/18 0/18 0/17 1/20 1/20 1/20 1/20 1/19 1/19
1/18 1/18 2/25 2/24 2/23 2/20 2/20 2/20 2/20 2/20
2/20 1/10 5/49 2/19 5/46 3/27 2/17 7/49 7/4T 3/20
3/20 2/13 9/48 10/50 4/20 4/20 4/20 4/20 4/20 4/20
4/20 10/48 4/19 4/19 4/19 5/22 11/46 12/49 5/20 5/20
6/23 5/19 6/22 6/20 6/20 6/20 16/52 15/47 15/46 9/24

Nykyinen koe:
4/14

Taulukko 11.1: Kasvaimen esiintyminen aikaisemmilla kontrolliryhmilla ja
nykyiselld rottaryhmaélld (Tarone, 1982). Taulukon arvot ovat y;/n;: (kasvai-
mellisten rottien lkm)/ (rottien kokonaislkm)

Kasvaimen todennékoisyys 6 vaihtelee populaatiosta toiseen, koska rottapopu-
laatioissa ja laboratorioiden koeolosuhteissa esiintyy vaihtelua. Mallinnamme té-
td vaihtelua siis Beta-jakaumalla. Taulukon 11.1 historiallisen aineiston perusteel-
la voimme yrittdd estimoida tdmén jakauman parametrit. Aineiston perusteella
esiintyvyyden y;/n; keskiarvo on 0.136 ja hajonta 0.103. Kun merkitsemme né-
maé yhté suuriksi beta-jakauman vastaavien parametrien kanssa voimme ratkaista
beta-jakauman parametrit a ja § ja saamme estimaatin (a, §) = (1.4, 8.6). Talloin
nykyiselle populaatiolle esiintyvyyden posteriorijakauma on 67; ~ Beta(5.4,18.6),
jonka odotusarvo on 0.223 ja hajonta 0.083. Posterioriodotusarvo 0.223 on huomat-
tavasti alhaisempi kuin raakaestimaati 4/14=0.286.

Aikaisemmista kokeista estimoitua priorijakaumaa voitaisiin kdyttda myos esti-
moimaan 61, ...07g eli kasvaimen todennékéisyydet aikaisemmille tutkimusryhmille.
Talloin ilmenevat seuraavata periaatteelliset ja kdytéannolliset ongelmat:

e Kun 70 ensimméisté koetta kiytetddn priorijakauman estimointiin ja sitten
kullekin ryhmélle estimoidaan 6, aineisto tulee kéytetyksi kahteen kertaan.
Tama voi aiheuttaa tarkkuuden yliarviointia.

e Piste-estimaatin valinta parametreille (o, 3) ei ole yksikésitteistd. Joka ta-
pauksessa piste-estimaatin kiytto jattasd ottamatta huomioon osan posterio-
riepavarmuudesta.

e Voimme myos kysyé, onko tarpeen lainkaan estimoida (o, 3) etukiteen. Niita
voidaan pitdd osana priori-informaatiota, jota ei tarvitse bayesildisen pait-
telyn logiikan mukaan tarvitse tuntea ennen aineiston hankintaa.
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Niistd ongelmakohdista huolimatta on selvdd, ettd parametrit 6; kannattaa
estimoida yhdesséa. Rakennamme seuraavaksi hierarkkisen mallin, jonka avulla sa-
manaikainen estimointi on mahdollista ja edella esitetyt ongelmakohdat tulevat
ratkaistuksi.

11.2 Vaihdannaisuus ja hierarkkisen mallin ra-
kentaminen

Tarkastelemme seuraavaksi kokeita j = 1,..., J, joissa kokeella j on aineisto (vek-
tori) y;, parametri 6; ja uskottavuusfunktio p(y;|6;). Jotkut parametrit voivat olla
yhteisié eri kokeille, esim. o2 on yhteinen, jos 0; = (,uj,JQ) normaalijakaumamal-
lissa.

Ellei ole kdytettavissa informaatiota, joka erottaisi kokeet toisistaan, niitd kan-
nattaa pitdd vaihdannaisina. Yksinkertaisin tapa mallintaa vaihdannaisuutta on
olettaa, ettd kokeita vastaavat parametrit ovat riippumaton otos populaatiojakau-
masta, jolla on tuntematon parametrivektori ¢. Talloin

J

p(0]¢) = [T p(0;19)-

J=1

Parametrien 6; reunajakauma on silloin

J
o6) = [ | TLo0510) | plo)do.
j=1

Vaihdannaisuutta voidaan mallintaa myos silloin, kun on kaytossa koetilantei-
ta/ryhmié erottavaa informaatiota. Jos ryhmén j parametria 6; selittdd muuttu-
jan x arvo x;, parametrien 6; riippumattomuus saavutetaan ehdollistamalla z;:den

suhteen:
n

P01, 01, ) = [ ([T 01610, p(oe)do,

Jj=1
missé « = (21, ...,xs). Talléin vektorit (#;,x;) ovat vaihdannaisia.
Hierarkisen mallin tdysi bayesildinen kdsittely

Populaatiojakauman parametri ¢ on tuntematon ja merkitsemme sen priorija-
kaumaa p(¢). Télloin vektorin (¢, #) yhteispriorijakauma on

p(¢,0) = p(¢)p(0]9)
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ja yhteisposteriorijakauma

p(,0ly) o p(o,0)p(yle,0)
= p(¢,0)p(ylo),

missé jalkimmaéainen yhtdsuuruus on seurausta siité, ettd aineisto y riippuu ainoas-
taan f:sta; y riippuu hyperparametrista ¢ ainoastaan 6:n valityksella.

Tahadn mennesséd olemme olettaneet ¢:n tunnetuksi; nyt oletamme sen tunte-
mattomaksi ja asetamme sille oman jakauman, jota kutsumme hyperpriorijakau-
maksi. Jos ¢:std ei ole paljon tietoa, sille voi asettaa epéinformatiivisen priorija-
kauman. Téalloin on kuitenkin varmistettava, ettd posteriorijakaumasta tulee aito.
Erityisesti hierarkkisten mallien tapauksessa on vaarana, etta posteriorijakauma on
epéaito, jos hyperparametrin priorijakauma on epéaito.

Posterioriennustejakaumat

Hierarkisten mallien tapauksessa esiintyy kahdenlaisia posterioriennustejakau-
mia: 1) tulevan havainnon ¢ jakauma, joka liittyy olemassaolevaan parametriin
6;, ja 2)tulevan havainnon gy jakauma, joka liittyy tulevaan parametriin 6;, joka
on poimittu samasta superpopulaatiosta. Merkitsemme tulevia parametrin arvoja
0. Esimerkin rottakokeessa vaihtoehto 1) tarkoittaa uutta rottaa olemassaolevassa
kokeessa ja 2) uutta rottaa uudessa kokeessa.

11.3 Laskenta hierarkkisten mallien yhteydes-

Sa

Laskennassa voidaan kiyttda moniparametristen mallien yhteydessa esitettyja ylei-
sia periaatteita, kun késitellaédn hyperparametria ¢ haittaparametrina. Laskenta voi
kuitenkin olla kiytdnnossd vaikeampaa, silla parametrien lukumééré voi olla suu-
ri hierarkkisilla malleilla. Laskentoja helpottaa, jos populaatiojakauma p(6|¢) on
konjugaattinen uskottavuudelle p(y|@). Ei-konjugaattiset hierarkkiset mallit voivat
vaatia kiyttdméaadn edistyneempid laskentamenetelmis, jotka esitellidn myohem-
min.

Esim. 2. Rottien kasvaimet (jatkoa). (Ks. esimerkkikoodi hierExample.r). Ole-
tamme jalleen, ettd rottakokeiden j = 1,...,J, J = 71, tulokset noudattavat bino-
mijakaumia

yj ~ Bin(n;, 0;),
missé rottien lukuméadrdt n; ovat tunnettuja. Parametrien 6; ajatellaan olevan
riippumattomia havaintoja beta-jakaumasta

0; ~ Beta(a, ).
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Talloin kaikkien parametrien yhteisposteriorijakauma on
p(0, o, Bly) o pla, B)p(0la, B)p(yl0)
J

~ H Oé‘l-g))ea 1 B 11_[0311 _ nJ Yi (11.1)

Kun « ja 8 on annettu, parametrivektorin 6 posteriorijakauma on

J
I'(a+ B+ ny) aty;—1 i

p(0 J O TYIT (1 — 9,) YL 11.2

(Blev. By) = H Do+ y;) )T(B+nj —y;) 7 ( i) (112)

Téamén jilkeen («, §):n reunaposteriorijakauma saadaan jakamalla yhteisposterio-
rijakauma (11.1) ehdollisella posteriorijakaumalla (11.2):

ﬁ a+ﬁ (a+y))T(B +n; — y;)
I(a+ B+ nj) '

p(o, Bly) o p(a
]:1

Yleisesti kéytetty uudelleenparametrointi beta-jakauman parametreille on
log1t(a+6) = log(%) ja log(a + B). Osoittautuu, ettd aidon posteriorijakauman
tuottaa esimerkiksi epéinformatiivinen priorijakauma

p(e, B) o (a+ B) ™72,

jota vastaa muunnetulla asteikolla

p (1og <%> log(a+ 5)) x af(a+ B)~2.

Nyt voimme tehdd posteriorisimulointeja diskretoimalla muunnettujen para-
metrien kaksiulotteinen jakauma. Ylivuotojen vélttdmiseksi voi olla syytéa laskea
taulukkoon logaritmoidun posteriorijakauman arvot, vihentaé naistéa arvoista moo-
di ja eksponoida tamén jilkeen.

Kun on simuloitu esim. 1000 havaintoa, ne voidaan muuntaa alkuperaisiksi hy-
perparametreiksi (o, §). Téamén jilkeen voidaan simuloida populaatioparametrit ;
ehdollisista jakaumista 0;|c, 5,y ~ Beta(a+y;, 8+ n; —y;). Kuviossa 11.2 on néh-
tavilla simulaatioiden tulokset. Populaatioiden posteriorimediaanit ovat siirtyneet
raakaestimaateista y;/n; kohti populaatiojakauman odotusarvoa 0.14.
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log(alpha+beta)
3
!
log(alpha+beta)
3
!

T T T T T T T T T T
-22 -20 -18 -16 -14 -22 -20 -18 -16 -14

log(alpha/beta) log(alpha/beta)

Kuvio 11.1: a) Korkeuskédyriakuvio hyperparametrien reunaposteriorijakau-
malle esimerkin rottakokeessa. Kéyrien korkeudet suhteessa posteriorijakau-
man moodiin ovat 0.05, 0.15...,0.95. b) Pisteparvi 1000 simuloidulle havain-
nolle.
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Kuvio 11.2: Rottien kasvainten esiintymistodennékoisyyksien ¢; simuloidut
posteriorijakaumat havaittujen esiintyvyyksien y,/n; eri arvoilla. Kuvioissa
on merkitty pienilld pisteilld populaatioparametrien ¢; simuloituja arvoja ja
isoilla pisteilld simuloitujen jakaumien mediaaneja. Kuvion 45° suora vastaa
raakaestimaatteja 6 = yi/n;.
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Luku 12
Mallikritiikki

T&ahan mennesséd on kisitelty mallin konstruointia ja tulkintaa seké posteriorin las-
kemista. Sen sijaan emme ole puuttuneet mallikritiikiin, joka on térked osa Bayes-
tilastotiedettd. Mallikritiikkiin siséltyy yhteensopivuuden tutkiminen ja herkkyysa-
nalyysi. Yhteensopivuuden tutkiminen tarkoittaa mallin oletusten sopivuuden tar-
kastelua aineiston kannalta. Herkkyysanalyysi voidaan karakterisoida seuraavasti:
Useat todennakodisyysmallit "sopivat” aineistoon, mutta kuinka paljon posteriori-
padttely muuttuu, kun siirrytdan mallista toiseen?

Mallikritiikki “klassisessa” tilastotieteessd

"Klassisessa” tilastotieteessa mallikritiikki yleensa tarkoittaa
e mallin yhteensopivuuden testausta,

e jadnnosanalyysia,

e mallien vertailua (mallinvalintakriteerein).

Yhteensopivuuden ("goodness of fit”) testaus johtaa usein asymptoottiiseen x>
-testiin (lineaarisissa malleissa F-testiin). Tyypillisesti yhteensopivuutta mitataan

neliosummalla kuten .
1 N
- Z(yz — §i)°
=1

tai uskottavuusosaméarain perustuvalla mitalla

—2[log p(y|0) — log p(y|6**V)],

missé 65 vastaa kyllastettya (vihéarajoitteista) mallia.
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Jaannosten tutkiminen tarkoittaa esimerkin avulla seuraavaa: Oletetaan line-
aarinen malli
vi=o+ Y B+ €,
J

missd ¢; ~ N(0,02) riippumattomia. Parametrien estimoinnin jilkeen estimoidaan
jaannokset (jokaiselle havaintoyksikolle).

G=yi—Gi=yi—a—Y Bz
J

Jadnnosten estimaateista tutkitaan mm. samavarianssisuus, korreloituneisuus ja
normaalisuus.

Vertailtaessa malleja kiytetdan tyypillisesti sellaisia informaatiokriteereitd kuin
AIC (Akaiken informaatiokriteeri) ja BIC (Bayesildinen informaatiokriteeri).

Mallikritiskki Bayes-tilastotieteessd

Klassisessa tilastotieteessd kaikki satunnaisuus on havaintoavaruudessa ).
Jaannosanalyysi on suoraviivaista. Bayes-tilastotieteessi satunnaisuus on paramet-
riavaruudessa ©. Voisi kuvitella, tdstd aiheutuu ongelma mallikritiikille, silld ha-
vainnot ovat avaruudessa ). Huomaa kuitenkin, ettd posterioriennustejakauma

p(y"*|data)

on madritelty havaintoavaruudessa )! Mallikritiikki paljolti perustuu juuri tdhan
jakaumaan.

havaintoavaruus parametriavaruus
0
p(9]y)
posterioriennuste- posteriorijakauma
jakauma

Tarjolla on useita menetelmié. Tarkastellaan seuraavia lahestymistapoja:
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1. Siséltoon liittyva mallin validointi

Ulkopuolisen aineiston kiytté mallivalidoinnissa
Toistoaineistojen kaytto

Prioriennustejakauman kaytto

Ristiinvalidointi

Jaannostarkastelut

Poikkeamaindeksi (DIC)

© N o e

Bayes-tekija

Silti mallikritiikissé on edelleen vaikeuksia, varsinkin kompleksisten mallien yh-
teydessa: Kritiikin pitéisi yltdd mallin joka osaan. Usein “hyvit” menetelmét ovat
laskennallisesti vaativia.

12.1 Sisaltoon liittyva mallin validointi

Siséltoon liittyvad mallin validointia tehddén tarkastelemalla mallin antamien tu-
loksia (myo6s ei-havaittujen muuttujien osalta) substanssin eli asiasiséllon kannal-
ta. Ovatko analyysin tulokset jérkevid maalaisjirjelld ajateltuina? Entéd ovatko ne
yhteensopivia sovellustieteen teorioiden kanssa?

12.2 Validointiaineiston kaytto

Jos aineisto on suuri, niin silloin se on mahdollista jakaa

a) opetusaineistoon (learning data), jota kiytetddn mallin rakentamisessa sekéd
posteriorin laskemisessa, ja

b) walidointiaineistoon (validation data), jota kidytetddn mallin hyvyyden ja
ennustuskyvyn tutkimiseen.

Oletetaan, ettd mallin rakentaminen ja posteriorin laskeminen perustuu aineis-
toon y. Tamin lisiksi on olemassa validointiaineisto ytU!, jota ei ole kiytetty
mallin rakentamisessa (eli posteriorin konstruoinnissa).

Tyokaluna on posterioriennustejakauma

p(y™ S y) = / p(y™S10)p(6]y)de,

uusi ‘y)

joka perustuu havaittuun aineistoon y. Ideana on laskea p(y ja verrataan

uuden aineiston havaittuja arvoja téahén jakaumaan.
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12.3 Toistettujen aineistojen kaytto

Oletetaan, ettéd validointiaineistoa ei ole kdytossd. Aineisto on y ja posteriorijakau-
ma p(0f]y).

Olkoon y*°P "toistettu aineisto” eli replikaatti: se on aineisto, joka saadaan en-
nustamalla aineistoa mallilla. Esimerkiksi, jos mallissa on selittdvd muuttuja x, niin
aineiston y"™P konstruoinnissa mallin avulla on kiytetty niitd z:n arvoja, joita on
havaitussa aineistossa .

Mallikritiikissé tyoskennelldan y*°P:n jakaumalla, joka saadaan tdmén hetken
tiedon perusteella. Se on posterioriennustejakauma

Py Ply) = /p(ymp\@)p(ﬂy) de.

On mahdollista simuloida MCMC-menetelmélld replikaatteja v, ..., " ja-
kaumasta p(y"Ply). Jos y on yksiulotteinen datavektori, niin siitd voidaan laskea
esimerkiksi histogrammi (tai joku muu tunnus) ja verrata toistoja aineistosta y
laskettuun vastaavaan tunnukseen.

datay

ep ep
% Y

Esim. 1. Newcombin valonnopeusmittaukset (jatkoa). Kappaleen 9.2 esi-
merkin 1 kuviossa on esitetty Simon Newcombin 66 valonnnopeusmittausta. Ku-
vion perusteella kaksi pieninté havaintoa nédyttavit poikkeavilta. Tutkimme mallin
sopivuutta generoimalla 20 toistoaineistoa y"°P, jotka on saatu poimimalle ensin pu
ja o niiden posteriorijakaumsta ja sen jilkeen 66 havaintoa normaalijakaumasta
N (u,0?). Niiden histogrammit ovat alla olevassa kuviossa. Kuten voidaan havaita
missdan niisté ei ole sellaisia poikkeavia havaintoja kuin alkuperéisessé aineistossa.
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Testisuureet

Mittaamme eroavuutta mallin ja aineiston valilla testisuureiden (test quan-
titities) avulla. Maarittelemme etté testisuure T'(y,#) on parametrien ja aineiston
funktio, joka mittaa aineiston ja mallin eroavaisuutta jonkin ominaisuuden suhteen.
Bayes-analyysissa testisuureita kiytetdan mallin tarkistuksessa samalla tavoin kuin
testitunnuslukuja kéytetdan klassisessa analyysissd hypoteesien testaukseen. Tes-
titunnusluku (test statistic) on testisuure, joka riippuu pelkistdén aineistosta.

Aineiston yhteensopivuutta posterioriennustejakauman vililla voidaan mitata
testisuureen jakauman héntéalueen todennékoisyydella eli p-arvolla. Klassinen p-
arvo testitunnusluvulle T'(y) on

pc = Pr(T(y"") > T(y)|0),

jossa todennédkoisyys lasketaan y"“P:n jakauman suhteen pitdmaélla 6 kiinnitettyna.
Jotta p-arvo voidaan laskea, 6:n paikalle on pantava nollahypoteesia vastaava arvo
tai jokin piste-estimaatti, kuten suurimman uskottavuuden estimaatti.

Bayesilainen p-arvo (posterioriennustejakauman p-arvo) méaaritellaén todenné-
koisyydeksi, etta toistettu aineisto on poikkeavampi kuin havaittu aineisto testi-
suureella mitattuna:

pPB = Pr(T(yrepa 9) > T(y7 6)‘y)
Tassa todenndkoisyys lasketaan 6:n posteriorijakauman ja y"“P:n posterioriennus-

tejakauman suhteen (eli yhteisjakauman p(6,y"“P|y) suhteen). P-arvot, jotka ovat
lahelld nollaa tai ykkostéa kertovat poikkeamasta mallin ja aineiston valilla.

88



Kayténnossd pp voidaan laskea simuloimalla seuraavasti: Generoidaan L ha-
vaintoa 0! posteriorijakaumasta ja niité vastaavat toistoaineistot y"°P ! posterio-
riennustejakaumasta. Télloin pg on likimain niiden tapausten suhde L simuloin-
nista, kun T(y"? L, 0") > T'(y,0'), | =1,...L.

Esim. 2. Newcombin valonnopeusmittaukset (jatkoa). (Ks. esimerkki-
koodi testExample.r.) Tutkiessamme normaalimallin soveltuvuutta Newcombin ai-
neistoon kdytdmme testitunnuslukua T(y) = min(y) ja testisuuretta T(y,0) =
% 2?21(% — 9)2. Kuviossa vasemmalla on piirretty toistoaineistojen minimiarvon
jakauma. Kaikissa tapauksissa minimiarvo on suurempi kuin alkuperéisen aineiston
pienin havainto, joka on merkitty pystyviivalla. Malli ei siis ndyté yhteensopivalta
alkuperéisen havaintoaineiston kanssa. Mallia voisi korjata kiyttamalld epédsym-
metristd epapuhdasta (contaminated) normaalijakaumaa tai jotain symmetrista
paksuhéntéaistéd jakaumaa. Testitunnuslukuun liittyva p-arvo on 1.
Oikeanpuoleisessa kuviossa on parien (T'(y,0),T(y"P,0)) pisteparvi, joka pe-
rustuu 1000 posteriorisimulaatioon (@, y"P). Niiden pisteiden osuus, jotka ylittavét
45° suoran, vastaa testiin liittyvad p-arvoa, joka on téssé tapauksessa noin 0.5. Siis
varianssi testisuureena ei havaitse” poikkeamaa mallin ja havaintoaineiston véalilla.
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